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众创资源分享平台的设计与实现

胡益龙

（山西大学商务学院 信息学院， 太原 ０３００３１）

摘　 要： 本系统是一个功能较为完备的资源分享平台，实现了资源分享、资源搜索、资源推荐等功能。 其中网站的主体通过经

典的 ＪａｖａＥＥ 框架构建，通过 Ｌｕｃｅｎｅ 技术与 Ｓｏｌｒ 技术提供资源搜索服务，并且实现了以机器学习 ＡＬＳ 算法为核心的资源推荐

系统，使得用户可以更为方便地找到想要的资源。
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０　 引　 言

信息过载已经成为当前互联网迅猛发展中不容

忽视的一个重要问题，由此则导致用户想要精准获

取资源就显得尤为困难。 在此背景下，本系统设计

实现了搜索与推荐两种资源相关的服务。 在算法方

面，常见的推荐算法主要有基于内容的推荐与基于

协同过滤的推荐。 而对于协同过滤推荐算法，又可

将其分为 ３ 种，即：基于用户的协同过滤、基于物品

的协同过滤、基于模型的协同过滤。 其中，协同过滤

的推荐算法无需考虑物品与用户标签和属性就能够

做出推荐，但是在大数据量的情况下基于用户与物

品的协同过滤算法将会面临稀疏矩阵与计算复杂的

问题。 综合上述分析后可知，本次研发系统将使用

基于模型的推荐算法 ＡＬＳ，为了实现分布式计算采

用了大数据 ｌａｍｂｄａ 架构作为整个推荐系统基础架

构。 这里，研究中用到的计算框架为 Ｓｐａｒｋ，通过将

离线计算、实时计算、机器学习三者融为一体，可以

在搜索与推荐的双重服务下使用户能够更加快速地

找到自己想要的资源。

１　 推荐系统算法研究

１．１　 特征向量与线性相似度

本系统推荐算法使用交叉线性回归（ＡＬＳ）与余

弦聚类。 ＡＬＳ 主要是基于评分矩阵（同现矩阵）来

实现推荐，而评分矩阵的计算在底层则依赖于 ２ 个

向量的线性相似度的计算。 在该模型中，假设每一

个用户都对应着一个特征向量，每一个资源对应着

一个特征向量。 模型通过计算资源的特征向量与用

户特征向量的相似度来估算某一个用户对某一个资

源的好感度。 好感度将直接体现在用户对某一个资

源的评分上，好感度越高，评分就越高。 机器学习

中，有很多方法可用来估算 ２ 个向量的相似度，本模

型假设用户向量与资源向量的相似度为用户的特征

向量Ｕ和资源的特征项向量Ｒ的线性相似性。 也就

是评分 Ｐｓｃｏｒｅ≈ ＵＲ ＋ λ。 基于这一假设，只要有一

个用户的特征向量与一个资源的特征向量就能够预

测该用户对此资源的评分，进而做出推荐。
１．２　 损失函数的定义

本次研究模型的最终目标就是使模型的预测与



用户真实的评分相近。 对于公式 Ｐｓｃｏｒｅ ≈ ＵＲ ＋ λ，
令 Ｐｓｃｏｒｅ 为预测分数，Ｔｓｃｏｒｅ 为真正的评分。 模型

希望 ｜ Ｐｓｃｏｒｅ － Ｔｓｃｏｒｅ ｜ ≈ ０，但是绝对值函数是一

个不平滑的函数，在进行模型优化时不易计算，同时

也不利于 Ｌ２ 的正则化。 通常选择平方错误函数

（Ｐｓｃｏｒｅ － Ｔｓｃｏｒｅ） ２ ≈ ０ 来作为损失函数。
１．３　 模型降维与矩阵分解

遵循上述原理，模型可以根据已有的数据来计

算出用户的特征向量与资源的特征向量。 在原始的

模型中，用户特征向量的维度为资源的个数， 资源

的特征向量的维度为用户的个数。 研究中，ｎ 个用

户 ｍ 个资源就会构成一个 ｎ 行 ｍ 列的矩阵，这样就

可以同时计算出 ｎ个用户与ｍ个资源的特征向量。
其中，每一行是一个用户对各个资源的评分，每一列

是多个用户对一个资源的评分。 当数据量十分庞大

时，用户与资源向量的维度都会变得很大，整个模型

的自由度会升至很高。 ＶＣ 维度证明了高复杂度的

模型会形成一种系统性的噪音，会干扰模型的实际

准确度，如此即会出现过拟合的现象。 过拟合的含

义就是：在训练集上模型表现得很好，但是在实际的

测试集上会出现很大的误差。
　 　 为了降低模型复杂度、减小过拟合的风险，模型

采用了矩阵分解的方式降低了用户与资源的维度。
具体来说，将 ｎ个用户ｍ个资源所构成的 ｎ行ｍ列的

矩阵分解为 ｎ∗ｄ的矩阵与 ｄ∗ｍ的矩阵的乘积，矩阵

分解示例则如图 １ 所示。 其中，ｄ 为用户可以手动调

节的参数，减少 ｄ 的数值就可以降低模型的维度，从
而削弱了过拟合对模型的干扰。 这样一来，模型通过

降维就可获得主要的隐含因子，忽略掉次要的特征。
实际上，原始的 ｎ 行 ｍ 列的矩阵是一个稀疏矩阵，通
过矩阵分解的降维处理可以将模型计算的复杂度从

Ｏ（ｎｍ） 降到了 Ｏ（（ｍ ＋ ｎ） ∗ ｄ）。
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图 １　 矩阵分解示例

Ｆｉｇ． １　 Ｅｘａｍｐｌｅｓ ｏｆ ｍａｔｒｉｘ ｄｅｃｏｍｐｏｓｉｔｉｏｎ

１．４　 模型训练

经过损失函数的定义与矩阵分解的降维处理，
下面拟进行模型的训练研究。 ＡＬＳ 损失函数的计算

公式可表示为：
ｍｉｎ
Ｗ，Ｖ

Ｅｒｒｏｒ Ｗｍ{ } ，｛Ｖｎ｝( ) ∝

　 ∑
Ｍ
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　 　 其中， ｍ 表示资源的个数；ｎ 表示用户的个数；

Ｗ与Ｖ分别表示模型训练后的资源权重的向量与用

户权重的向量。
对于一组数据来说， 模型在 ｎ 号用户对 ｍ 号资

源的预测值与真实值的差值平方就是模型在一个资

源向量上的损失， 对于所有单一资源的误差的和就

是模型的整体损失。 ＡＬＳ 的目标就是要根据已知的

数据找到损失函数值最小的误差。 为了减少运算

量，一般采用随机梯度下降法（ＳＧＤ）去优化模型。
分析可知，在公式（１）中有 ２ 个需要优化的变

量 Ｗ 与 Ｖ， 首先让其中一个变量的值固定，这可以

得到一个变量的公式，此时就能直接采用单个变量

的梯度下降法计算出误差的最小值，进而计算出另

一个向量的值。 在此基础上，再固定刚刚计算好的

向量使用线性回归计算出另一方的特征向量。 如此

这般轮流地进行线性回归计算，最终模型就可输出

所有用户与资源的特征向量。 可以通过用户的特征

向量与每个资源进行线性组合，得到预测的分数，选
择评分最高的 ｋ 个资源推荐给该用户。
１．５　 模型校验

在模型训练时，通常会设置多组参数，不同参数

组合下的模型会有不同的准确度。 通过对参数组合

的优化选择，就可以得到准确率更高的模型。 本系

统中涉及到的参数有：模型维度、正则化参数、迭代

次数。 考虑到若对模型进行校验就需要准备校验数

据集来评判在特定参数组合下模型的准确度，所以

在划分训练集时通常会再细分为训练集与校验集。
同时，为了达到训练集与校验集的独立同分布，则多

会选用随机分割。 至此，为了充分利用数据集、以及

减少训练迭代次数，本系统直接使用了交叉验证

（Ｃｒｏｓｓ Ｖａｌｉｄａｔｉｏｎ）作为模型校验的方法。 事实上，
本系统共将训练集随机平均分为 １０ 部分，每一轮训

练时都将其中的 ９ 份作为实际的训练集，剩下的 １
份作为校验集，经过对校验集的更替，最后选出最优

的参数组合。 交叉验证示例如图 ２ 所示。
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图 ２　 交叉验证示例图
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１．６　 余弦相似度计算

在实时推荐时，本系统将着重研究资源之间相

似度的计算。 在计算资源之间的相似度时用到了余

弦聚类，使用向量空间中 ２ 个向量夹角的余弦值衡

量 ２ 个个体间差异的大小。 如果 ２ 个向量的余弦相

似度越接近 １，就说明这 ２ 个向量越相似。 反之，越接

近 ０，就越不相似。 余弦相似度的数学定义可表示为：

ｃｏｓ θ ＝
∑

ｎ

ｉ ＝ １
ｘｉ ｙｉ

　

∑
ｎ

ｉ ＝ １
ｘ２
ｉ

　

∑
ｎ
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ｙ２
ｉ

． （２）

１．７　 模型的评估

在成功构建这一推荐模型的同时，必须要保证

模型的可用性与准确性，否则整个模型就几乎相当

于在做随机猜测。 为简单起见，本系统没有使用

ＡＵＣ 作为模型的评价方案，而是直接计算模型的预

测评分与实际标签的均方根误差 ＲＭＳＥ１。 均方差

越小，就表明模型预测得越准确。 此外，还要计算得

出平均评分值与实际评分的 ＲＭＳＥ２。 当 ＲＭＳＥ１ －
ＲＭＳＥ２ 为正数时，就证明模型有正向的预测效果。
１．８　 推荐系统冷启动问题

当面对一个全新系统、全新用户或者全新资源

时，由于没有历史数据的铺垫可能会出现推荐算法的

冷启动问题。 既然推荐算法在此时的表现欠佳，就决

定了需在此处设置一个替补的策略，也就是榜单系

统。 新来的用户可以从榜单开始寻找自己的喜好，同
时也会有更新的榜单来避免新的资源的冷启动。

２　 系统设计

２．１　 总体功能模块设计

系统设计包括 Ｗｅｂ 端的设计和推荐系统的设

计。 与此相对应，功能模块包括用户登录、注册、创
建资源、浏览资源、搜索资源、收藏资源、删除资源、
离线榜单、在线榜单、离线推荐、在线推荐等。 总体

模块结构如图 ３ 所示。
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图 ３　 平台功能模块图
Ｆｉｇ． ３　 Ｆｕｎｃｔｉｏｎ ｍｏｄｕｌｅ ｄｉａｇｒａｍ ｏｆ ｔｈｅ ｐｌａｔｆｏｒｍ

２．２　 推荐系统架构的设计

推荐系统在功能上可解析为推荐功能与榜单计

算两部分。 而对数据处理而言，又分为离线与实时

两大类。 文中将对此展开研究分述如下。
（１）功能设计分析。 服务集群由多个子集群组

成，对其中各主要集群的功能设计可做出如下阐释

及论述。
① Ｈａｄｏｏｐ ／ Ｈｉｖｅ 集群。 对其功能可表述为：一

方面为数据存储，系统会将 ＭｙＳＱＬ 中的数据同步到

集群上。 另一方面提供资源调度，系统将会使用

Ｓｐａｒｋ ｏｎ Ｙａｒｎ 的调度模式，这里的 Ｙａｒｎ 组件来自于

该集群。
② Ｓｐａｒｋ 集群。 该集群的功能定制为整个推荐

系统的全部计算。 其中，ＳｐａｒｋＭＬ 负责推荐算法的

执行，ＳｐａｒｋＳｔｒｅａｍｉｎｇ 负责在线数据的计算处理，同
时这两者都可以使用 ＳｐａｒｋＳＱＬ 的 ＡＰＩ 来给出更加

便捷的实现。
③ Ｚｏｏｋｅｅｐｅｒ 集群。 主要负责分布式协调工

作，并由其配合 ＫａｆＫａ 集群共同完成分布式消息队

列的功能。 ＫａｆＫａ 集群是一个分布式消息队列，可
通过 Ｌｏｇ４ｊ 来消费发送自 Ｗｅｂ 服务器的数据，分布

式地存储在各个节点上，不仅具备高容错、高吞吐的

特点，而且也促进了 Ｗｅｂ 端与数据计算端的有效解

耦。 系统拓扑结构如图 ４ 所示。
　 　 （２）数据处理分析。 整个数据流的处理可以分

为离线与在线两个部分。 其中，离线部分首先将

ＭｙＳＱＬ 中的用户评分表中的数据使用 Ｓｐａｒｋ 导入

Ｈｉｖｅ 中；使用 ＳｐａｒｋＳＱＬ 连接 Ｈｉｖｅ 读取数据，并且处

理数据，计算离线榜单与推荐矩阵。 进一步地，推荐

矩阵中给每个用户提供了 １０ 条推荐资源，同时也计

算出了对于某一个资源与其相似的 １０ 条资源，为后

续的在线推荐做好准备；将计算过的数据使用

ＳｐａｒｋＳＱＬ 写入 ＭｙＳＱＬ 中，方便在 Ｗｅｂ 端做出展示。
在线部分中，用户点击 Ｗｅｂ 界面会产生日志信息；
这些日志信息会被 ＫａｆＫａ 消费到自己的队列中；而
ＳｐａｒｋＳｔｒｅａｍｉｎｇ 则会消费 ＫａｆＫａ 中的数据，将数据按

照一定的时间间隔进行微批处理，在此过程中还会

提取 ＭｙＳＱＬ 中的数据进行连接计算；将计算好的数

据送入 ＭｙＳＱＬ 中进行 Ｗｅｂ 端的展示。
２．３　 算法参数调优

系统使用 Ｓｐａｒｋ 提供的 ＰａｒａｍＭａｐ 进行参数设计，
根据不同的维度设置不同的参数，这样模型在训练时

将会考虑到所有参数的组合（笛卡尔积），最终得到一

个更好的模型。 本系统中设置的参数组合见表 １。
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Hadoop/Hive集群

使用SparkonYarn
计算离线数据

Spark集群

SparkStreaming
消费KafKa

KafKa集群

KafKa集群依赖于Zookeeper集群

Zookeeper集群

将教育处好的离线与在线的数据保存到MySQL上

使用Spark将MySQL中的数据同步到Hive

Web服务器

数据用于Web端展示与
Web端数据源写入MySQL

MySQL服务器

KafKa从Web
服务端消费日志

图 ４　 推荐系统结构图

Ｆｉｇ． ４　 Ｒｅｃｏｍｍｅｎｄａｔｉｏｎ ｓｙｓｔｅｍ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ
表 １　 模型参数表

Ｔａｂ． １　 Ｍｏｄｅｌ ｐａｒａｍｅｔｅｒ ｔａｂｌｅ

模型维度 正则化参数 迭代次数 ＲＭＳＥ

２０ ０．０１０ ０ ２０ １．９２８
２０ ０．０１０ ０ ３０ １．８１４
２０ ０．１１２ ６ ２０ １．３２５
２０ ０．１１２ ６ ３０ １．１１７
３０ ０．０１０ ０ ２０ １．８２１
３０ ０．０１０ ０ ３０ １．７９８
３０ ０．１１２ ６ ２０ １．０６９
３０ ０．１１２ ６ ３０ ０．９８２

２．４　 系统数据库逻辑结构设计

由于本文设计的系统选用了关系型数据库管理

系统。 研究推得的系统数据库的逻辑结构如图 ５ 所

示。

图 ５　 系统数据库逻辑结构图

Ｆｉｇ． ５　 Ｌｏｇｉｃａｌ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ ｓｙｓｔｅｍ ｄａｔａｂａｓｅ

３　 系统实现

３．１　 资源搜索的实现

当用户在搜索框输入关键词之后，搜索引擎将

会根据提前构建好的倒排索引去搜索相关的资源。
资源搜索的主界面如图 ６ 所示。

图 ６　 资源搜索界面

Ｆｉｇ． ６　 Ｒｅｓｏｕｒｃｅ ｓｅａｒｃｈ ｉｎｔｅｒｆａｃｅ

３．２　 离线推荐计算的实现

Ｓｐａｒｋ ＭＬ 中封装了 ＡＬＳ 的完整实现并且提供

了非常简单的接口方便调用。 ＡＬＳ 算法在训练时会

调取较多的迭代式计算。 ＡＬＳ 计算时 ＳｐａｒｋＵＩ 中的

ＤＡＧ 图见图 ７。

图 ７　 推荐算法 ＡＬＳ 训练 ＤＡＧ
Ｆｉｇ． ７　 ＤＡＧ ｏｆ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ ａｌｇｏｒｉｔｈｍ ｔｒａｉｎｉｎｇ
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