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基于 ＬＳＴＭ 的地震前兆数据分析算法设计与实现

王圆圆， 孙可可
（防灾科技学院 应急管理学院， 河北 三河 ０６５２０１ ）

摘　 要： 地震前兆数据具有短期、中期、长期的变化，研究地震前兆数据的变化规律对地震预测具有重要意义。 论文采用目前

最流行的深度学习技术之 ＬＳＴＭ 模型，对海量前兆数据进行学习，学习出其短期、中期、长期的变化规律，建立前兆数据深度

模型，并根据模型预测出前兆波形。 论文将预测的前兆波形与实际的观测的波形数据进行对比，实验表明，ＬＳＴＭ 算法能很好

地拟合观测数据。
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０　 引　 言

地震前兆现象主要分为宏观现象和微观现象。
本文主要分析地震前兆现象中的微观现象，例如逸

出气氡、气压等。 地震台站检测到的地震前兆数据

在不间断且不规律的波动中会蕴藏着动态演化和信

号变化［１］。 地震前兆数据具有在结构上的复杂性、
前兆观测方法的不固定性、数据位精度的可变性、数
据采样率的不一致性、数据源的多样性等特点。 地

震前兆数据变化规律有长期、中期、短期变化［２］。
通常用逐级降采样率取年、季度、月、周、日、小时、分
钟、秒的平均值进行数据分析。 正是由于这些大量

高采样率的观测数值和与其协作的分析人员逐天逐

台的采集和处理模式，传统的处理模式和计算方法

己经很难在海量的观测数据中迅速自动定位精确位

置，这也制约了人类研究地震前兆数据的进展［３］。
未来，在保证数据完整性的前提下，面对海量的地震

前兆数据，利用机器学习进行地震前兆数据分析是

一个至关重要的研究方向［４］。 如果人类通过数据

分析掌握了地震前兆数据变化规律，会对我们的研

究带来莫大的帮助［５］。
１　 ＬＳＴＭ 原理

长短期记忆（ ｌｏｎｇ ｓｈｏｒｔ－ｔｅｒｍ ｍｅｍｏｒｙ，ＬＳＴＭ）模
型由不同的记忆单元组成，例如单元状态 （ ｃｅｌｌ
ｓｔａｔｅ）和通过“门” （ ｇａｔｅ），其中通过“门”又分为 ３
类［６］，分别是：遗忘门 （ ｆｏｒｇｅｔ ｇａｔｅ）、输入门 （ ｉｎｐｕｔ
ｇａｔｅ）、输出门（ ｏｕｔｐｕｔ ｇａｔｅ） ［７］。 ＬＳＴＭ 的通过“门”
（ｇａｔｅ）发挥增加或删除信息的功能，对应着模型中

的记忆或遗忘的功能。 “门”是一种将抽象具体化

的结构， 进行信息过滤， 且由一个点乘和一个

ｓｉｇｍｏｉｄ 函数构成。 ｓｉｇｍｏｉｄ 函数的输出值域区间为

［０，１］，１ 代表全部通过，０ 表示直接全部丢掉。 ３ 个

这样的门组成一个 ＬＳＴＭ 单元。 ＬＳＴＭ 记忆单元总

图如图 １ 所示。 对此拟做研究分述如下。
　 　 （１）遗忘门。 遗忘门的 ｓｉｇｍｏｉｄ 函数的输入值

是上一单元的输出 ｈｔ －１ 和本单元的输入 ｘｔ 数据，再
为 ｃｔ －１ 中的每一项产生一个在［０，１］内的值。 通过

这种方式来控制上一个单元状态被遗忘的程度［８］。
主要函数如下：
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图 １　 ＬＳＴＭ 记忆单元总图

Ｆｉｇ． １　 ＬＳＴＭ ｍｅｍｏｒｙ ｕｎｉｔ ｇｅｎｅｒａｌ ｄｉａｇｒａｍ

ｆｔ ＝ σ Ｗｆ∗ ｈｔ －１，ｘｔ[ ] ＋ ｂｆ( ) ， （１）
　 　 （２）输入门。 输入门和一个 ｔａｎｈ 函数匹配用来

限制加入哪些数据。 ｔａｎｈ 函数可以计算出下一轮的

候选向量 Ｃ
→

ｔ， 输入门为 Ｃ
→

ｔ 中的每一项生成一个值，
并将其控制在［０，１］内，限制增加新信息的数量。
此时，可以计算出遗忘门的输出 ｆｔ， 用来控制上一单

元被遗忘的程度，同时加上输入门的输出 ｆｔ， 用来限

制增加新信息的数量，在此基础上，更新本记忆单元

的单元状态［９］。 主要公式为：

Ｃｔ ＝ ｆｔ∗ Ｃｔ －１ ＋ ｉｔ∗ Ｃｔ
→， （２）

ｉｔ ＝ σ Ｗｉ· ｈｔ －１，ｘｔ ＋ ｂｉ[ ]( ) ， （３）

Ｃｔ
→ ＝ ｔａｎｈ ＷＣ· ｈｔ －１，ｘｔ[ ] ＋ ｂＣ( ) ， （４）

　 　 （３）输出门。 输出门用来控制当前的单元状态

有多少被过滤掉。 先将单元状态激活，输出门为其

中每一项产生一个在［０，１］内的值，控制单元状态

被过滤的程度［１０］。 主要公式如下：
ｏｔ ＝ σ Ｗｏ ｈｔ －１，ｘｔ[ ] ＋ ｂｏ( ) ， （５）

ｈｔ ＝ ｏｔ∗ｔａｎｈ Ｃｔ( ) ． （６）
　 　 （４）单元状态（ｃｅｌｌ ｓｔａｔｅ）。 这是 ＬＳＴＭ 的关键，
即用图 １ 上半部分的水平直线来表示，可以将数据

从上一个单元传输到下一个单元，就象一条数据传

送带一样贯穿在整个结构中，在传输数据的同时只

会有很少的线性相互作用［１１］。 单元状态局部图如

图 ２ 所示。
２　 实验数据预处理

由于数据是精确到秒的检测值，据统计分析可

知，一个月的分钟数据会达到三十万。 而在庞大的

数据量中，却会因为检测仪器故障、自然环境、人为

因素等作用导致监测结果中存在缺失值。 为了保证

提取数据的完整性和预测结果的准确性，就要对缺

失值进行处理。 在本次研究中，则将缺失值补齐，再
进行数据分析。 对此可做分析论述如下。
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图 ２　 ＬＳＴＭ 单元状态图

Ｆｉｇ． ２　 ＬＳＴＭ ｕｎｉｔ ｓｔａｔｕｓ ｄｉａｇｒａｍ
２．１　 缺失值处理

缺失值处理方法有 ３ 种，分别是：数据补差、删
除记录和不处理。 本次研究中，采用补差记录的方

法。 原始数据中的缺失数据，采用补差法，用其周围

的数据进行补差。
２．２　 数据规范化

由于个别数据会影响正常数据，不进行数据规

范化会影响数据分析结果的准确性。 本文采用 Ｚ－
ｓｃｏｒｅ 方法进行数据规范化，因为 Ｚ－ｓｃｏｒｅ 的数据分

布情况是正态分布 （Ｎ（０，１））， 并且正态分布又被

称为零－均值规范化。 Ｚ－ｓｃｏｒｅ 公式可表示为：

ｚ ＝ ｘ － μ
σ

． （７）

　 　 其中， ｘ 是原始数据， ｚ 是规范后的数据［１２］。
研究可知，ｍｕ 是均值， ｓｉｇｎｍａ 是标准差， Ｚ －

ｓｃｏｒｅ 的分布如图 ３ 所示。
３　 仿真实验

３．１　 不同降采样方法对数据分析的影响

本实验中取 ２００５ ～ ２００９ 年山西省临汾地震观

测站第三个测项的气压值， 全球精确坐标度为

（３６．０７３∗ Ｎ，１１１．５０５∗Ｅ）、海拔为 ４４３．３１ ｍ 的数

据。 和 ２００８ ～ ２０１３年地震研究所测点为白浮的逸出

气氡值，精确位置度为（４０．１８４∗ Ｎ，１１６．２３４∗Ｅ）、 海

拔为 ４５ ｍ 的数据。
３．２　 气压值的不同降采样方法

分析不同的降采样方法对气压值数据拟合结果

的影响。 根据 ４ 种最大值、最小值、均值、中位数不

同的降采样方法得出的采样率为 ３ 天时的气压值的

数据拟合结果图和误差结果图，详见图 ４～图 ７。
　 　 分析图 ４～图 ７ 可知，当降采样方法为最大值时，
ＲＭＳＥ ＝ １６０．９５６ ３、最小值时，ＲＭＳＥ ＝ ２２４．６６４ １、平
均值时，ＲＭＳＥ ＝ ９．５２２、中值时，ＲＭＳＥ ＝ １２．３９０ ９。
通过比较 ４ 种降采样的数据拟合结果图和误差值

ＲＭＳＥ，选出误差最小的情况为平均值法。
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图 ３　 Ｚ－ｓｃｏｒｅｓ分布图
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图 ４　 ＭＡＸ 气压数据拟合图
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图 ５　 ＭＩＮ 气压数据拟合图
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图 ６　 ＭＥＡＮ 气压数据拟合图
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图 ７　 ＭＥＤＩＡＮ 气压数据拟合图
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４　 结束语

综前所述可知，在数据分析过程中，首先对数据

进行预处理。 预处理分为两步，分别是：缺失值处

理，采用补差法；降采样处理，有最大值、最小值、平
均值、中位数四种方法。 然后，给出了具体的实验步

骤，即：选出误差值最小的降采样方法，并用不同的

采样率运行，再选出误差最小和数据拟合最优的情

况。 最后，得出数据预测结果。 经过上述的实验步骤

得出如下结论：２００５ ～ ２００９ 年山西省临汾地震观测

站， 全球精确坐标度为（３６．０７３∗Ｎ，１１１．５０５∗Ｅ）、 海

拔为 ４４３．３１ ｍ 的最优情况是采用平均值降采样方法，
采样率为 ３ 天的情况下得到的误差值最小，数据拟合

结果最优。
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