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基于改进 ＡｄａＢｏｏｓｔ 算法的选股模型

贺　 超， 吴　 飞， 何　 洋， 朱　 海
（上海工程技术大学 电子电气工程学院， 上海 ２０１６２０）

摘　 要： 随着改革开放后国民经济的迅速增长，股票市场也日渐繁荣，因此量化投资交易技术也愈发受到重视。 利用 Ａｄａ⁃
Ｂｏｏｓｔ 算法的选股模型虽然能够很好地达到预期效果，但是由于 ＡｄａＢｏｏｓｔ 算法对异常值较为敏感，并且子分类器的决策结果

权重对于最终结果有较大的影响，所以本文提出新的判决式特征选择机制以在训练阶段提高子分类器的鲁棒性，并且利用新

的投票决策机制，结合了子分类器自身的精度和特征属性权重信息，使得算法整体结果得到提升。 实验对比了 ＳＶＭ 算法和

传统的 ＡｄａＢｏｏｓｔ 算法，结果表明所提出的改进 ＡｄａＢｏｏｓｔ 选股模型有很好的效果。
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０　 引　 言

随着改革开放的不断深入，股票市场呈现出强

劲崛起态势，并且在高速发展的当代中国社会扮演

着重要角色。 股票投资的主要目的就是在控制一定

风险的前提下取得投资的最高收益。
传统的交易模式通常基于人为 经 验 的 对

ＭＡＣＤ、ＢＯＬＬ 和 ＲＳＩ 等技术指标进行判断，从而做

出投资决策。 由于大数据、云计算以及人工智能等

科学技术的进步，传统的金融交易也深受影响，并且

在实际量化投资领域运用中取得了良好效果。 一直

以来，股票市场吸引了各界的广泛关注与探讨研究，
究其原因就在于其具有各种复杂多变的指标和观测

角度，使得投资机遇与风险并存。 支持向量机

（Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅ， ＳＶＭ）是基于统计学习理

论推演生成的数据挖掘技术［１］，但是由于 ＳＶＭ 对于

大数量级的数据样本的训练有一定的难度，而实际

面临的股市信息数据巨大，所以传统的 ＳＶＭ 方法不

足以支撑大规模训练强度。

针对股票信息受到影响波动拐点较多等特

点［２］，单独的分类或预测算法无法做到较为灵活处

理的问题，经过研究可知，ＡｄａＢｏｏｓｔ 算法通过权重结

合若干个弱分类器进行串行的学习［３］，并且通过联

合权重投票机制求得最终结果。 同时考虑到股票因

子繁杂，受到较多因素影响，如此一来就会在样本数

据集层面上引入较多的不确定性噪声，而 ＡｄａＢｏｏｓｔ
算法对于异常值较为敏感，对于最终结果也会造成

较大的影响［４］，所以在训练阶段选用了判决式的特

征因子选择方法，能够在一定程度上剔除相关影响，
与传统决策机制相比［５］，除了分类器自身的精度信

息外，还充分利用了特征因子权重信息来辅助决策，
使得整体效果得到了显著提升。 利用上述分析来研

究上市公司的财务指标与个股价格浮动率之间的关

系，从而建立选股分类模型［６］。 这里对此课题拟展

开研究论述如下。
１　 ＡｄａＢｏｏｓｔ 算法

自 适 应 增 强 算 法 （ Ａｄａｐｔｉｖｅ Ｂｏｏｓｔｉｎｇ



Ａｌｇｏｒｉｔｈｍ） ［７］，即 ＡｄａＢｏｏｓｔ 算法，其主要思想是对于

股票样本训练集合 Ｄ ＝ ｛（ｘ１，ｙ１），（ｘ２，ｙ２），．．．，（ｘＮ，
ｙＮ）｝， 其中 ｘｉ 表示股票样本的因子属性特征， ｙｉ 表

示个股的输赢率作为标签变量，Ｎ 表示样本个数，以
股票一年为时间节点的后复权股价涨跌幅大于

ＨＳ３００ 指数的涨跌幅取“１”，小于则取“０”，所以有

Ｙ ∈ ｛ ＋ １， － １｝。 在选定好弱分类器后，初始状态

下，所有样本权重相等，根据 ＡｄａＢｏｏｓｔ 思想，不断串

行迭代训练，并且在训练过程中后一个弱分类器将

会着重训练被前一个弱分类器错分的样本，最终得

到加权后的最终结果［８］。 此处，给出主要流程具体

如下。
输入： （ｘ１，ｙ１）， （ｘ２，ｙ２），．．．， （ｘＮ，ｙＮ）， 其中

ｘｉ ∈Ｘ， 且 ｙｉ ∈ Ｙ
初始化： Ｗ ＜ １ ＞ ＝ （ｗ ＜ １ ＞

１ ，ｗ ＜ １ ＞
２ ，．．．，ｗ ＜ １ ＞

Ｎ ） Ｔ，
ｗ ＜ １ ＞

ｉ ＝ １ ／ Ｎ，其中 ｉ ＝ １，２，．．．，Ｎ，表示第 ｉ个分类器样

本的权重分布。
训练过程：
ｆｏｒ ｍ ｉｎ ｒａｎｇｅ （Ｍ）：
Ｓｔｅｐ １　 利用具有权重向量 ｗ ＜ ｍ ＞

ｉ 的训练数据

集对弱分类器进行训练，其中 ｍ 表示基分类器的个

数，得到基分类器，可表示为公式（１）：
ｈｍ（Ｘ）：ｘ － ＞ ｛ － １，１｝， （１）

　 　 Ｓｔｅｐ ２　 通过 ｈｍ（Ｘ） 在训练集上的效果，计算

分类误差率，可表示为公式（２）：

　 ｅｍ ＝ Ｐ（ｈｍ（ｘｉ） ≠ ｙｉ） ＝ ∑
Ｎ

ｉ ＝ １
ｗｍ

ｉ ∗Ｉ （ｈｍ（ｘｉ） ≠ ｙｉ），

（２）
并且，若分类误差率 ｅｍ ≥ １ ／ ２， 则算法提前停

止，整体构建失败。
Ｓｔｅｐ ３ 　 为基分类器分配相应的构建权重系

数，可表示为公式（３）：

αｍ ＝ １
２
∗ｌｏｇ

１ － ｅｍ
ｅｍ

， （３）

　 　 Ｓｔｅｐ ４ 　 更 新 训 练 权 重 向 量 Ｗ ＜ ｍ＋１ ＞ ＝
（ｗ ＜ ｍ＋１ ＞

１ ，ｗ ＜ ｍ＋１ ＞
２ ，．．．，ｗ ＜ ｍ＋１ ＞

Ｎ ） Ｔ， 其中 ｗ ＜ ｍ＋１ ＞
ｉ 的数

学公式可表示为：

ｗ ＜ｍ＋１ ＞
ｉ ＝

ｗ ＜ｍ ＞
ｉ

Ｚｍ
ｅｘｐ（ － αｍｙｉｈｍ（ｘｉ）） ， ｉ ＝ １，２，．．．，Ｎ，

（４）

而 Ｚｍ ＝ ∑
Ｎ

ｉ ＝ １
ｗｍ

ｉ ｅｘｐ（ － αｍｙｉｈｍ（ｘｉ）） 为规范化系

数。

输出：构建若干基分类器的线性组合，有 ｆ（ｘ） ＝

∑
Ｍ

ｍ ＝ １
αｍｈｍ（ｘ）， 根据 ＡｄａＢｏｏｓｔ 核心思想，组合得到最

终强分类器为公式（５）：

Ｈ（ｘ） ＝ ｓｉｇｎ（∑
Ｍ

ｍ ＝ １
αｍｈｍ（ｘ）） ． （５）

２　 改进 ＡｄａＢｏｏｓｔ 算法

２．１　 判决式因子选取

根据随机子空间 （ Ｒａｎｄｏｍ Ｓｕｂｓｐａｃｅ Ｍｅｔｈｏｄ，
ＲＳＭ）树结构采样方法［３］，主要是从整个数据集中

随机采样得到每个子树空间的子样本集，每次在建

立子分类器的过程中，并不是采用整个数据集作为

输入，当数据样本数量足够大时，通过实验表明，此
种策略最终得到的分类结果精度要高于传统的

ＡｄａＢｏｏｓｔ 算法。 但是，上述随机采样在多次采样过

程中，会出现某些样本被多次重复提取，而某些样本

仅有少量的机会、甚至在建模阶段未被采用的情况，
这就会导致基分类器的多样性受到制约。

受到前文两种现象的启发，采用判决式因子选

择方式。 假设给定的数据集 Ｄ 中有 Ｎ 个样本，如果

在缺少特征 ａｉ 的状态下导致本轮基分类器的错误

分类个数为 ｎ， 则认为本轮数据集属性判决 Ｊｉ ＝ ｎ 。
相反，如果因为缺少特征属性 ａｉ ，错误分类个数为

ｎ， 本轮数据集属性判决为 Ｊｉ ＝ － ｎ ，此种现象表明，
某个属性的判决值的绝对值越大，则该属性对于整

个数据集的重要程度越高。 所以，为了提高子树之

间的多样性，从所有特征属性中选择前 Ｔ 个属性作

为数据集 Ｄｋ 用于创建子树 Ｃｋ， 并且所有属性的权

重初始化为
１
ａｃ

， 其中 ａｃ 表示对于训练集的特征属

性个数，并且 Ｔ 由经验可启发式地设置为
ａｃ
２
。 进一

步地聚焦至单个节点 ｄ 的属性划分选择，随机选取

ａｒ （ ａｒ ＜ Ｔ ）个特征属性用于计算其基尼系数，其中

ａｒ 可表示为：
ａｒ ＝ １ ＋ ｌｏｇ２Ｔ， （６）

　 　 研究中，并不是选择整个数据集的所有特征进

行计算，选择基尼系数小的特征属性作为分割点，可
表示为：
Ｇ［ｇ（ａｊ（ｄ））］ ＝ ｇｉｎｉ（ｄ） － ｇｉｎｉ（ａｊ（ｄ）） ， ｊ ∈［１，Ｔ］，

（７）
　 　 其中， ｇｉｎｉ（ｄ） 表示该节点分割前的基尼系数，
对应的 ｇｉｎｉ（ａ ｊ（ｄ）） 表示在节点 ｄ 中以最佳特征属

性 ａ ｊ 分割后的基尼系数。
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由于采取特征属性随机采样的机制，就使得在

构建基分类器的过程中会出现某些特征属性被多次

采取的情况，而在样本个数相同的前提条件下，从特

征属性采样的角度来分析，就势必造成了数据的不

均衡，因此当所在基分类器建成后，对于被多次选择

的特征属性 ａ ｊ ，可进行如下处理：

μ（Ｇ［ｇ（ａ ｊ（ｄ））］） ＝
Ｇ［ｇ（ａ ｊ（ｄ））］

ｎｓ（ａ ｊ）
． （８）

　 　 其中， ｎｓ（ａ ｊ） 表示选择特征属性 ａ ｊ 的次数，
μ（Ｇ［ｇ（ａ ｊ（ｄ））］） 表示其均值，在子决策树中选择

所有 Ｇ［ｇ（ａ ｊ（ｄ））］ 和其对应的 ｍ个特征属性（ｍ≤
Ｔ）， 可推导计算出整体对应的均值 μ（Ｇ（ｇ）） 和标

准差 σ（Ｇ（ｇ）） ，并且如果 μ（Ｇ（ｇ）） 和 σ（Ｇ（ｇ））
之间的差值是正数，则提高特征属性 ａ ｊ 的权重，反
之减少其对应的权重。
２．２　 改进决策机制

由 ２．１ 节内容可知，为了保证子树之间的多样

性，改进 ＡｄａＢｏｏｓｔ 算法对于样本特征属性进行随机

采样，并不是完整使用样本的所有数据，对子分类器

进行训练，从而提高了各子分类器之间的多样性，更
贴近真实数据多变的情况。

改进 ＡｄａＢｏｏｓｔ 算法采用包外估计的方法，选用

２ ／ ３ 的训练数据用于构建子树，即基分类器，此外

１ ／ ３的数据用于模型建成后的验证及相关学习权重

的验证。 利用训练数据集 Ｄｋ 去构建子树基分类器

Ｃｋ， 将测试数据作为输入时，由前述切割原理可知，
通过计算特征属性的基尼系数得到最佳切割属性

ａ ｊ， 再将测试数据通过基分类器得到分类结果的平

均精度作为子树基分类器 Ｃｋ 的属性 ａ ｊ 的决策权重

ｗｋ，ｊ 。 而在真正的在线使用阶段，对于任何一个未

知的样本属性，改进后的算法将综合考虑属性分割

点 ａ ｊ 的决策权重 ｗｋ， ｊ 和子分类器的自身精度去计算

最终的联合投票权重，最终分类预测结果可表示为：

Ｉ － ＡｄａＢｏｏｓｔ（ｘ） ＝ ｍａｘ ∑
ｋ

ｉ ＝ ０
Ｃｉ（ｘ） ＝ ｙ

ｌｏｇ（ １

１ － （ａｃｃｉ∗ｗｉｊ）
１
２

），

　 　 　 　 　 　 　 　 　 　 　 　 ｙ ∈ Ｙ． （９）

其中， Ｉ － ＡｄａＢｏｏｓｔ（ｘ） 表示改进算法的预测结

果； ｙ 表示真实的分类标签； Ｃ ｉ（ｘ） 表示子树基分类

器的预测结果； ａｃｃｉ 为子树 Ｃ ｉ 的精确度； ｗ ｉｊ 即为切

割属性 ａ ｊ 的决策权重。
通过新的决策集成机制，充分保留了对特征属

性随机采样而形成的子树之间的多样性，并且结合

传统的投票决策方式，在提高预测结果精确度的同

时，更好地切合了真实数据不确定性和多变性，从而

有效提升了模型的鲁棒性。
３　 实验设计与分析

３．１　 实验设计

本文基于同花顺平台提供的 ｉＦｉｎＤ 数据库接

口，以 ＨＳ３００ 为股票池，提取了 ２００８ ～ ２０１８ 年的年

度每只股票财务指标数据。 文中例举了贵州茅台的

财务指标实验数据见图 １。

图 １　 贵州茅台的财务指标实验数据

Ｆｉｇ． １ 　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｄａｔａ ｏｆ ｆｉｎａｎｃｉａｌ ｉｎｄｉｃａｔｏｒｓ ｏｆ Ｍｏｕｔａｉ，
Ｇｕｉｚｈｏｕ

　 　 实验选取 ２００８ ～ ２０１８ 年 ＨＳ３００ 为股票池中的

股票数据作＾为实验数据，实验数据为每只个股的财

务指标数据，包含营业总收入、营业总成本、营业利

润、利润总额、净利润、每股收益、其他综合收益、综
合收益总额等信息。 目标函数是通过计算每只个股

复权股价涨跌幅是否大于 ＨＳ３００ 指数涨跌幅计算

求得。 如果个股指数涨跌幅大于 ＨＳ３００ 指数的涨

跌幅则取“１”，小于则取“０”，实验以 ２００８ ～ ２０１７ 年

数据为训练数据集，以 ２０１８ 年数据作为测试数据

集。
３．１．１　 评价标准

对于改进 ＡｄａＢｏｏｓｔ 模型，在实际运用中，以分

类准确率为其性能好坏的评价标准，其数学定义可

写为：

ｐ ＝ 测试数据集分类正确的数目

测试数据集样本总数
． （１０）

３．１．２　 设计流程

股票投资中，股票收益率的涨跌幅是一个非常

重要的指标。 根据模型规则，如果预测下一年的收

益率为正，则做出买入的决策，并且投资状态设置为

１；如果预测下一年的收益率为负，则做出卖出的决

策，并且投资状态设置为 ０。 决策流程如图 ２ 所示。
３．２　 实验分析

在量化交易发展初期，ＳＶＭ 算法由于其原理的

简单易用性，在实际运用中取得了很好的效果，但是

随着数据量级的增加，ＳＶＭ 在大数量级的交易数据

和研报数据的处理中暴露出不足之处，这也是其算
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法本身存在的问题。 由于 ＡｄａＢｏｏｓｔ 算法框架思想

的提出，使得可以集中各弱分类器，并在每一步中不

断地进行迭代优化，因为其对异常值较为敏感的因

素，在实际生产数据的应用上会产生较大的影响，因
此对于传统的 ＡｄａＢｏｏｓｔ 算法，加入新的特征属性选

择机制，如此即使得最终的决策机制同时结合了子

分类器自身的精度和特征属性权重信息，使得最终

的分类精准度得到了极大的提升。 本次研究中各选

用算法的结果对比曲线如图 ３ 所示。

投资状态初始化为0

进入下一年

最后一年？
是

结束

改进AdaBoost判断
跌涨

判断资金情况？ 1 判断资金情况？0

0

卖出股票投资状
态设为1

1

卖出股票投资状
态设为0

投资
状态

否

图 ２　 决策流程图
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图 ３　 分类准确率

Ｆｉｇ． ３　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｃｃｕｒａｃｙ

　 　 由图 ３ 分析指出，由于改进后的 ＡｄａＢｏｏｓｔ 算法

融合了属性自身精度和基分类器的精度，更加贴合

实际决策方式，提高了系统的鲁棒性，而相比于传统

的 ＡｄａＢｏｏｓｔ 算法，ＳＶＭ 性能上要稍有逊色。 改进后

的 ＡｄａＢｏｏｓｔ 算法的实测效果最佳，分类准确度可达

到９９．３％。
上述对比主要是基于业务层面的分析，下一步

则需讨论模型本身的性能分析，而为了更好地分析

３ 种算法模型的性能，选取 ２０１４ ～ ２０１８ 年间的数据

作为样本，分析对比结果如图 ４ 所示。
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图 ４　 ＡＵＣ 评分

Ｆｉｇ． ４　 ＡＵＣ ｓｃｏｒｅ

　 　 由图 ４ 分析可知，从每个时期上看，因为改进后

的 ＡｄａＢｏｏｓｔ 算法运用新的判决式因子选择机制，保
证了基分类器间的多样性，提高了算法整体的鲁棒

性，所以每个时期的 ＡＵＣ 评分非常稳定，并且评分

较高，最高评分可达 ０． ７１， 这就表明改进后的

ＡｄａＢｏｏｓｔ 算法自身性能上较为稳定且有好的实际效

果。 其中，ＳＶＭ 算法与传统的 ＡｄａＢｏｏｓｔ 算法相比，
性能上仍有欠缺。
４　 结束语

随着中国一带一路等政策的发展，逐渐走向国

际市场，股票市场将不断完善。 金融科技的布局，也
将给股票市场带来新的活力。 本文从股票的投资价

值角度分析，利用改进 ＡｄａＢｏｏｓｔ 算法，通过新的判

决式属性选择机制保持了基分类器的多样性，更客

观地贴合实际股票数据的情况，增强了整体的鲁棒

性，与此同时，在最终的投票机制中融合了特征因子

自身的精确度和基分类器的精确度评分，很大程度

上提高了最终的决策性能，在实际应用中有着良好

的适用性。
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