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摘　 要： 偏好信息挖掘是人工智能领域数据挖掘中一个重要的研究内容，近年来得到了广泛的研究．随着当前社会发展和数

字数据的急剧增长，实时应用中的偏好数据是以数据流的形式快速生成。 然而，挖掘偏好的动态特性越来越需要适应流式数

据变化的解决方案。 造成这种情况的主要原因是用户的偏好不是静态的，可以随着时间的推移发生变化，而传统的偏好求取

方法大多集中应用在静态数据集中，不能高效地处理数据流。 本文主要采用基于窗口的 ＣＰ－ｎｅｔｓ 增量式学习算法处理偏好数

据流。 该算法在合成数据集和真实数据集上的实验结果表明本文提出的算法能够根据用户的上下文偏好信息得到与传统学

习算法大体一致的较准确的用户 ＣＰ－ｎｅｔｓ 模型，并且与传统算法比较，该算法的时间复杂度低，算法效率更高。
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０　 引　 言

在现代社会各专业领域的发展中，实时数据的

研究与处理已经比较成熟，其中包括推荐系统中数

据流的偏好信息挖掘和决策的生成等方面的数据处

理［１］。 多数的偏好数据处理工作都是在静态时刻

场景中进行，并不能排除随着时间逐渐推移甚至其

他因素的不确定性对用户的数据偏好会产生不容忽

视的影响［２］。 某个静态时刻场景的数据库只能判

断用户静态的偏好信息。 并不能有效地处理动态性

比较强的数据流挖掘，例如在金融市场的银行交

易［３］。
本篇论文主要集中研究的是时间因素对用户偏

好演化的影响。 在现实社会的应用中，用户偏好大

多是动态性的，也就是说能够随着时间的推移而产

生偏好的变化［４］。 传感网络发展潜力下的网页随

时间推移能够动态地批量变换，商务网站提供的产

品广告因为客户需求和企业计划的改变而做出动态

的调整，这都属于动态的数据流偏好模式。 要得到

用户动态的偏好信息帮助判断用户的购买需要和模

拟用户的购买过程，就要运用动态的数据流处理模

型、即 ＣＰ－ｎｅｔｓ 的增量式学习研究确定偏好信息［５］。
这种模型下的推荐系统具有的优点就是动态地获取

用户的偏好信息，然后根据用户的偏好推荐合适的

个性化产品信息［６］。
用户的某个静态时刻场景中的偏好在现实社会

中的合理性和实用性都是较低的外界环境中的各种



因素随着时间前进的改变导致用户的偏好是动态变

动的，例如在头条的新闻网站或者是社交网站中的

热门新闻和热门搜索都是随着时间的变化在不断地

改变，这是因为用户的偏好在不断地改变，兴趣在不

断地更新，因此数据挖掘技术就要提出新的偏好挖

掘模型来应对这种基于时间的动态数据流 ［７］。
动态的偏好数据挖掘在人工智能领域更具有挑

战性，虽然动态的偏好数据挖掘在数据存储和数据

流的海量增加两方面都具有优势［８－９］，但也存在以

下两方面困难：
（１）数据没有储存，在需要时也无法获得，每个

数据元组在到达时必须被接受，一旦被丢弃，不可能

再次被检查。
（２）在静态数据处理中，连续增加的数据将成为

海量数据，由于存储空间的增加使得 ＣＰＵ 负荷过高。
在本文中提出的基于滑动窗口的 ＣＰ－ｎｅｔｓ 增量

式学习方法将数据流进行动态挖掘处理，本文的主

要贡献如下：
（１）基于滑动窗口的 ＣＰ－ｎｅｔｓ 增量式学习方法

解决了静态数据存储以及运算上存在的存储空间占

用大，算法耗时长等困难。
（２） 基于滑动窗口的 ＣＰ－ｎｅｔｓ 增量式学习方法

不仅可以处理可扩展的累积偏好数据，还可以处理

不断增加流式偏好数据。
（３）实验证明，ＣＰ－ｎｅｔｓ 增量式学习方法可以学

习得到一个准确的 ＣＰ－ｎｅｔ。 对于同一个数据集，该
方法得到的实验结果与传统学习方法得到的结果大

体一致，支持任意的结果比较。
１　 相关工作

随着社会的发展，数据的产生逐渐趋于流式化，
数据流中偏好数据挖掘研究在近年得到广泛发展。
Ｐａｐｉｎｉ 等人［１０－１１］ 提出 ２ 种从数据流中挖掘偏好关

系的算法，允许指定一些特定属性取值在所有数据

中优先可取，即提前定义不同属性的重要性，而不是

计算属性之间的依赖关系。 从现实意义上说一个数

据模式里面属性的偏好关系更体现在属性的依赖关

系，即同一属性不同取值在约束相同的条件下对其

他属性取值偏好产生的重要影响。 本文的工作是从

偏好问题的紧凑关系定义角度看，属性之间的依赖

关系大于属性之间的优先关系。 与 Ｐａｐｉｎｉ 等人的研

究不同的是，本文提出的算法不是研究属性之间的

优先级，而是主要研究属性之间的依赖关系，并且是

在动态的偏好数据流中学习 ＣＰ－ｎｅｔｓ。
由于偏好信息在推荐系统等方面具有巨大的应

用价值，从 ＣＰ－ｎｅｔｓ 这一偏好模型的提出，一系列学

习该模型的算法被先后提出。 学习 ＣＰ－ｎｅｔｓ 方法可

以分为： 主动学习、被动学习、启发式学习和精确学

习。
Ｋｏｒｉｃｈｅ 等人［１２］ 提出的主动学习算法，引导用

户通过一系列查询来识别具有二进制值的 ＣＰ－ｎｅｔｓ
的偏好排序。 Ａｇｇａｒａｗａｌ 等人［１３］ 通过启发式学习方

法提出了一种不确定数据流的聚类方法，创建了一

个不确定性模型。 Ｌｉｕ 等人［１４－１５］通过启发式学习方

法从含噪声数据样本中学习 ＣＰ－ｎｅｔｓ。 大多数现有

的学习方法忽略了对噪声数据样本的处理，文献

［１４］介绍了一种从噪声样本中学习 ＣＰ －ｎｅｔｓ 的新

模型，提出了一种多项式时间内求解偏好问题的算

法。 研究中还提出了一种从不一致例子中学习 ＣＰ－
ｎｅｔｓ 的被动学习方法［１５］，该方法利用分支搜索和界

搜索将学习偏好图形问题转化为一个 ０－１ 规划问

题，然后将得到的偏好图形等价地转化为 ＣＰ－ｎｅｔｓ。
Ｍｅｎｇｉｎ 等人［１６－１７］通过对依赖结构的假设来研究解

决了多属性域上的 ＣＰ－ｎｅｔｓ 学习问题。 研究所考虑

的假设是属性可分离（属性值之间不依赖，每个属

性值的偏好独立于其他属性值）然后采用依赖结构

无圈图的形式，求取一组局部偏好关系（ＣＰ－ｎｅｔｓ）。
Ｇｕｅｒｉｎ 等人［１８］提出了一种不限于交换比较的启发

式在线算法，该算法是一种新的智能体学习用户偏

好的算法。 通过算法生成一系列在线查询学习，通
过创建节点和初始化 ＣＰＴ 来为用户构建一个 ＣＰ－
ｎｅｔ。 Ｌｉｕ 等人［１９］ 从不一致的例子中得到二元和多

值变量上一致的 ＣＰ－ｎｅｔ。 该方法不能解决数据量

增加用户首选项可能会随着新数据的变化而改变的

问题。
以上工作都是针对静态时刻场景中的静态数据

提出的 ＣＰ－ｎｅｔｓ 学习算法，本文主要针对动态的数

据流中属性之间的依赖关系进行 ＣＰ－ｎｅｔｓ 学习。
２　 ＣＰ－ｎｅｔｓ 相关概念

在本节中，主要介绍了 ＣＰ－ｎｅｔｓ 的表示和性质，
并且举例说明了 ＣＰ －ｎｅｔｓ 在表示属性偏好中的应

用。 其中，２．１ 节给出了 ＣＰ －ｎｅｔｓ 的基本定义和表

示，２．２ 节描述了 ＣＰ－ｎｅｔｓ 的性质。
２．１　 ＣＰ－ｎｅｔｓ 的基本定义

定义 １　 条件偏好关系　 偏好成对存在，共有 ３
种关系 （≻、≺、≈），用 ｒ（ｖ， ｖ＇） 来记录， ｒ（≻ｖ，
｜ ｖ＇ ｜ ） 表示属性 ｖ＇ 取值不变的情况下属性 ｖ 取值的

偏好。 在属性集合 Ｄｏｍ（Ｖ） 中，如果存在关系 ｖ ≻
ｖ＇，ｖ ≺ｖ＇，ｖ ≈ ｖ＇ 分别表示相对于属性 ｖ 用户更偏好
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于属性 ｖ＇； 相对于 ｖ 用户更偏好于 ｖ＇； 用户在 ｖ 和 ｖ＇
之间没有偏好。 同一属性取值下的所有偏好对的全

序关系称为偏好关系。
定义 ２　 父子关系　 属性之间的父子关系即依

赖关系用 ｐａｒｅ（ｖｉ， ｖｊ） 表示， ｖｉ 为父属性，ｖｊ 为子属

性，记为 ｐａ（ｖｊ） ＝ ｖｉ ． Ｄｏｍ（ｖｉ） 表示 ｖｉ 的有限定义域

为 Ｄｏｍ（ｖｉ） ＝ ｛ｏ１，ｏ２，ｏ３，…，ｏｍ｝，（Ａ，Ｂ） ∈ Ｖ，（ａ１，
ａ２） ∈ Ｄｏｍ（Ａ），（ｂ１，ｂ２） ∈ Ｄｏｍ（Ｂ），属性 Ａ，Ｂ父子

关系程度为：

Ｐａｒｅ（Ａ，Ｂ）＝
ｓｕｍ（ｒ（≻Ｂ ｜ Ａ ＝ ａ１）） ＋ｓｕｍ（ｒ（≻Ｂ ｜ Ａ ＝ ａ２））

ｓｕｍ（ｒ（Ａ，Ｂ））
．

（１）
定义 ３ 　 条件偏好网络（ＣＰ－ｎｅｔｓ） ［１７］ 　 ＣＰ －

ｎｅｔｓ 由偏好网络结构和条件偏好表 （ ｃｏｎｄｉｔｉｏｎａｌ
ｐｒｅｆｅｒｅｎｃｅ ｔａｂｌｅ，ＣＰＴ）两部分构成，ＣＰＴ 是一个集合

（Ｖ，Ｅ） 的图模型 Ｇ， 其中 Ｖ ＝ ｛ｖ１，ｖ２，ｖ３，．．．，ｖｎ｝ 是构

成网络中节点的一组属性变量，而 Ｅ 是一组连接一

对属性变量的有向边集合 Ｅ ＝ ｛（ｖｉ，ｖｊ） ｜ Ｅ（ｖｉ，ｖｊ），
ｖｉ，ｖｊ ∈ Ｖ｝。 其中，Ｅ（ｖｉ，ｖｊ） 表示属性 ｖｉ 是属性 ｖｊ 的
父亲。 每个节点都有一个条件偏好表，表示在其他

属性取值约束下该节点属性取值的偏好。 在 ＣＰ －
ｎｅｔｓ 中，每个 ＤＯＭ ｖｉ( ) 表示 ｖｉ 的有限定义域。 对于

每个属性 ｖｉ 的父属性集合 ｐａ（ｖｉ） 会影响对 ｖｉ 值的

偏好。 这定义了一个依赖图，其中每个节点 ｖｉ 与
ｐａ（ｖｉ） 中的每个属性都有一条有向边。

为了更形象地说明 ＣＰ－ｎｅｔｓ 结构，图 １ 是以客

人选择晚宴菜单的 ＣＰ－ｎｅｔ 结构图。 集合 Ｖ ＝ ｛Ｗ，
Ｍ，Ｓ｝ 分 别 代 表 菜 单 中 的 饮 品、 点 心 和 主 菜。
ＤＯＭ（Ｗ） ＝ ｛ｗ１，ｗ２｝ 表示饮品，包括红酒和茶，
ＤＯＭ（Ｍ） ＝ ｛ｍ１，ｍ２｝ 表示点心，包括酥饼和蛋糕，
ＤＯＭ（Ｓ） ＝ ｛ ｓ１，ｓ２｝ 表示主菜，包括牛排和鱼。 这位

客人更喜欢红酒和蛋糕，而对于主菜的选择取决于

饮品和点心的选择。

w1m1:s1�s2
w2m1:s2�s1
w1m2:s2�s1
w2m2:s1�s2

w1�w2 m1�m2

S

W M

图 １　 晚宴菜单的 ＣＰ－ｎｅｔ
Ｆｉｇ． １　 Ａ ＣＰ－ｎｅｔ ｆｏｒ ｄｉｎｎｅｒ ｍｅｎｕ

２．２　 ＣＰ－ｎｅｔｓ 的性质

设 Ｎ 为任意一个 ＣＰ－ｎｅｔ，其所能表达的条件偏

好关系为 ≻ ，ｏ１，ｏ２，．．．，ｏｍ ∈ Ｏ 为决策空间 Ｏ 中的

任意 ｍ个结果．如果在 Ｎ的导出图中，总存在包含一

个或多个边的路径，从任意顶点 ｏｉ 出发均能到达 ｏ ｊ，
则说明 ｏｉ 和 ｏ ｊ 之间的占优测试成立，即 ｏ ｊ ≻ ｏｉ。 若

结果序列 （ｏ１，ｏ２，．．．，ｏｍ） 的如下关系： ｏ１ ≻ ｏ２ ≻ ｏ３，
ｏｉ －１ ≻ ｏｉ，．．．，ｏｍ ≻ ｏ１ 不成立，即 ｏ１，ｏ２，．．．，ｏｍ 不构成

环形序列，则称 ＣＰ－ｎｅｔｓ 是一致的。 任意一个无环

的 ＣＰ－ｎｅｔ 都是一致的。 有环 ＣＰ－ｎｅｔｓ 的一致性不

确定，当导出的结构图 ＣＰＴ 没有出现环路时，则其

满足一致性，当导出的结构图 ＣＰＴ 出现环路时则不

满足一致性。
若结果集 Ｏ 上任何两个结果之间的占优关系

都能被 ≻ 所表达，总有 ｏｉ ≻ ｏ ｊ 或 ｏ ｊ ≻ ｏｉ 成立，则称

ＣＰ－ｎｅｔｓ 满足完备性条件。 如果 Ｎ 的属性集的大小

为 ｎ， 属性阈值 Ｄｏｍ（Ｘ ｉ） ＝ ｋ，则属性结果集 Ｏ 的个

数为 ｋｎ， 若结果之间的偏好关系个数满足 ｋｎ－１（ｋｎ －
１），则 Ｎ 为完备的 ＣＰ－ｎｅｔ［２０］。
３　 基于滑动窗口的增量式学习方法

为了提高数据处理的效率和速度，本文提出的

基于滑动窗口的增量式学习方法主要是将偏好数据

以部分滑动的形式输入到数据处理窗口中，将数据

进行一种位序列形式的计数表示，再进行属性之间

的依赖关系学习、即 ＣＰ－ｎｅｔｓ 的学习。
３．１　 基本定义

定义 ４　 偏好数据流　 Ｐ 被称为偏好数据流，
表示为 Ｐ ＝ （ｐ１，ｐ２，ｐ３，．．．，ｐｖ）， 偏好数据流目前的偏

好表达式个数记为 Ｐ ＝ ｖ。 设属性 Ｖ ＝ ｛ｖ１，ｖ２，
ｖ３，．．．，ｖｎ｝， 属性个数记为 Ｖ ＝ ｎ。 属性 ｖｉ 取值的

有限定义域表示为 Ｄｏｍ（ｖｉ）＝ ｛ｏ１，ｏ２，ｏ３，．．．，ｏｍ｝，属

性 ｖｉ 的一个取值表示为 Ｄｏｍ（ｖｉ） ＝ ｏｉ； 属性 ｖｉ 的取

值个数记为 Ｏｉ ＝ ｍ。 偏好表达式表示为：
　 ｐｉ ＝ ｒ（Ｄｏｍ（ｖ１） × Ｄｏｍ（ｖ２） × Ｄｏｍ（ｖ３） ×，．．．， ×

Ｄｏｍ（ｖｎ））， （２）
定义 ５　 偏好表达项式　 ｘ ｊ 被称为偏好表达项

式，表示为：
ｘｊ ＝ ｒ（Ｄｏｍ（ｖ１） × Ｄｏｍ（ｖ１） ×，．．．，Ｄｏｍ（ｖｚ））， ｚ ≤ ｎ，

（３）
　 　 偏好表达项式 ｘｊ 与数据流中原有的偏好表达式

ｐｉ 存在被包含关系 ｘｊ ⊂ ｐｉ（其中 ｉ， ｊ 为任意取值）。
定义 ６　 偏好事务序列　 ＴＤＳ 被称为是一个连

续的偏好事务序列，表示为 ＴＤＳ ＝ （Ｔ１，Ｔ２，Ｔ３，．．．，
Ｔｎ）。 其中， ｎ 表示最新传入偏好数据流 Ｔｎ 。 事务

０５ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １０ 卷　



Ｔｉ ＝（ｐ１，ｐ２，ｐ３，．．．，ｐｗ） 包含 ｗ 个偏好表达式， 事务

Ｔｉ 表示为 Ｔｉ ＝ ｗ。 每窗口 ＴｒａｎｓＳＷｉ 包含固定的事

务数量 ＴｒａｎｓＳＷｉ ＝ ｍ。 滑动粒度大小表示为 ｓ。
滑动窗口表示为：
　 ＴｒａｎｓＳＷｉ ＝ ＴＮ－ｍ＋ｓ，ＴＮ－ｍ＋２ｓ，ＴＮ－ｍ＋３ｓ，．．．，ＴＮ[ ] ． （４）

滑动窗口示例如图 ２ 所示。

T1:p1p2p3

T2:p4p5p6

T3:p7p8p9

W1

T2:p4p5p6

T3:p7p8p9

T4:p10p11p12

W2

Tn-2:pv-8pv-7pv-6
Tn-1:pv-5pv-4pv-3
Tn:pv-2pv-1pv
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图 ２　 滑动窗口示例

Ｆｉｇ． ２　 Ａｎ ｅｘａｍｐｌｅ ｏｆ ｓｌｉｄｉｎｇ ｗｉｎｄｏｗｓ

　 　 举例说明：偏好数据库见表 １， 属性个数 ｜ Ｖ ｜ ＝
３，分别为 Ｖ ＝ ｛Ａ，Ｂ，Ｃ｝，属性取值 ｜ Ｏ ｜ ＝ ２，分别为：
Ａ ＝ （ａ１，ａ２），Ｂ ＝ （ｂ１，ｂ２），Ｃ ＝ （ｃ１，ｃ２）。 ＴＤＳ ＝ Ｔ１，
Ｔ２，Ｔ３，Ｔ４ 是当前时间一个连续的偏好事务序列，当
ｗ ＝ ３ 时 Ｔｉ 表示为 Ｔｉ ＝ （ｐ１，ｐ２，ｐ３）。 窗口大小表示

为 ｍ ＝ ３， 滑动粒度 Ｓ ＝ １ 的滑动窗口表示为：
ＴｒａｎｓＳＷ１ ＝ Ｔ１，Ｔ２，Ｔ３[ ] ，ＴｒａｎｓＳＷ２ ＝ Ｔ２，Ｔ３，Ｔ４[ ] 。

表 １　 偏好数据库表

Ｔａｂ． １　 Ｐｒｅｆｅｒｅｎｃｅ ｄａｔａｂａｓｅ ｔａｂｌｅ

Ｔｒａｎｓａｃｔｉｏｎ Ｐｒｅｆｅｒｅｎｃｅ ｉｎｆｏｒｍａｔｉｏｎ

Ｔ１ ａ１ｂ１ ｃ１ ≻ ａ１ｂ２ ｃ１ ａ２ｂ２ ｃ１ ≻ ａ２ｂ１ ｃ２ ａ１ｂ２ ｃ１ ≻ ａ２ｂ１ ｃ１

Ｔ２ ａ１ｂ１ ｃ１ ≻ ａ１ｂ２ ｃ１ ａ２ｂ２ ｃ１ ≻ ａ２ｂ１ ｃ２ ａ１ｂ２ ｃ２ ≻ ａ２ｂ２ ｃ１

Ｔ３ ａ１ｂ１ ｃ２ ≻ ａ２ｂ２ ｃ２ ａ２ｂ１ ｃ１ ≻ ａ１ｂ１ ｃ２ ａ１ｂ２ ｃ２ ≻ ａ１ｂ２ ｃ １

Ｔ４ ａ２ｂ１ ｃ１ ≻ ａ１ｂ１ ｃ２ ａ１ｂ１ ｃ２ ≻ ａ２ｂ１ ｃ２ ａ２ｂ１ ｃ２ ≻ ａ１ｂ２ ｃ１

３．２　 偏好关系的位序列表示

在基于滑动窗口的增量式 ＣＰ －ｎｅｔｓ 学习算法

中，对于 当 前 偏 好 事 务 序 列 ＴＳＤ 的 滑 动 窗 口

ＴｒａｎｓＳＷｉ 中偏好关系 ｐｉ 的子集 ｘ ｊ，构造了一个二进

制位序列，表示为 Ｂｉｔ（ｘ ｊ）。 如果偏好表达项式 ｘ ｊ 在

传输中对于当前的窗口 ＴｒａｎｓＳＷｎ 存在，第 ｉ 位 ｘ ｊ 被

设置为 １，否则，将被设置为 ０。
例如根据表 １ 的偏好数据库可得到事务 Ｔ１ 中

偏好关系 ｐ１ 存在偏好表达项式 ｘ：ａ１ｂ１ ≻ ａ１ｂ２。 于

是在窗口ＴｒａｎｓＳＷ１ 中Ｂｉｔ（ａ１ｂ１ ≻ ａ１ｂ２）＝ （１００）。 采

用位序列的表示方法得到属性 Ａ，Ｂ的偏好关系的位

序列表见表 ２。
表 ２　 属性 Ａ，Ｂ 的偏好关系的位序列表

Ｔａｂ． ２　 Ｔｈｅ ｂｉｔ－ｓｅｑｕｅｎｃｅ ｏｆ ｔｈｅ ｐｒｅｆｅｒｅｎｃｅ ｂｅｔｗｅｅｎ Ａ ａｎｄ Ｂ

Ｗｉｎｄｏｗｓ Ｔｒａｎｓａｃｔｉｏｎ Ｔｈｅ ｂｉｔ－ｓｅｑｕｅｎｃｅ ｏｆ Ａ ａｎｄ Ｂ

ＴｒａｎｓＳＷ１ Ｔ１

Ｔ２

Ｔ３

Ｂｉｔ（ａ１ｂ１ ≻ ａ１ｂ２） ＝ （１００） Ｂｉｔ（ａ２ｂ２ ≻ ａ２ｂ１） ＝ （０１０）

Ｂｉｔ（ａ１ｂ１ ≻ ａ１ｂ２） ＝ （１００） Ｂｉｔ（ａ２ｂ２ ≻ ａ２ｂ１） ＝ （０１０） Ｂｉｔ（ａ１ｂ２ ≻ ａ２ｂ２） ＝ （００１）

Ｂｉｔ（ａ２ｂ１ ≻ ａ１ｂ１） ＝ （０１０）

ＴｒａｎｓＳＷ２ Ｔ２

Ｔ３

Ｔ４

Ｂｉｔ（ａ１ｂ１ ≻ ａ１ｂ２） ＝ （１００） Ｂｉｔ（ａ２ｂ１ ≻ ａ１ｂ１） ＝ （０１０） Ｂｉｔ（ａ１ｂ２ ≻ ａ２ｂ２） ＝ （００１）

Ｂｉｔ（ａ２ｂ１ ≻ ａ１ｂ１） ＝ （０１０）

Ｂｉｔ（ａ２ｂ１ ≻ ａ１ｂ１） ＝ （１００）

３．３　 初始窗口和滑动窗口

由表 ２ 可 知， ＴｒａｎｓＳＷ１ 表 示 初 始 窗 口，
ＴｒａｎｓＳＷ１ ＝ Ｔ１，Ｔ２，Ｔ３[ ] 。 ＴｒａｎｓＳＷ１ 中将偏好关系

ｘｉ（ｘｉ ⊂ ｐ） 的二进制位序列相加，计算偏好表达项式

ｘ ｊ 的支持数，即窗口 ＴｒａｎｓＳＷｉ 中偏好表达项式 ｘ ｊ 的

个数记为 ｓｕｐ（ｘ ｊ）。 例如表 ３ 中：
Ｂｉｔ（ａ２ｂ２ ≻ ａ１ｂ２） ＝ （１００１００００１），偏好关系的

计数值 ｓｕｐ（ａ２ｂ２ ≻ ａ１ｂ２）＝ ３。 由ＴｒａｎｓＳＷ１ 在滑动粒

度 ｓ ＝ １时滑动得到ＴｒａｎｓＳＷ２。 根据表２中每个事务

Ｔｉ 中偏好表达项式 ｘ ｊ 的支持数 ｓｕｐ（ｘ ｊ） ｜ Ｔｉ 将表３ 中

初始窗口 ＴｒａｎｓＳＷ１ 中的 ｓｕｐ（ｘ ｊ） ｜ Ｔ１ 删除并加上事

务 Ｔ４ 中偏好表达项式 ｘ ｊ 的支持数 ｓｕｐ（ｘ ｊ） ｜ Ｔ４ 得到

滑动窗口 ＴｒａｎｓＳＷ２。 属性 Ａ，Ｂ 偏好关系的位序列

见表 ４。
表 ３　 初始窗口 ＴｒａｎｓＳＷ１中属性 Ａ， Ｂ 偏好关系的位序列表

Ｔａｂ． ３　 Ｔｈｅ ｂｉｔ－ｓｅｑｕｅｎｃｅ ｏｆ ｔｈｅ ｐｒｅｆｅｒｅｎｃｅ ｒｅｌａｔｉｏｎ ｂｅｔｗｅｅｎ Ａ ａｎｄ Ｂ ｉｎ ｔｈｅ ｉｎｉｔｉａｌ ｗｉｎｄｏｗ ＴｒａｎｓＳＷ１

Ｗｉｎｄｏｗｓ Ｔｈｅ ｂｉｔ－ｓｅｑｕｅｎｃｅ ｏｆ Ａ ａｎｄ Ｂ Ｃｏｕｎｔ ｖａｌｕｅ

ＴｒａｎｓＳＷ１

Ｂｉｔ（ａ１ｂ１ ≻ ａ１ｂ２） ＝ （１００１００）

Ｂｉｔ（ａ２ｂ２ ≻ ａ２ｂ１） ＝ （０１００１０）

Ｂｉｔ（ａ１ｂ２ ≻ ａ２ｂ２） ＝ （００１）

Ｂｉｔ（ａ２ｂ１ ≻ ａ１ｂ１） ＝ （０１０）

ｓｕｐ（ａ１ｂ１ ≻ ａ１ｂ２） ＝ ２

ｓｕｐ（ａ２ｂ２ ≻ ａ２ｂ１） ＝ ２

ｓｕｐ（ａ１ｂ２ ≻ ａ２ｂ２） ＝ １

ｓｕｐ（ａ２ｂ２ ≻ ａ２ｂ１） ＝ １
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表 ４　 ＴｒａｎｓＳＷ２中属性 Ａ， Ｂ 偏好关系的位序列表

Ｔａｂ． ４　 Ｔｈｅ ｂｉｔ－ｓｅｑｕｅｎｃｅ ｏｆ ｔｈｅ ｐｒｅｆｅｒｅｎｃｅ ｒｅｌａｔｉｏｎ ｂｅｔｗｅｅｎ Ａ ａｎｄ Ｂ ｉｎ ｔｈｅ ｉｎｉｔｉａｌ ｗｉｎｄｏｗ ＴｒａｎｓＳＷ２

Ｗｉｎｄｏｗｓ Ｔｈｅ ｂｉｔ－ｓｅｑｕｅｎｃｅ ｏｆ Ａ ａｎｄ Ｂ Ｃｏｕｎｔ ｖａｌｕｅ

ＴｒａｎｓＳＷ２

Ｂｉｔ（ａ１ｂ１ ≻ ａ１ｂ２） ＝ （１００）

Ｂｉｔ（ａ２ｂ１ ≻ ａ１ｂ１） ＝ （０１０）

Ｂｉｔ（ａ１ｂ２ ≻ ａ２ｂ２） ＝ （００１）

Ｂｉｔ（ａ２ｂ１ ≻ ａ１ｂ１） ＝ （０１０１００）

ｓｕｐ（ａ１ｂ１ ≻ ａ１ｂ２） ＝ １

ｓｕｐ（ａ２ｂ１ ≻ ａ１ｂ１） ＝ １

ｓｕｐ（ａ１ｂ２ ≻ ａ２ｂ２） ＝ １

ｓｕｐ（ａ２ｂ１ ≻ ａ１ｂ１） ＝ ２

４　 ＣＰ－ｎｅｔｓ 学习算法

针对属性偏好的本质，本文提出通过设置阈值

变量对属性偏好关系进行定量判断后近似为定性偏

好信息，该定性信息体现在 ＣＰ－ｎｅｔｓ 中能够描述属

性之间的偏好关系。
４．１　 基本定理

定理 １　 比较 ２ 个属性之间的偏好关系时，可
以理论上完全产生 Ｓ ＝ Ｏ Ｏ × （ Ｏ Ｏ － １） 对偏

好关系，只有一个属性固定取值，另一个属性取值存

在偏好关系时，即满足 ｒ（≻ｖｎ ｜ ｖｍ ＝ ｏｉ） 或者 ｒ（≻ｖｍ ｜
ｖｎ ＝ ｏ ｊ） 才是有效偏好关系。 理论上产生有效偏好

关系的个数为 Ｓ＇ ＝｜ Ｏ ｜ ３ × （ ｜ Ｏ ｜ － １）。 在偏好数据

流中有效偏好关系的数量占总数量一定比例， 才能

判定属性之间是否可能存在父子系。 公式（５）和公

式（６）可分别表示为：

Ｓ１ ＝ Ｓ（ｖｎ｜ ｖｍ）
＝
ｓｕｍ（ ｒ（≻ｖｍ ｜ ｖｎ ＝ ｏｉ）） ＋ ｓｕｍ（ ｒ（≻ｖｍ ｜ ｖｎ ＝ ｏ ｊ））

ｓｕｍ（ ｓｕｐ（ ｒ（ｖｎ，ｖｍ）））
⩾ α， １

２
≤ α ≤ １， （５）

Ｓ２ ＝ Ｓ（ｖｍ｜ ｖｎ）
＝
ｓｕｍ（ ｒ（≻ｖｎ ｜ ｖｍ ＝ ｏｉ）） ＋ ｓｕｍ（ ｒ（≻ｖｎ ｜ ｖｍ ＝ ｏ ｊ））

ｓｕｍ（ ｓｕｐ（ ｒ（ｖｎ，ｖｍ））
≥ α， １

２
≤ α ≤ １， （６）

　 　 公式（５）、（６）中设置一个用户自定义的阈值 α
来约束存在父子关系的可能性。 阈值 α的取值根据

窗口数据流的大小、偏好数据量以及用户对偏好关

系的精确度确定。
举例说明： 假设属性Ａ与Ｂ取值分别是（ａ１，ａ２），

（ｂ１，ｂ２），产生 ２２ × （２２ － １） ＝ １２ 对偏好关系。 理论

上有效的偏好关系有 ｜ ２ ｜ ３ × （ ｜ ２ ｜ － １） ＝ ８ 对。 实

际数据中有效偏好的关系随着数据的改变而改变。
　 　 定理 １ 中假设 Ｓ１ ＞ α （或者 Ｓ２ ＞ α ）成立，说明

ｖｎ，ｖｍ 可能存在偏好关系 ｖｎ ≻ ｖｍ， （或者有偏好关系

ｖｍ ≻ｖｎ） 即Ｐａ（ｖｎ）＝ ｖｍ（Ｐａ（ｖｍ）＝ ｖｎ） 成立，Ｓ（ｖｎ｜ ｖｍ） ≤
α 说明 ｖｍ，ｖｎ 不可能存在偏好关系 ｖｎ ≻ ｖｍ （或者偏

好关系 ｖｍ ≻ ｖｎ）， 即 Ｐａ（ｖｍ） ≠ ｖｎ（Ｐａ（ｖｎ） ≠ ｖｍ）。
如果公式（５）、（６）同时成立则比较 Ｓ１ 与 Ｓ２ 的取值

大小，如果 Ｓ１ ＞ Ｓ２ ≥ α， 则 ｖｎ ≻ ｖｍ 关系成立存在最

大可能性，否则 ｖｍ ≻ ｖｎ。
定理 ２　 如果满足定理 １ 即说明两属性之间可

能存在一种偏好关系，确立了子属性的待定父亲属

性，待定父亲属性的不同取值对于子属性取值偏好

关系产生的影响大体一致，这里设计一个自定义的

阈值 β 来容纳父属性对子属性的影响存在一定偏

差。 阈值变量 β 可以根据用户对于属性依赖度的需

求自行定义。 该定理的公式（７）、 （８）可分别表示

为：

Ｓ１ ≥ α；

Ｎ１ ＝ Ｎ（ｖｎ｜ ｖｍ）
＝

ｓｕｍ ｓｕｐ（ｖｍ｜ ｏ ｊ≻ｏｉ ｜ ｖｎ｜ ｏｉ）( )

ｓｕｍ（ｓｕｐ（ｖｍ｜ ｏｉ≻ｏｉ ｜ ｖｎ｜ ｏ ｊ））
＝ １ ± β．

ì

î

í

ï
ï

ï
ï

（７）
Ｓ２ ≥ α；

Ｎ２ ＝ Ｎ（ｖｍ｜ ｖｎ）
＝

ｓｕｍ ｓｕｐ（ｖｎ｜ ｏｊ≻ｏｉ ｜ ｖｍ｜ ｏｉ）( )

ｓｕｍ（ｓｕｐ（ｖｎ｜ ｏｉ≻ｏｉ ｜ ｖｍ｜ ｏｊ））
＝ １ ± β．

ì

î

í

ï
ï

ï
ï

（８）
公式（７）、（８）能够进一步确定偏好关系，确定

定理 １ 中筛选出的父子关系是否成立。
进一步考虑 ｖｎ 的不同取值对 ｖｍ 取值的偏好关

系产生的影响在允许偏差内一致，当定理 １ 满足表

达式 Ｓ１ ＞ α，Ｓ１ ＞ Ｓ２ ≥ α， 定理 ２ 满足表达式 Ｎ１ ＝
１ ± β 时属性 ｖｎ 与属性 ｖｍ 之间存在偏好关系 ｖｎ ≻
ｖｍ，ｖｎ ＝ ｐａ（ｖｍ） 成立；同理，当定理 １ 满足表达式

Ｓ２ ＞ α，Ｓ２ ＞ Ｓ１ ≥ α， 定理 ２ 满足表达式 Ｎ２ ＝ １ ± β
时属性 ｖｎ 与属性 ｖｍ 之间存在偏好关系 ｖｍ ≻ ｖｎ，ｖｍ ＝
ｐａ（ｖｎ） 成立。

基于以上定理分析，可以得到算法 １ 所示的伪

代码和图 ３ 所示的算法流程图。
　 　 算法 １　 基于滑动窗口的 ＣＰ－ｎｅｔｓ 增量式学习

算法

　 　 输入　 ＴＤＳ（偏好事务序列）， 阈值 α， 阈值 β
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　 　 输出　 ａ ＣＰ－ｎｅｔ
ＴｒａｎｓＳＷ ＝ ｎｕｌｌ；
／ ∗ ＴｒａｎｓＳＷ 由 ｍ 个 ＴＤＳ 组成∗／
ｒｅｐｅａｔ：
　 ｆｏｒ ｅａｃｈ ｉｎｃｏｍｉｎｇ ｔｒａｎｓａｃｔｉｏｎ Ｔｉ ｉｎ ＴｒａｎｓＳＷ
　 　 ｄｏ ｂｉｔ － ｓｅｑｕｅｎｃｅ（ｘ）
　 　 ｉｆ ｂｉｔ － ｓｅｑｕｅｎｃｅ（ｘ） ≠ ０， ｔｈｅｎ
　 　 　 ｄｏ Ｓｕｂ（ｘｉ）
　 ｆｏｒ
　 　 　 ｉｆ Ｓ（ｖｎ｜ ｖｍ） ≥ α ， ｔｈｅｎ
　 　 　 ｉｆ Ｓ∗

（ｖｎ｜ ｖｍ）
＝ １ ± β ｔｈｅｎ

　 　 　 　 ｄｒａｗ ｔｈｅ ｄｅｐｅｎｄｅｎｃｉｅｓ ｖｎ ≻ ｖｍ ｉｎ
ｅｘｉｓｔｅｎｃｅ

　 　 　 ｅｌｓｅ ｅｒｒｏｒ
　 　 　 ｅｎｄ ｉｆ
ｅｌｓｅ Ｓ（ｖｍ｜ ｖｎ） ≥ α， ｔｈｅｎ
　 ｉｆ Ｓ∗

（ｖｎ｜ ｖｍ）
＝ １ ± β ｔｈｅｎ

　 　 ｄｒａｗ ｔｈｅ ｄｅｐｅｎｄｅｎｃｉｅｓ ｖｍ ≻ ｖｎ ｉｎ ｅｘｉｓｔｅｎｃｅ
　 ｅｌｓｅ ｅｒｒｏｒ
　 ｅｎｄ ｉｆ
　 ｅｎｄ ｉｆ
　 ｅｎｄ ｆｏｒ

　 ｅｎｄ ｆｏｒ
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图 ３　 增量式算法流程图

Ｆｉｇ． ３　 Ｉｎｃｒｅｍｅｎｔａｌ ａｌｇｏｒｉｔｈｍ ｆｌｏｗ ｃｈａｒｔ

　 　 算法 １ 的计算复杂度首先从扫描数据库进行单

个比较数据时算起，单个比较数据的属性个数为 ｎ，

这时的算法复杂度为 Ｏ（ｎ），一对属性之间依赖程

度的计算复杂性为 Ｏ（ｎ２）。 计算一个偏好事务序列

的长度为 ｗ， 所以计算每个事务的计算复杂度是

Ｏ（ｎ２）ｗ，每滑动窗口的长度为 Ｔ ＝ ｍ， 所以计算每

个窗口中数据偏好的计算复杂度是 Ｏ（ｎ２）ｗｍ。
定理 ３　 定理 １ 中的 Ｓ（ｖｎ，ｖｍ） 表示父属性对子属

性的影响度， Ｍｉｎ（Ｓ（ｖｎ，ｖｍ）） 表示影响度最小的两属

性之间的边 Ｅ ｖｎ，ｖｍ( ) 。
为了满足 ＣＰ －ｎｅｔｓ 的一致性，ＣＰ －ｎｅｔｓ 结构中

不允许环的存在，在一个 ＣＰ－ｎｅｔ 中每个属性都至少

有一个父属性的存在则说明该 ＣＰ－ｎｅｔ 是有环 ＣＰ－
ｎｅｔ，即存在环的 ＣＰＴ 结构中不存在边入度 （Ｖ － ｉｎ －
ｄｅｇｒｅｅ） 为 ０ 的 属 性。 根 据 定 理 ３， 设 计 算 法

Ｄｅｄｇｅ（Ｃ，Ｃ＇） 进行去环。 如果 Ｃ 不存在边入度为 ０
的属性节点，则说明 Ｃ 存在环路；若 Ｃ 中存在边入

度为 ０ 的属性节点 ｖｉ，在其副本 Ｃ＇ 中删除当前节点

以及与其相连的边，并重新更新节点的边入度值后

删除新的边入度为 ０ 的节点。 如果所有节点都被

删除则说明 Ｃ 中不存在环，如果存在未被删除的节

点则说明 Ｃ 中存在环，删除定理 ３ 中影响度最小的

两 属 性 之 间 的 有 向 边 Ｅ ｖｎ，ｖｍ( ) ， 重 新 进 行

Ｄｅｄｇｅ（Ｃ，Ｃ＇） 算法直至结构 Ｃ 不存在环。 至此， 给

出算法 ２ 的伪代码详见如下。
算法 ２　 无环 ＣＰ－ｎｅｔｓ 结构学习算法

输入　 增量式学习得到的 ＣＰ－ｎｅｔ Ｃ
输出　 最优 ＣＰ－ｎｅｔ
Ｄｅｄｇｅ（Ｃ，Ｃ＇）
／∗ Ｃ＇ 表示记录结构学习的副本 ∗ ／
ｗｈｉｌｅ（ｅｘｉｓｔｅｎｃｅ Ｖ － ｉｎ － ｄｅｇｒｅｅ ＝ ０） ｄｏ
ｆｏｒ ｅａｃｈ ｖｉ ⊂ Ｃ
　 　 Ｉｆ ｖｉ － ｉｎ － ｄｅｇｒｅｅ ＝ ０
　 　 Ｄｅｌｅｔｅ ｖｉ，ｅｄｇｅｖｉ － ＞ ｖｉ，
　 Ｃ＇􀲓 ｎｅｗ ｉｎ－ｄｅｇｒｅｅ ｔａｂｌｅ； ／ ∗将新的边入

度信息更新到副本 Ｃ＇∗ ／
　 ｅｎｄ ｉｆ
ｅｎｄ ｆｏｒ
ｅｎｄ ｗｈｉｌｅ
ｉｆ Ｃ＇ ！ ＝ ｎｕｌｌ
　 ｄｅｌｅｔｅＭｉｎ（Ｓ（ｖｎ，ｖｍ）） ｅｄｇｅ ｆｒｏｍ Ｃ；
Ｄｅｄｇｅ（Ｃ，Ｃ＇）
ｅｎｄ ｉｆ
ｉｆ Ｃ＇ ＝ ｎｕｌｌ
　 ｒｅｔｕｒｎ Ｃ
ｅｎｄ ｉｆ
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４．２　 算法举例

举例说明基于滑动窗口的 ＣＰ－ｎｅｔｓ 学习算法：
求窗口 ＴｒａｎｓＳＷ１ 和 ＴｒａｎｓＳＷ２ 中属性 Ａ，Ｂ 存在的偏

好关系。 因为举例数据较少，定理中的阈值假设取

值分别为 α ＝ １
２
，β ＝ １

２
。 根据定理 １ 中的公式（５）

得窗口ＴｒａｎｓＳＷ１ 中 Ｓ１ ＝ Ｓ（Ａ｜ Ｂ） ＝
５
６

＞ １
２
，Ｓ２ ＝ Ｓ（Ｂ｜ Ａ） ＝

１
６

＜ １
２
，所以Ａ，Ｂ属性之间可能存在关系Ａ≻Ｂ，即

Ｐａ（Ｂ） ＝ Ａ。 通过定理 ２ 确定这一关系是否成立，根

据公式（８）可得 Ｎ１ ＝ Ｎ（Ａ｜ Ｂ） ＝
２
３

＝ １ － １
３
，所以属性

Ａ，Ｂ 存在偏好关系 Ａ ≻ Ｂ，即 Ｐａ Ｂ( ) ＝ Ａ 成立，属性

Ａ， Ｂ 的偏好结构如图 ４ 所示。

A B

图 ４　 属性 Ａ， Ｂ 的偏好网络结构图

Ｆｉｇ． ４　 Ｔｈｅ ｐｒｅｆｅｒｅｎｃｅ ｓｔｒｕｃｔｕｒｅ ＣＰＴ ｏｆ Ａ ａｎｄ Ｂ

　 　 同理，滑动窗口 ＴｒａｎｓＳＷ２ 中 Ｓ（Ａ｜ Ｂ） ＝
１
５

＜ ＝ １
２
，

Ｓ（Ｂ｜ Ａ） ＝
３
５

＞ １
２
， 所以 Ａ，Ｂ 属性间可能存在关系

Ｂ ≻Ａ 即 Ｐａ（Ａ） ＝ Ｂ。 根据定理 ２ 可得 Ｎ（Ｂ｜ Ａ） ＝
１
２

＝

１ － １
２
，所以 Ａ，Ｂ 属性之间存在偏好关系 Ｂ ≻ Ａ，即

Ｐａ（Ａ） ＝ Ｂ。
在得到滑动窗口 ＴｒａｎｓＳＷ１ 中属性 Ａ 与属性 Ｂ

的依赖关系后，根据表 １ 偏好数据库表分别求属性

Ｂ 与属性 Ｃ，属性 Ａ与属性 Ｃ之间的偏好关系。 属性

Ｂ 与属性 Ｃ 偏好关系最后的位序列表，即 ＴｒａｎｓＳＷ１

中得到的 ｓｕｐ（≻（Ｄｏｍ（Ｂ） ×Ｄｏｍ（Ｃ））） 计数如下：
ｓｕｐ（ｂ１ｃ１ ≻ ｂ１ｃ２） ＝ ２
ｓｕｐ（ｂ２ｃ２ ≻ ｂ２ｃ１） ＝ ２
ｓｕｐ（ｂ２ｃ２ ≻ ｂ１ｃ２） ＝ １
ｓｕｐ（ｂ２ｃ１ ≻ ｂ１ｃ１） ＝ １
根据定理可得属性 Ｂ与属性Ｃ之间存在偏好关系

Ｂ≻Ｃ。 属性 Ａ与属性Ｃ偏好关系最后的位序列表，即
ＴｒａｎｓＳＷ１ 中得到的 ｓｕｐ（≻（Ｄｏｍ（Ａ） ×Ｄｏｍ（Ｂ））） 计数如下：

ｓｕｐ（ａ１ｃ１ ≻ ａ２ｃ１） ＝ １
ｓｕｐ（ａ２ｃ２ ≻ ａ１ｃ２） ＝ １

　 　 根据定理可得属性 Ａ 与属性 Ｃ 的关系为 Ｃ ≻ Ａ
即 Ｐａ（Ａ） ＝ Ｃ。 属性之间的偏好关系是 Ａ ≻ Ｂ ≻ Ｃ

≻ Ａ，每个属性的入度都不为 ０，Ｍｉｎ（Ｓ（Ａ，Ｃ）） ＝ ２，所
以删除 ｅｄｇｅ（Ａ，Ｃ）。 根据表 １ 的偏好数据库表可得

属性 Ａ， Ｂ， Ｃ 的偏好网络结构图如图 ５ 所示。

C

A

B

图 ５　 属性 Ａ， Ｂ， Ｃ 的偏好网络结构图

Ｆｉｇ． ５　 Ｔｈｅ ｐｒｅｆｅｒｅｎｃｅ ｓｔｒｕｃｔｕｒｅ ＣＰＴ ｏｆ Ａ， Ｂ ａｎｄ Ｃ

５　 实验与结果

５．１　 数据来源

本文在 Ｍａｔｌａｂ 上进行实验测试，实验数据分别

是合成的随机数据集和真实数据集。 对合成的随机

数据集进行测试的目的是评估算法处理大数据的能

力，对真实数据集进行测试是为了评估算法在真实

数据集上的可应用性。 其中真实数据集来自于

Ｋａｍｉｓｈｉｍａ 收集的寿司数据集［２１］。
５．２　 实验结果分析

本文在合成数据集上的测试目的是将 ＣＰ－ｎｅｔｓ
增量式学习与 ＣＰ －ｎｅｔｓ 传统学习［１４－１５］ 的运行时间

进行对比。 合成数据集包含用户的 ４ ５００ 对偏好关

系，其中数据集包含 ３０ 个属性。 分别将随机用户

Ｕ１， Ｕ２做 ＣＰ －ｎｅｔｓ 增量式学习与 ＣＰ －ｎｅｔｓ 传统学

习［１４－１５］运行时间的平均值进行对比。
图 ６ 中水平轴表示成对属性比较的次数， 垂直

轴表示用户 Ｕ１， Ｕ２ 运行时间的平均值。 图 ６（ａ）是
用户输入 １５ 个属性的 ２００ 对偏好数据时 ＣＰ －ｎｅｔｓ
增量式学习与 ＣＰ －ｎｅｔｓ 传统学习［１４－１５］ 运行时间的

平均值进行对比；图 ６（ｂ）是用户输入 １５ 个属性的

４ ５００对偏好数据时 ＣＰ－ｎｅｔｓ 增量式学习与 ＣＰ－ｎｅｔｓ
传统学习［１４－１５］ 运行时间的平均值进行对比；图 ６
（ｃ）是用户输入 ３０ 个属性的４ ５００对偏好数据时 ＣＰ
－ｎｅｔ 增量式学习与 ＣＰ－ｎｅｔ 传统学习［１４－１５］运行时间

的平均值进行对比。 实验结果表示本文提出的 ＣＰ
－ｎｅｔｓ 增量式学习算法在运行时间上少于 ＣＰ－ｎｅｔ 传
统学习的运行时间。
　 　 在真实数据集的测试目的是将 ＣＰ－ｎｅｔｓ 增量式

学习与 ＣＰ －ｎｅｔｓ 传统学习［１４－１５］ 的运行结果和运行

时间进行对比。 研究考虑 ２ 个随机用户 Ｕ１，Ｕ２ 与寿

司选择相关的偏好数据集［２１］，寿司的 ５ 个属性分别

表示为 Ａ１，Ａ２，Ａ３，Ａ４，Ａ５。 文中分别求了用户 Ｕ１，Ｕ２

以每次 ２０ 对偏好数据增量从 １００ 对数据增加到 ２００
对数据的偏好网络结构图。
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图 ６　 用户 Ｕ１， Ｕ２学习 ＣＰ－ｎｅｔｓ平均运行时间对比图

Ｆｉｇ． ６　 Ｕｓｅｒ Ｕ１， Ｕ２ ｌｅａｒｎｉｎｇ ＣＰ－ｎｅｔｓ ａｖｅｒａｇｅ ｒｕｎｔｉｍｅ ｃｏｍｐａｒｉｓｏｎ

　 　 图 ７ 表示 ＣＰ－ｎｅｔｓ 增量式学习算法中用户 Ｕ１

以每次 ２０ 对偏好数据增量从 １００ 对数据增加到

２００ 对数据得到的偏好网络结构图。 用户 Ｕ１ 在数

据增加的每个阶段得到偏好网络结构图不同，该结

果表明偏好数据增量会对用户的 ＣＰ －ｎｅｔｓ、即用户

偏好产生影响。 图 ８ 表示的是传统学习 ＣＰ－ｎｅｔｓ 算

法中用户 Ｕ１ 以每次 ２０ 对偏好数据增量从 １００ 对数

据增加到 ２００ 对数据得到的偏好网络结构图。 对比

与图 ７ 所得的结果图，图 ８ 展示的所有属性偏好包

含于图 ７ 所示的属性偏好中，该实验结果表示 ＣＰ－
ｎｅｔｓ 增量式学习与 ＣＰ－ｎｅｔｓ 传统学习得到的偏好结

果大体一致，本文提到的增量式学习 ＣＰ－ｎｅｔｓ 算法

得到的偏好关系是准确的。
综上所述，ＣＰ －ｎｅｔｓ 增量式学习算法能够得到

用户属性的动态性偏好网络结构图，并且得到的属

性之间的偏好关系是准确的。
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图 ７　 ＣＰ－ｎｅｔｓ增量式学习算法中用户 Ｕ１的实验结果
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图 ８　 传统学习 ＣＰ－ｎｅｔｓ算法中用户 Ｕ１的实验结果

Ｆｉｇ． ８ 　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｕｓｅｒ Ｕ１ ｉｎ ｔｒａｄｉｔｉｏｎａｌ ｌｅａｒｎｉｎｇ
ａｌｇｏｒｉｔｈｍ

　 　 图 ８ 分别表示用户 Ｕ１，Ｕ２ 以每次 ２０ 对的增量

从 １００ 对偏好数据增加到 ２００ 偏好数据，ＣＰ－ｎｅｔｓ 增
量式学习与 ＣＰ －ｎｅｔｓ 传统学习［１４－１５］ 在得到某一时

刻的 ＣＰ － ｎｅｔｓ 所 用 的 确 定 时 间 进 行 了 比 较。
图 ９（ａ）表示用户 Ｕ１ 的增量学习与传统学习运行时

间的比较；图 ９（ｂ）表示用户 Ｕ２ 的增量学习与传统

学习运行时间的比较。 图 ９ 中，用户 Ｕ１，Ｕ２ 做 ＣＰ－
ｎｅｔｓ 增量式学习的运行时间在数据增加过程中大致

相同并且耗时随着数据增量的逐渐增加大幅度少于

同时刻传统学习 ＣＰ －ｎｅｔｓ 的运行时间，而 ＣＰ －ｎｅｔｓ
传统学习的运行时间随着数据增量的增加逐渐呈线

性增加。 实验表明，本文提出的 ＣＰ－ｎｅｔｓ 增量式学

习方法对于随机用户都是适用且高效的。
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（ｂ） 用户 Ｕ２ 学习 ＣＰ－ｎｅｔｓ 确定运行时间对比
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图 ９　 用户 Ｕ１， Ｕ２学习 ＣＰ－ｎｅｔｓ确定运行时间对比图
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６　 结束语

本文主要设计了一种从偏好数据流中学习 ＣＰ
－ｎｅｔｓ 的增量方法。 通过在合成数据和真实数据上

进行的一系列广泛的实验表明，本文提出的算法可

以用于处理大数据集，并且可以输出一个表示对应

用户属性偏好依赖关系的无环 ＣＰ－ｎｅｔｓ。 对于不同

时间段的偏好信息，也可以根据增量数据求出特定

时刻用户的 ＣＰ －ｎｅｔｓ，有效利用偏好信息的即时性

价值。 同时，实验表明本文的算法相较于其它算法

能够得到一个大致相同的 ＣＰ －ｎｅｔｓ，并且该算法可

以有效地节省存储空间和减少运行时间［２２］。
在今后的学习研究中主要有 ２ 部分工作。 一方

面是，提高 ＣＰ－ｎｅｔｓ 模型性能的学习方法是进一步

研究的主要方向。 并计划研究其他分类的 ＣＰ－ｎｅｔｓ
学习方法。 希望能够进一步更准确高效地学习 ＣＰ
－ｎｅｔｓ 模型。 后续还考虑将 ＣＰ－ｎｅｔｓ 模型与模糊集

学习相结合，研究模糊条件偏好网络的可行性［２３］。
另一方面是计划学习比 ＣＰ－ｎｅｔｓ 更具有拓展性和研

究性的 ＴＣＰ－ｎｅｔｓ［２４］和 ＰＣＰ－ｎｅｔｓ［２５］。
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