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基于深度学习的风格迁移算法的研究与实现 

王　 鹿， 曾国辉， 黄　 勃
（上海工程技术大学 电子电气工程学院， 上海 ２０１６２０）

摘　 要： 近年来，随着深度学习的强势崛起，计算机视觉技术的飞速发展，图像风格迁移技术也受到各界的广泛关注。 图像风

格迁移，是指利用算法完成对图像艺术风格的学习，最终将这种风格嫁接到其他图像上完成图像再创作的过程。 本文就

ＶＧＧ１６，ＶＧＧ１９，Ｃｙｃｌｅ ＧＡＮ 三种风格迁移算法进行分析，利用图像深度特征与语义内容之间的联系，研究卷积神经网络中图

像特征迁移。 最终，通过对比 ３ 幅迁移图像的实际效果，证明 Ｃｙｃｌｅ ＧＡＮ 效果更好。
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０　 引　 言

近年来，随着人工智能、计算机视觉技术的迅猛

发展，越来越多的机器学习应用场景在不断涌现。
与此同时，目前有着较好表现的监督学习需要大量的

标注数据，但标注数据是一项枯燥无味且花费巨大的

任务，所以无监督的 ｉｍａｇｅ－ｔｏ－ｉｍａｇｅ 式风格迁移学习

即吸引了学界的更多关注，并已成为深度学习技术的

重要应用之一。 对于传统监督式机器学习而言，迁移

学习都是基于同分布假设 ［１］，同时需要大量标注数

据，然而实际使用不同数据集的过程中可能出现一些

问题，比如数据分布差异，训练数据过期，也就是已然

做过标定的数据要被丢弃，有些应用中数据分布也会

随着时间的推移产生变化。 因此，如何充分利用已经

标注好的数据，同时又保证在新任务上的模型精度

已经成为一个亟需解决的难题。 基于此，本文拟对

基于深度学习的迁移学习进行研究［２－３］。
目前，研究发现对一幅图像而言，风格和内容在

卷积神经网络中的表达是可以分开的。 也就是说，

研究中可以独立地操纵 ２ 种表达来产生新的、可以

感受的有意义的图片。 在本文中，将使用 ＶＧＧ－１６、
ＶＧＧ－１９ 和 Ｃｙｃｌｅ ＧＡＮ ［４］，来实现风格迁移，对比这

３ 种网络的结果，分析后发现，Ｃｙｃｌｅ ＧＡＮ 的效果最

好，ＶＧＧ－１６ 和 ＶＧＧ－１９ 虽然也有一定的效果，但是

合成图像的整体风格并不突出，不能满足本文研究

的需求。
１　 图像风格迁移算法

图像风格迁移技术主要有 ２ 种。 一种是由

Ｇａｔｙｓ 等人［５］ 率先提出的 ＮＡＡＳ，该方法以 ＶＧＧ 网

络为基础进行损失网络的设计；另一种是 Ｊｏｈｎｓｏｎ
等人［６］提出的快速图像风格迁移技术（ＦＮＳＴ），该方

法基于 Ｇａｔｙｓ 等人的研究成果，在损失网络的前端

添加了一个 Ｉｍａｇｅ Ｔｒａｎｓｆｏｒｍ Ｎｅｔ，该网络基于残差网

络进行设计。 两者之间的关系如图 １ 所示。
　 　 Ｇａｔｙｓ 所提出的 ＮＡＡＳ 是在 ＶＧＧ 网络的基础

上，利用梯度下降，经过若干次的迭代从而获得转换

风格后的图像。 该方法的整体流程如图 ２ 所示。
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图 １　 快速图像风格迁移方法
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图 ２　 ＮＡＳＳ 工作流程图

Ｆｉｇ． ２　 ＮＡＳＳ ｗｏｒｋｆｌｏｗ

１．１　 ＶＧＧ 网络

ＶＧＧ （Ｖｉｓｕａｌ Ｇｅｏｍｅｔｒｙ Ｇｒｏｕｐ） 隶属于牛津大

学， ＶＧＧ 自 ２０１４ 年先后发布了网络模型 ＶＧＧ１１ ～
ＶＧＧ１９， 该小组研究证明了增加神经网络的深度能

够在一定程度上影响神经网络的性能。 ＶＧＧ 网络

结构简单，其卷积层和池化层可以划分为不同的块

（Ｂｌｏｃｋ），从前到后依次编号为 Ｂｌｏｃｋ１ ～ Ｂｌｏｃｋ５。 每

一个块内包含若干卷积层和一个池化层。 使用同样

大小的卷积核尺寸 （３×３） 和最大池化尺寸 （２×２）。
此外，ＶＧＧ 网络还有 ５ 个最大池化层，分别分布在

不同的卷积层之下［７－８］。
（ １ ） ＶＧＧ１６。 ＶＧＧ１６ 共 有 １３ 个 卷 积 层

（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｌａｙｅｒ），分别用 ｃｏｎｖ３ －ＸＸＸ 表示，３
个全连接层 （ Ｆｕｌｌｙ ｃｏｎｎｅｃｔｅｄ Ｌａｙｅｒ） 分别用 ＦＣ －
ＸＸＸＸ 表示，５ 个池化层（Ｐｏｏｌ ｌａｙｅｒ）分别用 ＭａｘＰｏｏｌ
表示。 卷积层和全连接层具有权重系数，因此也被

称为权重层，总数目为 １３＋３ ＝ １６，这即是 ＶＧＧ１６ 中

１６ 的来源。 考虑到池化层不涉及权重，因此不属于

权重层，不被计数。 ＶＧＧ１６ 神经网络模型结构如图

３ 所示。
　 　 （２） ＶＧＧ１９。 ＶＧＧ１９ 共有 １６ 个卷积层和 ３ 个

全连接层。 如图 ４ 所示。
　 　 以图 ４ 为例，在 ＶＧＧ１９ 的 Ｂｌｏｃｋ２ 中包含 ２ 个卷

积层，卷积核为 ３×３×３，通道数都是 １２８，而 Ｂｌｏｃｋ４
包含 ４ 个卷积层，１ 个最大池化层，通道数是 ５１２。
１．２　 Ｃｙｃｌｅ ＧＡＮ

传统的 ＧＡＮ 的 Ｇ 是将随机噪声转换为图片，
但风格迁移中需要将图片转为图片，所以这个时候

就要将图片作为 Ｇ 的输入，而 Ｇ 则是学习一种映射

了。 但是用单独一个 ＧＡＮ 的训练并不稳定，可能导

致所有照片全部映射到同一张图片的 ｍｏｄｅ ｃｏｌｌａｐｓｅ
［９］。 为此，就提出了 Ｃｙｃｌｅ ＧＡＮ 用来解决这个问题，

Ｃｙｃｌｅ ＧＡＮ 是将 ２ 个 ＧＡＮ 组合起来，其目的是实现

非成对 ｉｍａｇｅ 的转换，尤其适用于图像风格迁移中。
为了使得 ＧＡＮ 更加稳定，引入了此双向映射的机

制，即 Ａ→Ｂ 的 ＧＡＮ 和 Ｂ→Ａ 的 ＧＡＮ，同时加入了

一个 ｃｙｃｌｅ＿ｌｏｓｓ，ｃｙｃｌｅ＿ｌｏｓｓ 是采用 Ｌ１ 损失设计而成
［１０－１１］。 所以研究得到 Ｃｙｃｌｅ ＧＡＮ 的损失函数，可将
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图 ３　 ＶＧＧ１６ 网络结构图
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图 ４　 ＶＧＧ１９ 网络结构图
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ＬＧＡＮ（Ｆ，ＤＸ，Ｙ，Ｘ） ＝ Ｅｘ ～ Ｐｄａｔａ（ｘ）［ｌｏｇＤＸ（ｘ）］， （１）
ＬＧＡＮ（Ｇ，ＤＹ，Ｘ，Ｙ） ＝ Ｅｙ ～ Ｐｄａｔａ（ｙ）［ｌｏｇＤＹ（ｙ）］， （２）

　 　 接下来，研究得到了循环一致性损失可表示为：
Ｌｃｙｃ（Ｇ，Ｆ） ＝ Ｅｘ ～ Ｐｄａｔａ（ｘ）［‖Ｆ（Ｇ（ｘ）） － ｘ‖１］，

（３）
　 　 进而，推得总损失的数学公式如下：

Ｌ（Ｇ，Ｆ，ＤＸ，ＤＹ） ＝ ＬＧＡＮ（Ｇ，ＤＹ，Ｘ，Ｙ） ＋
　 　 　 　 　 ＬＧＡＮ（Ｆ，ＤＸ，Ｙ，Ｘ） ＋ λＬｃｙｃ（Ｇ，Ｆ） ． （４）
１．３　 损失函数

（１） 内容损失函数。 假设某一层得到的响应是

Ｆ ｌ ∈ ＲＮｌ∗Ｍｌ， 其中 Ｎｌ 为 ｌ 层 ｆｉｌｔｅｒ 的个数， Ｍｌ 为 ｌ 层
ｆｉｌｔｅｒ 的大小， Ｆ ｌ

ｉ，ｊ 表示第 ｌ 层第 ｉ 个 ｆｉｌｔｅｒ 在位置 ｊ 的

输出， ｐ
→
表示提供 Ｃｏｎｔｅｎｔ 的图像， ｘ

→
表示生成的图

像， Ｐ ｌ 和 Ｆ ｌ 分别表示两者对于 ｌ层的响应，因此 ｌ层
的 Ｃｏｎｔｅｎｔ Ｌｏｓｓ 的计算公式具体如下：

Ｌｃｏｎｔｅｎｔ（ ｐ
→
，ｘ
→
，ｌ） ＝ １

２ ∑
ｉ，ｊ

（Ｆ ｌ
ｉ，ｊ － Ｐ ｌ

ｉ，ｊ）
２
， （５）

（２） 风格损失函数。 Ｇ ｌ ∈ ＲＮｌ∗Ｍｌ，ａ
→

表示提供

ｓｔｙｌｅ 的图像， ｘ
→
表示生成的图像， Ａｌ 和 Ｇ ｌ 分别表示

两者对于 ｌ 层的响应，因此 ｌ 层的 Ｓｔｙｌｅ Ｌｏｓｓ 的计算

公式具体如下：

Ｅ ｌ ＝
１

４Ｎ２
ｌ Ｍ２

ｌ
∑
ｉ，ｊ

（Ｇ ｌ
ｉ，ｊ － Ａｌ

ｉ，ｊ）
２
， （６）

Ｌｓｔｙｌｅ（ａ
→
，ｘ
→
） ＝ ∑

Ｌ

ｌ ＝ ０
ｗ ｌＥ ｌ， （７）

　 　 综上可知，总的损失函数可由下式来计算：

　 Ｌｔｏｔａｌ（ ｐ
→
，ａ
→
，ｘ
→
） ＝ αＬｃｏｎｔｅｎｔ（ ｐ

→
，ｘ
→
） ＋ βＬｓｔｙｌｅ（ａ

→
，ｘ
→
）， （８）

其中， α 和 β 分别是内容和风格在图像重构中

的权重因子，且满足：
α ＋ β ＝ １． （９）

２　 实验

２．１　 迁移效果的衡量指标

（１） 峰值信噪比 （ Ｐｅａｋ Ｓｉｇｎａｌ ｔｏ Ｎｏｉｓｅ Ｒａｔｉｏ，
ＰＳＮＲ） ［１２］： 这是一种全参考的图像质量评价指标。
运算中需用到如下数学公式：

ＰＳＮＲ ＝ １０ ｌｏｇ１０（
（２ｎ － １） ２

ＭＳＥ
）， （１０）

ＭＳＥ ＝ １
Ｈ × Ｗ∑

Ｈ

ｉ ＝ １
∑
Ｗ

ｊ ＝ １
（Ｘ（ ｉ，ｊ） － Ｙ（ ｉ，ｊ）） ２，

（１１）
　 　 其中， ＭＳＥ（Ｍｅａｎ Ｓｑｕａｒｅ Ｅｒｒｏｒ） 表示当前图像

Ｘ 和参考图像 Ｙ 的均方误差； Ｈ、Ｗ 分别表示图像的

高度和宽度； ｎ 为每像素的比特数，一般取 ８，即像

素灰阶数为 ２５６。 ＰＳＮＲ， 单位是 ｄＢ，取值范围为

（０，∞ ），数值越大表示失真越小。
（ ２ ） 结 构 相 似 性 （ ｓｔｒｕｃｔｕｒａｌ ｓｉｍｉｌａｒｉｔｙ，

ＳＳＩＭ） ［１３］： 这也是一种全参考的图像质量评价指

标，可分别从亮度、对比度、结构三方面度量图像相

似性。 运算中涉及的数学公式可表示为：

ｌ（Ｘ，Ｙ） ＝
２μＸμＹ ＋ Ｃ１

μ２
Ｘ ＋ μ２

Ｙ ＋ Ｃ１

， （１２）

ｃ（Ｘ，Ｙ） ＝
２σＸσＹ ＋ Ｃ２

σ２
Ｘ ＋ σ２

Ｙ ＋ Ｃ２

， （１３）

ｓ（Ｘ，Ｙ） ＝
σＸＹ ＋ Ｃ３

σＸσＹ ＋ Ｃ３
， （１４）

　 　 其中， ｕＸ，ｕＹ 分别表示图像 Ｘ 和 Ｙ 的均值； σＸ，
σＹ 分别表示图像 Ｘ 和 Ｙ 的方差； σＸＹ 表示图像 Ｘ 和

Ｙ 的协方差，即：

μＸ ＝ １
Ｈ × Ｗ∑

Ｈ

ｉ ＝ １
∑
Ｗ

ｊ ＝ １
Ｘ（ ｉ， ｊ）， （１５）

σ２
Ｘ ＝ １

Ｈ × Ｗ － １∑
Ｈ

ｉ ＝ １
∑
Ｗ

ｊ ＝ １
（Ｘ（ ｉ， ｊ） － μＸ） ２，（１６）

σＸＹ ＝ １
Ｈ ×Ｗ － １∑

Ｈ

ｉ ＝１
∑
Ｗ

ｊ ＝１
（（Ｘ（ｉ， ｊ） － μＸ）（Ｙ（ｉ， ｊ） － μＹ））．

（１７）
　 　 其中， Ｃ１、Ｃ２、Ｃ３ 为常数，为了避免分母为 ０ 的

情况， ＳＳＩＭ 取值范围［０，１］，值越大，表示图像失真

越小。
２．２　 实验环境

本实验选择 Ｐｙｔｈｏｎ 语言和 Ｔｅｎｓｏｒｆｌｏｗ， Ｐｙｔｏｒｃｈ
框架进行图像风格迁移的仿真测试。 实验环境为

Ｉｎｔｅｌ（Ｒ） Ｃｏｒｅ（ＴＭ） ｉ５－８３００Ｈ ２．１ＧＨｚ ＣＰＵ， ＧＰＵ
为 ＮＶＩＤＩＡ。
２．３　 训练部分

（１） ＶＧＧ１６ 和 ＶＧＧ１９ 训练。 由于 ＶＧＧ 网络

深，网络架构权重数量非常大，导致训练非常缓慢，
故研究用到的模型就是在 ＩｍａｇｅＮｅｔ 数据集上预训

练的模型。
研究将从预训练的模型中，获取卷积层部分的

参数，用于构建仿真中使用的模型，这些参数均是作

为常量使用，即不再被训练，在反向传播的过程中也

不会改变，此外 ＶＧＧ 中的全连接层舍弃掉。 参数设

置见表 １。
　 　 （２） Ｃｙｃｌｅ ＧＡＮ。 使用 ｖａｎｇｏｇｈ２ｐｈｏｔｏ 数据集，
Ｇｅｎｅｒａｔｏｒ 采用的是文献 ［６］ 中的网络结构；一个

ｒｅｓｉｄｕａｌ ｂｌｏｃｋ 组成的网络，降采样部分采用 ｓｔｒｉｄｅ 卷
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积，增采样部分采用反卷积；Ｄｉｓｃｒｉｍｉｎａｔｏｒ 采用的仍

是 ｐｉｘ２ｐｉｘ 中的 Ｐａｔｃｈ ＧＡＮｓ 结构，大小为 ７０ × ７０，
Ｌｒ ＝ ０．０００ ２。对于前 １００ 个周期，保持相同的学习

速率０．０００ ２，然后在接下来的 １００ 个周期内线性衰

减到 ０。
表 １　 ＶＧＧ１６ 与 １９ 相关训练参数设定

Ｔａｂ． １　 ＶＧＧ１６ ａｎｄ １９ ｒｅｌａｔｅｄ ｔｒａｉｎｉｎｇ ｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇｓ

参数项 ＶＧＧ１６ ＶＧＧ１９

计算风格损失的

层及其权重

“ｃｏｎｖ１＿１” ，０．２
“ｃｏｎｖ２＿１” ，０．２
“ｃｏｎｖ３＿１” ，０．２
“ｃｏｎｖ４＿１” ，０．２

“ｃｏｎｖ１＿１” ，０．２
“ｃｏｎｖ２＿１” ，０．２
“ｃｏｎｖ３＿１” ，０．２
“ｃｏｎｖ４＿１” ，０．２

计算内容损失的

层及其权重

“ｃｏｎｖ４＿２” ，０．５ “ｃｏｎｖ４＿２” ，０．５
“ｃｏｎｖ５＿２” ，０．５

训练次数 １ ０００ １ ０００

风格损失权重 １ １

内容损失权重 ５００ ５００

Ｌ２ 正则化系数 ０．００５ ０．００５

ｄｒｏｐｏｕｔ 的概率 ０．５ ０．５

噪声比率 ０．５ ０．５

学习率 １０ １０

２．４　 实验分析

实例中的风格图片选为梵高先生的名画《星

夜》，如图 ５ 所示。

图 ５　 模板艺术图《星夜》

Ｆｉｇ． ５　 Ｔｅｍｐｌａｔｅ ａｒｔ ｉｌｌｕｓｔｒａｔｉｏｎ ＂Ｓｔａｒｒｙ Ｎｉｇｈｔ＂

　 　 分别使用 Ｃｙｃｌｅ ＧＡＮ、ＶＧＧ１６、ＶＧＧ１９ 进行实

验， 通过生成的图片观察不同目标函数的效果，实
例中的风格图片均为梵高先生的名画《星夜》，实验

运行效果见图 ６，图 ６ 的对应数据指标见表 ２。
通过对图 ６ 以及表 ２ 的对比发现， ＶＧＧ１６，

ＶＧＧ１９ 得到的结果相近，相较之下艺术风格并不浓

烈，而 Ｃｙｃｌｅ ＧＡＮ 给人的直观感受就好得多，色度适

宜，艺术化表现也恰到好处。

(a)Inputimage

(d)VGG-19

(c)VGG-16

(b)CycleGAN

图 ６　 实验效果

Ｆｉｇ． ６　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｅｆｆｅｃｔ
表 ２　 实验指标

Ｔａｂ． ２　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｉｎｄｅｘ

ＳＳＩＭ ／ ＰＳＮＲ

ＶＧＧ－１９ ＶＧＧ－１６ Ｃｙｃｌｅ ＧＡＮ

Ｉｍａｇｅ＿１ ０．４８１ ７ ／ １７．４７３ ０ ０．４４９ ４ ／ １６．８６８ ８ ０．４２４ ６ ／ １６．１９０ ５

Ｉｍａｇｅ＿２ ０．４３１ ０ ／ １７．３２９ ７ ０．３９６ １ ／ １７．０６９ ８ ０．３７３ ０ ／ １６．７２２ １

Ｉｍａｇｅ＿３ ０．４３２ ２ ／ １６．６４５ ３ ０．４５９ ２ ／ １７．２４８ ０ ０．４２８ ２ ／ １６．３９０ ３

２．５　 实验结果分析

ＶＧＧ－１６ 与 ＶＧＧ－１９ 本质上并无太大区别，两
者均继承了 Ａｌｅｘ Ｎｅｔ 的深度思想，以其较深的网络

结构、较小的卷积核和池化采样域，使其能够在获得

更多图像特征的同时控制参数的个数，避免过多的

计算量以及过于复杂的结构，如此一来 ＶＧＧ 就能更

好地找出内在特性，从而提取图像的 ｓｔｙｌｅ ｆｅａｔｕｒｅｓ。
对比之下，由 ２ 个镜像对称的 ＧＡＮ 组成的

Ｃｙｃｌｅ ＧＡＮ 不仅不需要成对的数据样本，在损失函

数方面也进一步考虑了防止生成器 Ｇ 与 Ｆ 生成的

样本相互矛盾，保证生成的样本与真实的样本同分

布，这样也就保证了生成图像的连续性。
总体来说，ＧＡＮ 网络在这种 ｉｍａｇｅ－ｔｏ－ｉｍａｇｅ 领

域内还是存在很大的优势。
３　 结束语

本文选用卷积神经网络模型 ＶＧＧ１６、ＶＧＧ１９ 和

（下转第 ６５ 页）
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