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基于多神经网络协同训练的命名实体识别

王　 栋， 李业刚， 张　 晓
（山东理工大学 计算机科学与技术学院， 山东 淄博 ２５５０４９）

摘　 要： 为了提高命名实体识别模型的系统实用性，有效利用互联网中海量未经标注的数据，提出了一种基于多神经网络协

同训练的命名实体识别模型。 该模型融合了循环神经网络和协同训练的优势，首先利用少量的有标记数据训练 ３ 种不同的神

经网络获得初始识别模型，然后在大量无标注数据上对 ３ 种神经网络模型进行协同训练以优化模型。 实验结果表明，本文模

型能够有效地训练大量的无标记数据，与传统的协同训练和单一神经网络识别模型相比，模型的整体性能得到了显著提升。
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０　 引　 言

命名实体识别（Ｎａｍｅｄ Ｅｎｔｉｔｙ Ｒｅｃｏｎｇｉｔｉｏｎ，ＮＥＲ）
是自然语言处理领域（Ｎａｔｕｒａｌ Ｌａｎｇｕａｇｅ Ｐｒｏｃｅｓｓｉｎｇ，
ＮＬＰ）中经常用到的实用性技术，在事件抽取［１］、信
息检索［２］、情感分析［３］ 等许多任务中发挥着重要作

用，旨在从文本数据中提取指定的实体信息。 传统

的 ＮＥＲ 多采用机器学习中的监督学习模型，该类模

型需要依赖大量的特征工程和语言学规则。 随着信

息时代的到来，存在于互联网中的文本数据越来越

多，此时采用传统方法的 ＮＥＲ 技术处理如此巨大数

据量的文本信息将会十分困难。 近年来，深度学习

技术（Ｄｅｅｐ Ｌｅａｒｎｉｎｇ，ＤＬ） 受到了研究者的广泛关

注，基于深度学习的 ＮＥＲ 技术取得了丰硕的成果，
深度学习中的神经网络模型可以有效地自动捕获序

列文本中的词级和字符级特征，避免了对特征工程

的依赖和人工添加语言学规则，显著地提高了 ＮＥＲ
的实用性。 然而，基于深度学习的命名实体识别方

法与统计机器学习方法一样，模型的训练需要大量

的有标记数据，以确保识别精度的准确性。 但是有

标记数据需要人工进行标注，此过程必然会耗费大

量的相关成本。 如果有标记数据规模小，则难以获

得较高的识别精度。
针对有标记语料数据的匮乏，充分利用海量无

标记语料数据，本文提出了一种多神经网络协同训

练模型 （ Ｔｒｉ － ｔｒａｉｎｉｎｇ ｆｏｒ Ｍｕｌｔｉｐｌｅ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，
ＴＭＮＮ）。 首先采用 ３ 种不同的神经网络（ＬＳＴＭ 网

络，ＢＬＳＴＭ 网络，ＧＲＵ 网络）初始化为 ３ 种不同的

ＮＥＲ 识别模型，然后基于 Ｔｒｉ－ｔｒａｉｎｉｎｇ 算法，利用少

量有标记序列文本数据和大量无标记序列文本数据

对 ３ 种 ＮＥＲ 模型进行协同训练，最后融合 ３ 种 ＮＥＲ
模型对文本数据进行标注。 实验表明该模型在简历

命名实体识别上取得了良好的效果。
１　 相关工作

１．１　 命名实体识别

命名实体识别任务于 １９９６ 年在 ＭＵＣ－６ 会议

上首次提出，旨在识别出序列文本数据中的实体类



信息。 早期的研究者采用统计机器学习方法对序列

文本中的实体类数据进行识别，此类方法需要研究

者人工制定相应的语言规则模板。 目前，ＮＥＲ 任务

的研究赢得了众多学者的青睐与重视。 究其原因，
一方面 ＮＥＲ 是自然语言处理的关键技术，是信息提

取和信息检索的基础。 另一方面，随着深度学习的

不断发展，将深度学习技术应用在 ＮＥＲ 任务上，也
已成为时下学界的研究重点。

深度学习中的循环神经网络（Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ
Ｎｅｔｗｏｒｋ，ＲＮＮ）能够捕捉句子的上下文信息，尤其适

用于序列任务。 随后具有改进结构的长短期记忆网

络（Ｌｏｎｇ Ｓｈｏｒｔ－Ｔｅｒｍ Ｍｅｍｏｒｙ，ＬＳＴＭ）逐渐成为解决

序列问题的主流方法，常见的基于深度学习的 ＮＥＲ
模型结构如图 １ 所示。 文献［４］使用 ＬＳＴＭ 网络和

ＣＮＮ 网络组成了一种混合结构模型，该模型可以分

别获取字符和词级别的特征信息，避免了对特征工

程的需求。 文献［５］的 ＬＳＴＭ 模型对输入模型的序

列处理了两次，第一次以提取文本信息，第二次用来

消除歧义。 文献［６］ 将 ＬＳＴＭ 网络和条件随机场

（Ｃｏｎｄｉｔｉｏｎａｌ Ｒａｎｄｏｍ Ｆｉｅｌｄ，ＣＲＦ）进行了联合，模型

获得了良好的性能。
综合以上学者的研究在分析后可知，将深度学

习技术与传统的机器学习方法进行融合所产生的混

合模型具有良好的性能。 一方面，深度学习技术可

以自动获取文本序列的特征信息，减少人工干预。
另一方面，用机器学习算法对深度学习识别模型进

行优化和校正可以获得更优秀的识别效果。
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图 １　 基于深度学习的命名实体识别图

Ｆｉｇ． １　 Ｎａｍｅｄ ｅｎｔｉｔｙ ｒｅｃｏｇｎｉｔｉｏｎ ｂａｓｅｄ ｏｎ ｄｅｅｐ ｌｅａｒｎｉｎｇ

１．２　 ＬＳＴＭ 网络与 ＢＬＳＴＭ 网络

长短期记忆网络 （ Ｌｏｎｇ Ｓｈｏｒｔ － Ｔｅｒｍ Ｍｅｍｏｒｙ，

ＬＳＴＭ）是一种能够捕获序列文本特征信息的 ＲＮＮ
改进模型，在语音识别［７］、机器翻译［８］、语言建模［９］

等多种任务中均有着良好表现。 相较于传统的

ＲＮＮ 模型，ＬＳＴＭ 模型解决了早期 ＲＮＮ 模型存在的

长期依赖问题，同时避免了梯度爆炸和消失的问题。
尽管文本序列和语音序列的任务不同，但 ＬＳＴＭ 网

络的结构十分适合于处理序列化的数据，ＬＳＴＭ 网

络记忆单元结构如图 ２ 所示。 ＬＳＴＭ 网络具有 ３ 种

门结构，分别是：输入门、遗忘门、输出门。 其中，输
入门控制当前输入的信息，遗忘门决定保留上层传

来的信息量，输出门控制网络输出的信息。 通过 ３
种门结构，ＬＳＴＭ 可以有效地控制记忆信息。 ＬＳＴＭ
网络的公式描述如下所示：

ｆｔ ＝ σ（Ｗｆ·［ｈｔ －１，ｓｔ］ ＋ ｂｆ）， （１）
ｉｔ ＝ σ（Ｗｉ·［ｈｔ －１，ｓｔ］ ＋ ｂｉ）， （２）

Ｃ
～

ｔ ＝ ｔａｎｈ（Ｗｃ·［ｈｔ －１，ｓｔ］ ＋ ｂｃ）， （３）

Ｃ ｔ ＝ ｆｔ☉Ｃ ｔ －１ ＋ ｉｔ☉ Ｃ
～

ｔ， （４）
ｏｔ ＝ σ（Ｗｏ·［ｈｔ －１，ｓｔ］ ＋ ｂｏ）， （５）

ｈｔ ＝ ｏｔ☉ｔａｎｈＣ ｔ ． （６）
　 　 其中，Ｗｆ，Ｗｉ，Ｗｏ 为权值矩阵； ｆ，ｉ，ｏ 分别为遗忘

门、输入门、输出门； Ｃ 为记忆单元； Ｃ
～

ｔ 为候选向量表

示当前的细胞状态； ｈｔ 是 ｔ 时刻的隐藏层的输出。
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图 ２　 ＬＳＴＭ 记忆单元图

Ｆｉｇ． ２　 ＬＳＴＭ ｍｅｍｏｒｙ ｕｎｉｔ ｄｉａｇｒａｍ

　 　 双向长短期记忆网络（Ｂｉｄｉｒｅｃｔｉｏｎａｌ Ｌｏｎｇ Ｓｈｏｒｔ－
Ｔｅｒｍ Ｍｅｍｏｒｙ，ＢＬＳＴＭ）的设计原理是将一个前向的

ＬＳＴＭ 网络和一个后向的 ＬＳＴＭ 网络连接到同一输

出，以此来获取前向和后向的信息［１０ ］。 相较于单向

的 ＬＳＴＭ 网络，该网络结构可以更充分地利用序列

化文本的上下文信息，双向网络的输出为前向和后

向网络的输出拼接，该种输出的公式描述如下所示：

Ｂ ｔ ＝ ［ｈ
→

ｔ，ｈ
←

ｔ］ ． （７）
１．３　 ＧＲＵ

门控循环单元（Ｇａｔｅｄ Ｒｅｃｕｒｒｅｎｔ Ｕｎｉｔ，ＧＲＵ）也

属于 ＲＮＮ 网络的一种变体网络模型［１１ ］。 该网络具

有更简洁的门结构，相较于 ＬＳＴＭ 网络依靠 ３ 种门
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结构来实现信息的更新与保留，ＧＲＵ 网络则依靠更

新门与复位门来控制记忆信息，更新门负责控制 ｔ －
１ 时刻时记忆单元存储的信息量，复位门负责结合

当前输入的信息与历史记忆信息，２ 种门结构共同

决定了 ＧＲＵ 网络的输出表示。 ＧＲＵ 网络记忆单元

结构图如图 ３ 所示。 ＧＲＵ 网络具有结构更简单，参
数更少，计算速度更快的优势。 ＧＲＵ 网络的公式描

述如下所示：
ｒｔ ＝ σ（Ｗｒ·［ｈｔ －１，ｓｔ］）， （８）
ｚｔ ＝ σ（Ｗｚ·［ｈｔ －１，ｓｔ］）， （９）

ｈ
～

ｔ ＝ ｔａｎｈ（Ｗｈ·［ ｒ☉ｈｔ －１，ｓｔ］）， （１０）

ｈｔ ＝ （１ － ｚｔ）☉ｈｔ －１ ＋ ｚｔ☉ ｈ
～

ｔ ． （１１）
　 　 其中， Ｗｒ、Ｗｚ、Ｗｈ 为权重矩阵； ｚｔ 为更新门； ｒｔ
为复位门； σ 为激活函数； ☉ 表示向量之间的点乘

运算； ｈｔ 为 ｔ 时刻 ＧＲＵ 的输出表示。
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图 ３　 ＧＲＵ 记忆单元图

Ｆｉｇ． ３　 ＧＲＵ ｍｅｍｏｒｙ ｕｎｉｔ ｄｉａｇｒａｍ

１．４　 协同训练

协同训练算法是一类典型的半监督学习算法，
可以将无标记的数据自动训练为有标记的数据，使
得海量无标记的数据得以利用，减少了对有标记数

据的依赖，训练的过程中仅仅使用了少量的有标记

数据。 文献［１２］提出的 Ｃｏ－ｔｒａｉｎｉｎｇ 算法通过在 ２
个视图上利用有标记的数据分别初始化分类器，并
使用 ２ 个分类器对无标记的数据进行标注，同时将

每个分类器标注后的数据作为另一个分类器的输

入，从而达到更新训练集的目的。 随后，文献［１３］
提出了 Ｔｒｉ－ｔｒａｉｎｉｎｇ 算法，增加了第三个分类器。 该

算法通过对有标记数据集重复取样生成训练集，由
此训练得到 ３ 个分类器。 在随后的训练过程中，３
个分类器中用到的训练数据皆由其他两个分类器合

作提供。 在对数据进行标注时，Ｔｒｉ－ｔｒａｉｎｉｎｇ 算法不

同于 Ｃｏ－ｔｒａｉｎｉｎｇ 算法仅仅使用一个分类器进行标

注，而是采用投票法将 ３ 个分类器联合起来对数据

进行标注。 上述过程不再需要分类器的差异性，因
此使得 Ｔｒｉ－ｔｒａｉｎｉｎｇ 算法具有了更强的实用性。

综合上述研究，本文融合神经网络模型和 Ｔｒｉ－
ｔｒａｉｎｉｎｇ 算法，提出了多神经网络协同训练模型。 首

先选取 ３ 种不同的神经网络模型，作为 Ｔｒｉ－ｔｒａｉｎｉｎｇ
算法的 ３ 个初始模型，为使初始识别模型具有一定

的差异性，本文实验中分别选取了 ＬＳＴＭ 网络、
ＢＬＳＴＭ 网络及 ＧＲＵ 网络。 ＴＭＮＮ 模型在训练的过

程中使用了少量的有标记数据和大量无标记数据，
克服了缺乏有标记语料的困难。
２　 多神经网络协同训练模型

基于上述的相关工作，本文提出一种多神经网

络协同训练模型 ＴＭＮＮ，首先选取了 ３ 种不同的神

经网络模型，彼此都具有一定的差异性。 模型训练

时使用少量有标记的数据 Ｌ 以及大量未标记的数据

Ｕ 对 ３ 种初始模型进行协同训练。 首先对 Ｌ 进行重

复采样，得到 ３ 个不同的训练集 Ｌ１，２，３。 然后利用训

练集分别训练 ３ 种初始识别模型 Ｈ１，２，３。
在协同训练的过程中，各神经网络识别模型所

更新的有标记数据由其余两个识别模型协同提供。
假设一个无标记的数据 ｘ ，如果 Ｈ２ 和 Ｈ３ 对 ｘ 的识

别相同，则认为该识别结果准确。 如果 Ｈ１ 对 ｘ 的识

别与 Ｈ２ 和 Ｈ３ 不相同，则该识别结果不准确。 每一

轮训练，待标记的数据从 Ｕ 中获得，直至 Ｕ 为空。
训练结束后，获得的模型 Ｈ１，２，３ 基于投票法对数据

进行重新标注，其计算公式如下所示：

Ｈ（ｘ） ＝ ａｒｇｍａｘ
ｙ∈ｌａｂｅｌ

Ｐ ｉ（Ｌ） × ∑
３

ｉ ＝ １
θ（ｙ，Ｈｉ（ｘ））

∑
３

ｉ ＝ １
Ｐ ｉ（Ｌ）

． （１２）

其中， Ｌ 为少量的有标记数据集； Ｐ 为初始模型

的识别精度； θ 为用于判断标注结果的函数。
ＴＭＮＮ 的算法步骤详见如下。
算法：多神经网络协同训练模型 ＴＭＮＮ
输入：有标记数据集 Ｌ； 无标记数据集 Ｕ； 初始

模型 Ｈ１、Ｈ２、Ｈ３

输出：最后的 ＮＥＲ 结果

Ｓｔｅｐ １　 Ｌ → Ｌ１、Ｌ２、Ｌ３、Ｔ
［Ｈ１，Ｌ１］ → Ｃ１， ［Ｈ２，Ｌ２］ → Ｃ２， ［Ｈ３，Ｌ３］ → Ｃ３

Ｓｔｅｐ ２　 Ｒｅｐｅａｔ

Ｔ
Ｂｏｏｔｓｔｒａｐ

→ Ｌｉ
１， Ｌｉ

２， Ｌｉ
３

从 Ｕ 中选取待标记数据至 Ｕｉ

利用 Ｃ ｉ
１， Ｃ ｉ

２， Ｃ ｉ
３ 进行标记，并且得到更新数据

集 Ｖ１、 Ｖ２、 Ｖ３

Ｌｉ
１ ∪ Ｖ１ → Ｌｉ ＋１

１ 、 Ｌｉ
２ ∪ Ｖ２ → Ｌｉ ＋１

２ 、 Ｌｉ
３ ∪ Ｖ３ →

Ｌｉ ＋１
３ 。 其中， Ｌｉ ＋１

１，２，３ 为新的训练集

［Ｈ１，Ｌｉ ＋１
１ ］ → Ｃ ｉ ＋１

１
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　 　 ［Ｈ２，Ｌｉ ＋１
２ ］ → Ｃ ｉ ＋１

２

　 　 ［Ｈ３，Ｌｉ ＋１
３ ］ → Ｃ ｉ ＋１

３

Ｌｉ ＋１
１ ∪ Ｌｉ ＋１

２ ∪ Ｌｉ ＋１
３ → Ｔ

Ｈ１，２，３ 依据投票法对 Ｔ 中数据重新标注

ｕｎｔｉｌ Ｕ 为空

３　 实验

３．１　 实验设置

本文在新浪财经随机选取 １ ０２４ 份上市公司的

高管简历中文文本数据作为实验的语料，该语料包

括了姓名、学历、籍贯、毕业院校等 ８ 种实体信息，８
种实体描述见表 １。 数据集的规模为 １６ ５６５ 条，实
验过程中对语料随机选取 ２０％作为测试集，２０％作

为有标记的训练集 Ｌ， ６０％的数据集作为未标注集

Ｕ。 为了避免神经网络模型输入差异性对实验效果

的影响，实验的过程中统一使用［－０．２５，０．２５］区间

内随机初始化的方式得到的字向量作为 ３ 种初始化

模型的输入。
表 １　 简历实体类别表

Ｔａｂ． １　 Ｒｅｓｕｍｅ ｅｎｔｉｔｙ ｃａｔｅｇｏｒｙ ｔａｂｌｅ

实体 示例

民族 如“汉族”

学校 如“山东大学”

籍贯 如“山东济南”

姓名 如“张三”

职位 如“经理”

出生日期 如“１９９４ 年”

性别 “男”“女”

学历 如“本科”

３．２　 评价指标与标注策略

本文采用 ＢＩＯ 的标注策略，该标注策略中 Ｂ 表

示实体的起始部， Ｉ 表示的是实体的非起始部， Ｏ 表

示其他。 并且采用准确率 （Ｐｒｅｃｉｓｉｏｎ）、 召回率

（Ｒｅｃａｌｌ）、Ｆ１ 值作为模型识别性能评价指标。 本文

评价指标的计算公式如下所示：

Ｐ ＝ 正确识别的命名实体个数

实际识别的命名实体个数
× １００％， （１３）

Ｒ ＝ 正确识别的命名实体个数

标注的命名实体总数
× １００％， （１４）

Ｆ１ ＝ ２ＰＲ
Ｐ ＋ Ｒ

× １００％． （１５）

３．３　 实验结果与分析

为了分析 ＴＭＮＮ 模型的性能，本文对比分析了

ＴＭＮＮ 模型与传统协同训练方法和 ３ 种单一神经网

络 ＮＥＲ 模型（ ＬＳＴＭ－ＣＲＦ 模型、ＧＲＵ－ＣＲＦ 模型、

ＢＬＳＴＭ－ＣＲＦ 模型）在相同数据集上的识别效果。
其中，传统协同训练选用条件随机场 ＣＲＦ 作为初始

分类器，实验结果见表 ２。 从表 ２ 中可以看出，多神

经网络协同训练模型的识别质量远高于传统协同训

练算法。 究其原因，传统协同训练对特征工程和语

言学规则具有较高的依赖性，模型泛化性能较差，识
别质量低，而本文提出的 ＴＭＮＮ 的初始识别模型分

别选用了 ３ 种不同的神经网络模型，这三种神经网

络可以自动提取文本数据的内部特征，避免了人工

添加过多的特征工程和语言学规则，从而显著地提

高了 ＮＥＲ 的精度。 相较于 ３ 种单一的神经网络模

型，多神经网络协同训练模型 ＴＭＮＮ 通过使用不同

的神经网络提取到具有差异化的特征，并且通过协

同训练模型，达到持续优化模型的目的，对比 ３ 种单

一的神经网络模型的 Ｆ１ 值分别有了 ３．３５％、２．５８％、
１．２５％的提高，系统性能显著提升。

表 ２　 实验结果对比表

Ｔａｂ． ２　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔ ｃｏｍｐａｒｉｓｏｎ ｔａｂｌｅ

模型 准确率 ／ ％ 召回率 ／ ％ Ｆ１ ／ ％

协同训练 － － ８０．５５

ＬＳＴＭ－ＣＲＦ ８７．３７ ８４．８０ ８６．０７

ＧＲＵ－ＣＲＦ ８７．３９ ８６．３０ ８６．８４

ＢＬＳＴＭ－ＣＲＦ ８９．４５ ８６．９３ ８８．１７

ＴＭＮＮ ９０．７８ ８８．１０ ８９．４２

　 　 图 ４ 给出本文提出的 ＴＭＮＮ 模型和模型所使用

的 ＬＳＴＭ 网络、ＢＬＳＴＭ 网络、ＧＲＵ 网络在训练过程

中识别精度的变化趋势。 从图 ４ 中可以看出， 当

ｉｔｅｒａｔｉｏｎ大于５时，４种模型的Ｆ１ 值趋于稳定。 并且

在训练过程中，多神经网络协同训练模型的性能都

要优于其他三种神经网络模型。 综合上述实验结果

可以看出，多神经网络协同训练模型具有良好的稳

定性和系统性能，并且模型的实用性也有了显著的

提高。
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图 ４　 ＴＭＮＮ 和 ３ 种神经网络识别效果对比图

Ｆｉｇ． ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒｅｃｏｇｎｉｔｉｏｎ ｅｆｆｅｃｔｓ ｂｅｔｗｅｅｎ ＴＭＮＮ ａｎｄ ｔｈｒｅｅ
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４　 结束语

本文提出的多神经网络协同训练模型，将神经

网络和协同训练算法各自的优势相结合，使用神经

网络模型自动提取序列文本的内部特征，有效利用

了协同训练算法对无标记数据进行训练，达到了利

用大量无标记数据进行命名实体识别的目的，
ＴＭＮＮ 模型降低了对人工标记数据的需要，模型的

系统实用性得到了提高。 实验表明，本文模型具有

良好的系统性能，在实际应用中优于已有的其它模

型。
随着专业领域语料越来越多，识别专业领域命

名实体的需求越来越大。 下一步将探索专业领域的

命名实体识别方法，以提高命名实体识别的跨领域

适应性，进一步增强模型对于专业领域文本数据的

学习能力，从而达到更好的专业领域识别效果，提高

命名实体识别的应用范围。
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