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改进卷积神经网络在图像烟雾检测的应用
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（深圳市微纳集成电路与系统应用研究院， 广东 深圳 ５１８０７１）

摘　 要： 目前基于卷积神经网络的烟雾检测主要通过若干个有序的卷积层的学习识别烟雾。 为了提高烟雾检测的精确度，提
出了一种改进的卷积神经网络框架。 该框架增加了批量归一化层和轻量级的卷积结构，并提取网络中不同卷积层的特征图

进行联合训练。 改进卷积神经网络的网络结构更小，训练参数更少。 在仿真实验中，对训练数据进行了图像扩增，结果证明

了改进的卷积神经网络能够有效提高烟雾识别的准确率和识别速度。
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０　 引　 言

烟雾检测作为防治火灾的一种重要且有效的方

法，一直是国内外火情预警研究的重要方向。 传统

的烟雾检测方案主要采用温度感应传感器、湿度感

应传感器和烟感应式传感器等［１］，这些传感器价廉

物美，准确度高，但是感应范围较小、且容易损坏，难
以大面积铺设，不适用于一些空间较大的高火灾隐

患场所。 随着图像、视频等数据大规模普及和深度

学习的兴起，基于图像识别的烟雾检测技术成为了

更加方便，科学的火灾探测手段。
卷积神经网络是一种深度神经网络模型，主要应

用于图像识别，仅就过去的不到 １０ 年期间，即在目标

识别、物体定位等领域中取得了巨大的成就。 现有的

基于图像识别的烟雾检测方法主要采用局部模式特

征、灰度共生矩阵或者各类统计量（如标准差、均值、
倾斜度等）特征对烟雾进行建模［２］，而使用卷积神经

网络进行烟雾检测的算法却不多。 陈俊周等人［３］ 在

卷积神经网络中综合了视频的静态纹理信息和动态

纹理信息，将原始图像及其光流序列分别作为静态纹

理和动态纹理的输入，有效地降低了误检率。 李诚等

人［４］使用了 ＧｏｏｇＬｅＮｅｔ［５］ 的卷积神经网络结构进行

火焰和烟雾检测。 Ｙｉｎ 等人［６］ 提出了基于深度归一

化化卷积神经网络的图像烟雾检测算法，该网络在每

个卷积层后增加了批量归一化层［７］，有效抑制了训练

中产生的梯度消失和过拟合等问题，加速了网络的收

敛速度，对文中提出的数据集的准确率接近 ９８％。
当前烟雾识别卷积网络模型层数较深，模型训

练参数较多，网络模型冗余。 因此，本文采用了深度

可分离卷积结构［８－９］，减少网络参数，并提取不同网

络层的特征进行融合训练，抑制由于网络泛化导致

的有效烟雾特征弥散现象，再针对正负样本不平衡

的问题，对训练数据进行了数据扩增，在减小网络模

型的同时，得到更高的分类精度和识别度。



１　 改进的卷积神经网络

１．１　 深度可分离卷积结构

卷积神经网络一般由卷积层、非线性激活函数

层、池化层和全连接层组成，其中卷积层主要为网络

提供权重参数，在迭代训练的过程中，网络在某种确

定的损失函数和随机梯度下降算法的指导下不断更

新卷积层提供的权重参数，使权重更趋向于正确的

分类界面。 常规的卷积运算如图 １ 所示，在计算时

使用卷积核的权重参数遍历每个输入通道得到特征

图，再叠加每个输入通道对应的特征图后获得一个

完整的特征图。
这一过程涉及的参数和计算量非常大，因此，

２０１７ 年谷歌提出了一种轻量级的卷积神经网络：
ＭｏｂｉｌｅＮｅｔ［９］，可将常规卷积结构转换为深度可分离

卷积结构，这种新的卷积结构在准确率基本不变的

情况下，计算速度提高了 ９ 倍，参数数量降为原来的

七分之一。 深度可分离卷积结构可以分为两层卷积

层，分别为深度卷积层和逐点卷积层。 如图 ２ 所示，
深度卷积对每个输入通道进行独立的空间卷积，去除

了叠加特征图的步骤；逐点卷积运算与常规的卷积运

算相同，只将卷积核的尺寸固定为 １×１。 深度可分离

卷积将空间特征和通道特征的学习进行分离的做法，
减少了权重参数数量，降低了网络的计算量。

输入 权重参数 输出的特征图

遍历计算

叠加

图 １　 常规卷积运算
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输入 权重参数 深度卷积输出 逐点卷积输出

叠加

1?1的权重参数

图 ２　 深度可分离卷积运算
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１．２　 批量归一化层

在卷积神经网络中，卷积运算后特征图的数据

分布会发生极大的变化，这种不可控的改变增加了

网络训练学习的难度。 批量归一化有效地解决了这

个问题并能够抑制训练过拟合现象，输入的特征图

在卷积计算后进行批量归一化，使其数据分布趋向

于一个均值为 ０，方差为 １ 的高斯分布，在这一过程

中信息不丢失，并且批量归一化的运用使训练的难

度大大减低，减少了训练过程中调整学习率的操作。
区别于常规的归一化操作，批量归一化也加入

网络的训练，数学公式如下所示：

μｋ ＝ １
ＮＨＷ∑ｎ，ｉ，ｊ ｘ

ｋ
ｎ，ｉ，ｊ， （１）

σｋ ＝
　 １
ＮＨＷ∑ｎ，ｉ，ｊ ｘｋ

ｎ，ｉ，ｊ － μｋ( ) ２ ， （２）

ｙｋ
ｎ，ｉ，ｊ ＝ γｋ ｘ

ｋ
ｎ，ｉ，ｊ － μｋ

σｋ
＋ βｋ ． （３）

　 　 其中， ｘｋ
ｎ，ｉ，ｊ 表示一次训练中第 ｎ 幅训练图像的

第 ｋ 个输入特征图； ｙ（ｋ）
ｎ，ｉ，ｊ 表示对应的输出归一化特

征图；批量归一化层为每个特征图训练一个缩放因

子 γｋ 和偏置 βｋ 。 μｋ 和 σｋ 分别表示输入特征图的均

值和标准差，而 μ^ｋ 和 σ^ｋ 分别表示训练时更新的滑

动均值和滑动标准差，测试时将使用 μ^ｋ 、 σ^ｋ、γｋ 和

βｋ 进行归一化， τ 是滑动平均衰减值，均值和标准差

更新的数学表达式如下：

μ^ｋ ＝ τ μ^ｋ ＋ １ － τ( ) μｋ， （４）

σ^ｋ ＝ τ σ^ｋ ＋ １ － τ( ) σｋ ． （５）
１．３　 改进的卷积神经网络结构

本文提出的卷积神经网络分为主体部分和旁支

部分，网络整体结构如图 ３ 所示。
主体部分由 ６ 个深度可分离卷积层和一个全连

接层组成，每个深度可分离卷积层后进行批量归一

化和非线性函数激活。 批量归一化对输入数据进行

正则化，加速网络收敛和抑制过拟合，第一、二个卷

积层后使用了双曲正切激活函数，防止网络的底层

卷积泛化时烟雾信息损失过多，在之后的 ４ 个卷积

层采用 ＲｅＬＵ 激活函数，第二、四卷积层后使用最大

值池化，最后一个卷积层后通过全局均值池化［１０］ 将

每个特征图融合为一个特征点，全局均值池化层实

际等同对整个特征图正则化，有利于防止过拟合，能
大幅度减少全连接层的神经元数量，但会降低收敛

速度。
旁支部分中，前面的卷积层的输出不仅为下一

个卷积层提供输入数据，并且通过均值池化作为更

深的卷积层输入特征图的一部分，均值池化对特征

图进行不失真的下采样，保证不同尺寸的特征图在

拼接层进行特征图合并。 在改进的卷积神经网络模
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型中，采用了 ３ 个拼接层对不同卷积层输出的特征

图进行合并。 这一部分网络的设计主要来源于深度

残差卷积神经网络［１１］，深度残差卷积神经网络利用

短连接来抑制梯度消失，以此增加网络层数，在多分

类任务中具有显著的效果。 在 ２０１５ 年的 ＩＬＳＶＲＣ
挑战中，引入短连接的网络结构得到了较先进的性

能，其性能类似于 ＩｎｃｅｐｔｉｏｎＶ３ 网络［５］。 本文给出了

明确的实验数据，证明使用短连接的训练显著加速

了网络的训练。 对于烟雾检测这一类二分类任务，
采用了类似于短连接的方式能够得到不同泛化程度

的烟雾特征，这些组合起来的特征能够防止烟雾信

息丢失，有利于网络的优化和训练。

分类概率

Softmax函数

全连接层

2-D

全局均值池化层

256?(1?1)

256?(8?8)

深度可分离卷积层6
批量归一化层
ReLU激活函数层

深度可分离卷积层5
批量归一化层
ReLU激活函数层
最大值池化层(3?3,步长2)

512?(8?8)

384?(16?16)384?(16?16)

均值池化层
(3?3,步长2)

32?(32?32)

32?(64?64)

3?(64?64)

32?(16?16)
96?(16?16)

均值池化层
(3?3,步长2)

均值池化层
(3?3,步长2)

96?(32?32)

合并层3
64?(16?16)

192?(16?16)

192?(32?32)

深度可分离卷积层4
批量归一化层
ReLU激活函数层
最大值池化层(3?3,步长2)

均值池化层
(3?3,步长2)

合并层2

深度可分离卷积层3
批量归一化层
ReLU激活函数层

合并层1

64?(32?32)
深度可分离卷积层2
批量归一化层
TanH激活函数层
最大值池化层(3?3,步长2)

深度可分离卷积层1
批量归一化层
TanH激活函数层

输入图像

96?(32?32)

图 ３　 改进的卷积神经网络结构
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２　 数据扩增与实验结果

２．１　 获取扩增数据集

进行实验使用的初始数据来自于文献［６］中提

供的烟雾检测数据集，这个图像数据集中一共有

２４ ２１７幅图像，包括 ５ ６９５ 幅烟雾图像及 １８ ５２２ 幅

非烟雾图像。 本文采用了该数据集的图像训练了一

个初始改进卷积神经网络模型，使用 ｐｙｔｈｏｎ 网络爬

虫从 ＹｏｕＴｕｂｅ 网站和优酷网站上下载了 ５００ 多个含

有烟雾的相关视频，利用初始模型结合光流帧移法

从有烟视频中获取烟雾图像，再通过人工检查剔除

错误检测得到的烟雾图像，共获取 １６ ２３４ 张烟雾图

像，并从 ｉｍａｇｅｎｅｔ 数据集中随机挑选了 ２５ ０００ 张不

同场景的非烟雾图像，因此本文实验所采用的数据

集包含了 ２１ ９２９ 张烟雾图像和 ４３ ５２２ 张非烟雾图

像，图像示例如图 ４ 所示。
２．２　 实验设置

本文中实验所使用的计算机配置为 Ｉｎｔｅｌ（Ｒ）
Ｘｅｏｎ（Ｒ） ＣＰＵ Ｅ５－ ２６３０ ｖ４ ＠ ２． ２０ ＧＨ 和 Ｎｖｉｄｉａ
ＧＴＸ １０８０ ＧＰＵ，内存为 ３２ ＧＢ。 计算机的操作系统

为 Ｕｂｕｎｔｕ １６． ０４． ４ ＬＴＳ，使用的深度学习框架为

Ｔｅｎｓｏｒｆｌｏｗ １．７ 和 Ｋｅｒａｓ。
将 ２．１ 节所获取的图像随机分为 ３ 个数据集，

分别为训练数据集，测试数据集和验证数据集。 具

体划分情况见表 １。 网络的所有参数以均值为零，
标准差为 ０．０１ 的高斯分布生成的随机数进行初始

２４ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 ９ 卷　



化，网络优化算法采用了 ＡｄａＤｅｌｔａ 梯度下降算

法［１２］，对比起原始的梯度下降算法，该算法能够动

态地调整学习率，并且不用设置初始化学习率这一

超参。 每次训练输入的图像数量为 ６４，输入图像尺

寸为６４×６４×３，批量归一化时设置衰减度和 ｅｐｓｉｌｏｎ
为 ０．０５ 和 ０．０１。 停止训练的标准为通过对验证数

据集的检验判定网络是否训练完成，网络的性能评

判通过对测试数据集进行校验比较，判别标准为准

确率和误检率。 其中，准确率为烟雾图像和非烟雾

图像准确判断的数量与测试数据集图像总数量的比

值，误检率为非烟雾图像被错误判断的数量与非烟

雾图像总数量的比值，准确率越高，误检率越低，网
络的性能越好。

(a)烟雾图像
(a)Smokeimage

(b)非烟雾图像
(b)Non-smokeimage

图 ４　 扩增数据图像示例

Ｆｉｇ． ４　 Ａｎ ｅｘａｍｐｌｅ ｏｆ ｄａｔａ ａｕｇｍｅｎｔａｔｉｏｎ
表 １　 图像数据集划分

Ｔａｂ． １　 Ｉｍａｇｅ ｄａｔａ ｓｅｔ ｐａｒｔｉｔｉｏｎ

数据集 烟雾图像数量 非烟雾图像数量

训练数据集 １５ ３５０ ３０ ４６０

测试数据集 ３ ３７９ ６ ６６２

验证数据集 ３ ２００ ６ ４００

２．３　 实验结果与分析

本 文 选 择 了 ＩｎｃｅｐｔｉｏｎＶ３［５］、 ＭｏｂｉｌｅＮｅｔ［９］、
ＲｅｓＮｅｔ［１１］ 和 ＤＮＣＮＮ［６］ 四种网络模型进行对比试

验， Ｉｎｃｅｐｔｉｏｎ－ｖ３，ＭｏｂｉｌｅＮｅｔ 和 ＲｅｓＮｅｔ 都采用了开

源的超参设置，４ 种模型的预计训练的参数量分别

为 １３ ８３５ 万、２ ５６３ 万、４２５ 万和 ２ ４３４ 万，而改进的

卷积神经网络所需训练的参数量仅有 ５２ 万。 为了便

于比较，对于不同的网络结构，统一了输入图像的尺

寸。 初始和扩增数据集在改进的卷积神经网络上的

检测结果比较见表 ２。 表 ２ 的实验结果证明了扩增的

数据集对比初始数据集具有显著的提升，因此在表 ３
的所有对比算法都使用了数据扩增后的数据集。

表 ２　 初始和扩增数据集在改进的卷积神经网络的检测结果比较

Ｔａｂ． ２　 Ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｉｍｐｒｏｖｅｄ Ｃｏｎｖｏｌｕｔｉｏｎａｌ
Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ ｗｉｔｈ ｏｒｉｇｉｎａｌ ａｎｄ ａｕｇｍｅｎｔｅｄ ｄａｔａｓｅｔｓ ％

数据集 准确率 误检率

初始数据集 ９８．２１ ０．３７
扩增数据集 ９９．１３ ０．２２

　 　 几种卷积神经网络的实验结果见表 ３。 ｐｒｏｐｏｓｅｄ１
的网络模型为图 ３ 所述结构，ｐｒｏｐｏｓｅｄ２ 在 ｐｒｏｐｏｓｅｄ１
的基础上去除了旁支部分。 ｐｒｏｐｏｓｅｄ１ 的准确率超过

９９％，误检率也仅有 ０．２２％，检测性能低于 ＲｅｓＮｅｔ，与
ＭｏｂｉｌｅＮｅｔ 的性能相当，现实生活中无烟雾的场景较

为常见，因此要求网络的误检率比较低，尽管在准确

率上低于 ＭｏｂｉｌｅＮｅｔ，但具有更强的鲁棒性。 当旁支

部分被移除时，网络的准确率和误检率都有所下降，
证明了旁支部分对网络的性能提升有积极的作用。
对比一幅图像在 ＧＰＵ 上测试的运行时间，改进的卷

积神经网络的计算成本要远低于其他对比网络模型。
表 ３　 网络模型比较

Ｔａｂ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｎｅｔｗｏｒｋ ｍｏｄｅｌｓ

网络模型 准确率 ／ ％ 误检率 ／ ％平均单帧运行时间 ／ ｍｓ
ＩｎｃｅｐｔｉｏｎＶ３ ９８．６７ ０．５３ ６４
ＭｏｂｉｌｅＮｅｔ ９９．２０ ０．２８ ２２
ＲｅｓＮｅｔ ９９．３７ ０．１８ ８３
ＤＮＣＮＮ ９８．８４ ０．３１ １７
Ｐｒｏｐｏｓｅｄ１ ９９．１３ ０．２２ ９
Ｐｒｏｐｏｓｅｄ２ ９７．６６ ０．８４ ７

　 　 ｐｒｏｐｏｓｅｄ１ 和 ｐｒｏｐｏｓｅｄ２ 两个模型在训练时的收敛

情况如图 ５ 所示。 由图 ５ 可知，ｐｒｏｐｏｓｅｄ１ 收敛速度较

快，在大约 １５ 个训练周期后，训练准确率就达到 ９９％，
而且后续的训练也非常稳定。 ｐｒｏｐｏｓｅｄ２ 需要训练到

３０ 个周期后才逐步收敛。 由表 ２ 和图 ５ 可得，增加了

旁支部分的网络对烟雾识别的准确率更高，训练时收

敛更快。
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图 ５　 训练准确率
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３　 结束语

本文通过数据扩增与设计卷积神经网络很好地

提高了烟雾检测的准确率，在基于原有数据的基础

上，通过网络爬虫、烟雾检测和人工筛选的方式对数

据库进行了图像扩增，增强了图像质量；对卷积神经

网络进行改进，深度可分离卷积层的使用大大减少

了网络的参数量，加快了单帧处理速度，改进卷积神

经网络增加的旁支部分能够加快网络收敛。 通过仿

真验证实验，本文提出的网络模型提高了对于烟雾

图像的检测精度，同时具有较强的鲁棒性，是一种可

靠、且高精度的图像烟雾检测算法。
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（上接第 ３９ 页）
　 　 由表 ４、表 ５ 中数据的对比情况分析可知，该改

进的 ＮＳＧＡ－Ⅱ算法可以在满足用户所需要的质量

指标的约束前提下，寻找到多组能够为用户使用的

合理方案，解决了经典 ＮＳＧＡ－Ⅱ算法在研究该问题

中出现的一些问题。

４　 结束语

ＮＳＧＡ－Ⅱ算法是一种优秀的多目标寻优算法，
但是由于烧结矿成本和硫含量这 ２ 个目标值在个体

定义域中分布不均匀的原因将无法搜索到优秀的

Ｐａｒｅｔｏ 解集。 基于这一问题状况，本次研究对经典

ＮＳＧＡ－Ⅱ算法进行改进，通过增添去重操作，缓解

由精英保留策略导致的个体重复率太高的不足，增
强种群个体的多样性，通过在快速非支配层排序中

增添极值过滤的操作，降低极端目标值个体对序号

靠前的非支配层个体的影响，并且将截断式的个体

选择方式融入到快速非支配层排序当中，优化缩简

了计算量和计算时间，增强了 Ｐａｒｅｔｏ 解集在实际生

产操作中的合理性和指导性。 通过前文研究中的数

据对比结果可知，该算法可以明显改善配料方法，降
低原料成本和烧结矿中的硫含量，增强烧结矿的质

量性能，减少钢铁的热脆现象，为钢铁企业带来可观

的经济效益，提高钢铁的生产质量。
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