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基于时间序列网络的谣言检测研究
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摘　 要： 本文主要研究了 ＧＲＵ，ＬＳＴＭ 等深度学习模型在谣言检测上的应用，判断微博文本是否为谣言类信息。 考虑到新浪

微博平台的图结构，一条微博文本对应着多条评论信息，评论中可能包含对该条文本的态度，例如赞成、反对、怀疑等。 因此，
本文在判断微博文本是否为谣言时，融合了评论信息，将评论看作一条时间线上的各个时刻，按照时间节点展开，作为时间序

列模型每个时刻的输入，并且利用注意力机制衡量每个时间节点对最终语义表示的重要程度。 实验结果表明，在加入评论信

息及 ａｔｔｅｎｔｉｏｎ 机制后，实验结果具有明显提升，最后达到 ９２．６６％的识别准确率。
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０　 引　 言

目前，国内外研究者基于 ｔｗｉｔｔｅｒ、新浪微博平台

中的谣言信息已经展开了丰富的研究工作，从不同

的角度着手构建谣言检测模型。 大多数的研究都是

将其看作分类任务，利用带标签的数据集进行有监

督的学习。 但构造特征工程费时费力，并且需要一

定的专业背景知识。
相比于传统的机器学习方法，深度学习模型可

以自动学习数据集中蕴含的特征，摒弃了繁琐的特

征构造过程，无需掌握过多的领域背景知识，在一定

程度上简化了设计开发步骤［１］。 在本次研究中，主
要利用 ＧＲＵ、ＬＳＴＭ模型对微博文本进行建模，考虑

到评论信息对谣言检测具有重要的影响，评论文本

中包含着否定、怀疑、肯定等态度。 因此研究中将利

用注意力模型对评论进行建模。 评论数众多，采用

分块的方式对评论进行划分，作为时间序列模型每

个时刻的输入，并引入 ａｔｔｅｎｔｉｏｎ机制，衡量每个时间

块对最终语义表示的影响程度。 对此，将给出设计

论述如下。

１　 深度学习模型研究

１．１　 ＬＳＴＭ 和 ＧＲＵ 网络探析

长短期记忆网络 （ ＬＳＴＭ） ［２］ 是一种特殊的

ＲＮＮ，通过内部的结构设计可以避免 ＲＮＮ的梯度消

失问题，并且相比于 ＲＮＮ 模型，能够记住更长远的

信息。 包含 ３ 个门结构，分别为输入门、输出门、遗
忘门，可以去除或者增加长期信息，刻画长远信息对

当前细胞状态的影响程度，衡量当前输入及长远信

息对当前细胞状态的影响程度的差异性。 每个门的

计算公式可表示如下：
ｉｔ ＝ σｉ（Ｗｉ［ｈｔ －１，ｘｔ］ ＋ ｂｉ）；

Ｃ ｔ
 ＝ σＣ（ＷＣ［ｈｔ －１，ｘｔ］ ＋ ｂＣ）；
ｆｔ ＝ σｆ（Ｗｆ［ｈｔ －１，ｘｔ］ ＋ ｂｆ）；



ｏｔ ＝ σｏ（Ｗｏ［ｈｔ －１，ｘｔ］ ＋ ｂｏ）；

Ｃ ｔ ＝ ｆｔ∗Ｃ ｔ －１ ＋ ｉｔ∗ Ｃ ｔ
 ；

ｈｔ ＝ ｏｔ∗ｔａｎｈ（Ｃ ｔ） ． （１）
　 　 其中，输入门 ｉｔ 表示当前新的输入对细胞状态

的影响程度，决定利用多少新信息对细胞状态进行

修改，代替旧的信息；遗忘门 ｆｔ 表示从先前的细胞状

态中丢弃多少信息，０表示舍弃，１表示保留；输出门

ｏｔ 确定更新后的细胞状态将有多少信息输出。
ＧＲＵ［３］（ Ｇａｔｅｄ Ｒｅｃｕｒｒｅｎｔ Ｕｎｉｔ）由 Ｃｈｏ 等人于

２０１４年提出，是 ＬＳＴＭ 模型的一个变体。 ＬＳＴＭ 包

含 ３个门以及当前细胞状态的计算，参数较多，收敛

较慢，训练时间较长。 ＧＲＵ 对 ＬＳＴＭ 进行了简化，将
遗忘门和输入门合并为更新门，又引入了重置门，一
定程度上加快了训练速度，减少了模型参数，并且不会

降低模型效果。 ＧＲＵ内部计算公式的数学表述如下：
ｚｔ ＝ σｚ（Ｗｚ［ｈｔ －１，ｘｔ］ ＋ ｂｚ）；
ｒｔ ＝ σｒ（Ｗｒ［ｈｔ －１，ｘｔ］ ＋ ｂｒ）；

ｈｔ
 ＝ ｔａｎｈ（ ｒｔ°Ｕｈｔ －１ ＋ Ｗｈ∗ｘｔ）；

ｈｔ ＝ （１ － ｚｔ）° ｈｔ
 ＋ ｚｔ°ｈｔ －１ ． （２）

　 　 其中，重置门 ｒｔ 决定前一个时刻隐含层状态

ｈｔ －１ 对当前细胞状态 ｈ^ｔ 的影响程度，如果先前的状

态对当前状态毫无影响，那么理论上，重置门 ｒｔ 会完

全屏蔽先前的信息。 更新门 ｚｔ 决定是否将先前的记

忆进行后传，衡量先前记忆对未来信息的影响程度。
如果 ｚｔ 取值为 １ 时，表示先前记忆完全不进行删减

地后传；如果 ｚｔ 等于 ０，则表示只传递当前细胞状

态，认为未来信息只与当前时刻相关，与先前的记忆

都没有关系。
１．２　 注意力模型探析

注意力模型起初用于编码解码模型中。 编码解

码模型的基本思想可描述如下：编码的过程是将输

入序列 ｘ 转化为固定长度的向量，解码的过程根据

固定长度的向量以及之前预测出的词语生成输出序

列，是一种端到端的学习过程。 编码器、解码器选择

自由，可以利用 ＲＮＮ、 ＬＳＴＭ、ＧＲＵ、ＣＮＮ等深度学习

模型的任意自由组合。
编码解码［４－５］模型虽然在多种任务上已取得了较

为可观的研究效果，但依然存在一定的局限性。 在模

型编码的过程中，将输入信息压缩到固定长度的实数

向量中，可能无法获得完整的文本表示语义。 而且，在
解码某个词时，只利用到了编码过程的最终表示，即固

定长度的向量表示，而并未考虑到特定输入对当前解

码的影响。 这种局限性对于机器翻译、序列标注等任

务来说，将显著降低模型的设计处理性能。
注意力模型［６］可以解决上述局限与不足。 通

过引入注意力，在解码时，不单单利用固定长度的向

量表示，还将关注到每一个输入对当前预测值的影

响。 每一步预测时计算输入的影响程度，可以充分

利用输入序列携带的信息，进而在解码过程中，输入

序列的每个词都将对待预测词的选择产生影响。
注意力模型应用到分类任务中，对输入序列学

习语义表示时，不再使用最后一个隐含层的输出作

为特征表示，而是将每个词的重要程度融合进整个

输入序列的语义表示中，更加直观清楚地解释了输

入序列中的每个词对分类任务的影响程度，及对该

任务的重要程度。

２　 基于时间序列网络的谣言检测

２．１　 基于 ＬＳＴＭ、ＧＲＵ 的微博文本表示

ＧＲＵ模型在谣言检测中的应用如图 １所示。在
图 １中，ｗ１，…，ｗｎ 是微博文本中的每个词，通过查询

词向量表，可以得到该词的分布式词向量表示。 而

经由神经单元的计算，则可以得到一系列隐含层的

输出，并将前一时刻隐含层的输出和当前输入 ｗ ｉ 作

为当前时刻神经单元的输入。 ｈ１，…，ｈｎ 是 ＧＲＵ、
ＬＳＴＭ模型隐含层的输出。 接下来，研究将对所有

隐含层的输出按维度进行均值计算或是取每一维的

最大值（ＭＡＸ ｐｏｏｌｉｎｇ），作为句子的语义表示。 最

后，研究即将该语义表示作为最终分类的特征，送入

Ｓｏｆｔｍａｘ分类器，判断是否为谣言。

...GRU GRU GRU

softmaxhnh2h1

w1 wnw2 ...

图 １　 ＧＲＵ 模型图

Ｆｉｇ． １　 ＧＲＵ ｎｅｔｗｏｒｋ

　 　 本节将 ＬＳＴＭ、ＧＲＵ模型应用到微博文本上，研
究目的旨在判断当不引入其它资源的前提下，且仅

是使用微博文本，深度学习模型能否利用深层语义

分析识别谣言，能否学习到一些类似于主题、情感分

布等特征，或者挖掘语言习惯判断是否为谣言，能否

与基于手工抽取特征的传统机器学习方法进行抗

衡。 实验结果可见后文 ３．２节内容。
２．２　 基于注意力模型的评论表示

在时下研究中，探讨可知只靠微博文本是远远
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不够的，语义信息并不充足，同时仅凭一条文本，人
类也很难判别真假。 通常，微博的评论者会对信息

的真实度进行肯定或否定，对于谣言检测任务来说，
评论内容也具有至关重要的作用。 在微博文本的传

播周期中，不同的评论者会发表不同的意见或看法，
这些信息可以帮助研究者甄别内容的真假。 针对一

条微博文本的所有评论，研究也可以将其看作是与

时间序列相关的。 在该条微博的传播周期中，每一

时刻对应不同的用户，每个用户产生了不同的评论。
当研究将所有的评论平铺到一条线上时，每条评论

就对应于每个时间节点的输入信息，所有评论构成

了整个输入空间。 因此，研究中就可以利用时间序

列模型对所有评论进行建模，将每条评论视作

ＬＳＴＭ每一时刻的输入，学习评论间的相互影响及

整个评论的语义表示，此时，模型待处理的时间序列

长度是评论数量大小。
通过观察语料还将发现，针对一条微博文本，最

大评论数可达 ５ 万条。 虽然 ＬＳＴＭ 具有长依赖关

系，但也不能学习到如此范围规模的知识，而且在后

期的学习过程中会逐渐忘记先前的东西。 因此，研
究中将考虑对评论进行划分。 划分后得到的块作为

ＬＳＴＭ、ＧＲＵ模型每一时刻的输入，减少时间序列的

长度，降低模型复杂度。 块与块之间依然存在时间

上的顺序关系，前后互相影响，而且也依然可以利用

时间序列模型对其实现建模。
与此同时，研究后又得知评论也具有爆发期，即

在不同的时间段，评论的增加或衰减程度是不同的，
故而在对评论进行划分时若能捕捉到这种评论的爆

发期及衰减期，将使得划分更趋精准，如此划分后每

个块内的内容表意可能更加相近，持有相同的观点，
对爆发期的评论也能进行更细致的划分。 Ｍａ 等

人［７］提出一种动态划分方式。 与均等划分不同的

是，在动态划分过程中，时间间隔将随着样本密度不

断变化的，样本划分后的块数并不固定。
在本次研究中，则将微博文本作为第一个块的

内容，即时间序列模型初始时刻的输入。 考虑到每

个块对谣言检测的影响程度都各不相同，设计时在

模型中引入注意力机制，获取那些对文本分类有重

要影响的块，并且增大这些块的权重，从而改善样本

的表示。 基于 ＧＲＵ的注意力模型如图 ２所示。
　 　 输入是划分成块的评论样本，每个时间节点对应

一个评论块，利用 ＧＲＵ模型，结合当前输入及前一个

时刻隐含层的输出学习当前时刻隐含层的输出 ｈｉｔ。
输入序列的样本表示不再是最后一个隐含层的输出

表示，而是利用数学公式计算得到每个隐含层的输出

权重 ∂ｉｔ，整个评论样本的语义表示为所有隐含层输

出值的加权和。 研究推得各数学运算公式具体如下：
ｕｉｔ ＝ ｔａｎｈ（Ｗｗｈｉｔ ＋ ｂｗ）；

∂ｉｔ ＝
ｅｘｐ（ｕＴｉｔｕｗ）

∑ ｔ
ｅｘｐ（ｕＴｉｔｕｗ）

；

ｓ ＝∑ ｉ
∂ｉｔｈｉｔ ． （３）

　 　 其中， ｕｗ 是网络中的一个参数，可以被视为问

句“输入序列中哪部分是最重要的”的语义表示，随
机初始化，然后在不断的训练过程中学习得到。

...

softmax

GRU GRU GRU

h2h1 hn
uw

累1 累i
累k

review1~i reviewi+1~j reviewk~n...

图 ２　 基于时间序列的评论表示学习

Ｆｉｇ． ２　 Ｃｏｍｍｅｎｔｓ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ ｌｅａｒｎｉｎｇ ｂａｓｅｄ ｏｎ ａｔｔｅｎｔｉｏｎ ｍｏｄｅｌ

　 　 这种计算形式，充分利用了每个输入的信息，衡
量了每个时间节点的贡献，最终整个评论的语义表

示将更倾向于评论中蕴含的大多数的重要信息。
在本次研究中，在学习评论的样本表示时，按照

评论的先后时间，结合注意力机制，构建时间序列模

型。 联合微博文本语义表示，送入 Ｓｏｆｔｍａｘ 分类器

进行分类，判断文本是否是谣言。 实验结果可参见

后文 ３．２节内容。

３　 实验与分析

３．１　 语料库建设

新浪微博社区管理中心是新浪微博官方成立

的，用来协助管理微博的委员会。 如若发布淫秽、违
法、谣言、辱骂、骚扰等违反社区规定的言论，并经他

人举报时，信息就会出现在社区管理中心，等待中心

人员的手工审核。
利用新浪微博官方发布的 ＡＰＩ，研究时可以获

取新浪微博社区管理中心的不实消息版块中的谣言

信息。 同样地，也可以随机选取一些用户，爬取由其

发布的微博，过滤后作为真实信息集。 迄至当下，已
有 Ｍａ等人［７］整理公布了一系列的基于微博平台上

的数据，且采样方法相同，所以在本次研究中就选择

采用了公开的微博数据集。
研究将基于任务相关的语料库按照层次采样的
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方式对数据集进行划分，１０％为开发集，用作模型调

参，剩余的数据就按照 ３ ∶ １ 的比例，分别用作模型

的训练集及测试集，从而得到数据集的分布统计参

数详见表 １。
表 １　 谣言检测数据集分布

Ｔａｂ． １　 Ｔｈｅ ｄｉｓｔｒｉｂｕｔｉｏｎ ｏｆ ｒｕｍｏｒ ｄｅｔｅｃｔｉｏｎ ｄａｔａｓｅｔ

数据集 非谣言 谣言 总数

开发集 ２３５ ２３１ ４６６

测试集 ５２９ ５２０ １ ０４９

训练集 １ ５８７ １ ５６２ ３ １４９

３．２　 实验结果与分析

在谣言检测任务中，文中使用了精确率、准确

率、召回率以及 Ｆ１ 值作为每个类别的评价指标。 研

究收集了 ２ 千万的大规模微博数据集，并利用

ｗｏｒｄ２ｖｅｃ［８］模型，训练得出了针对特定任务的 ５０ 维

分布式词向量。
针对微博文本，研究利用 ＬＳＴＭ 模型、ＧＲＵ 模型

学习语义表示，构建分类器，实验结果详见表 ２。
表 ２　 基于 ＧＲＵ 和 ＬＳＴＭ 的微博文本表示

Ｔａｂ． ２　 Ｗｅｉｂｏ ｔｅｘｔ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ ｂａｓｅｄ ｏｎ ＧＲＵ ａｎｄ ＬＳＴＭ

方法 类别 精确率 ／ ％ 准确率％ 召回率 ／ ％ Ｆ１

ＬＳＴＭ
Ｒ
Ｎ

８４．７４
８３．６４
８５．８９

８６．０６
８３．４５

８４．８３
８４．６５

ＧＲＵ
Ｒ
Ｎ

８５．２０
８３．１８
８７．４７

８７．９８
８２．５１

８５．５１
８４．９２

　 　 实验结果表明，简单的深度学习模型在谣言检

测任务上已经可以取得 ８４％左右的准确率，同时也

说明，深度学习模型的优越性与普适性。 如果只利

用微博文本，ＧＲＵ结果略微优于 ＬＳＴＭ模型结果。
ＧＲＵ＿Ｒ模型对评论内容进行建模，将评论划分

成块，各块将作为 ＧＲＵ 每个时刻的输入，时间序列

的长度为块的个数。 ＧＲＵ＿Ａｔｔ模型将注意力机制与

ＧＲＵ模型结合起来，并将其应用到微博文本及评论

内容的表示学习上，衡量每块评论对微博文本的影

响。 实验结果详见表 ３。
表 ３　 基于注意力模型的评论表示

Ｔａｂ． ３　 Ｃｏｍｍｅｎｔ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ ｂａｓｅｄ ｏｎ ａｔｔｅｎｔｉｏｎ ｍｏｄｅｌ

方法 类别 精确率 ／ ％ 准确率％ 召回率 ／ ％ Ｆ１

ＧＲＵ＿Ｒ
Ｒ
Ｎ

９０．９５
８９．３５
９２．６３

９２．７９
８９．１３

９１．０４
９０．８５

ＧＲＵ＿Ａｔｔ
Ｒ
Ｎ

９２．６６
９１．７１
９３．６３

９３．６５
９１．６８

９２．６７
９２．６４

　 　 考虑到在谣言检测任务中，ＧＲＵ 模型在文本语

义表示方面略优于 ＬＳＴＭ，且具有速度快，参数少的

优点，因此在注意力模型中，研究只在 ＧＲＵ 模型上

进行了尝试。 分析了评论对于谣言检测的重要性，
通过对评论划分成块，利用时间序列模型学习语义

表示，并引入 ａｔｔｅｎｔｉｏｎ机制，衡量不同时间节点影响

程度，最终可达到 ９２．６６％，相比只利用微博文本的

ＧＲＵ 模型，提升 ７ 个百分点。 实验结果证明，
Ａｔｔｅｎｔｉｏｎ 机制及评论内容的引入，可以大幅度提升

模型的准确率。 注意力模型在建模的过程中，着重

考虑每个块内评论对谣言检测的影响程度，利用这

种不同的影响度，刻画整体评论的语义表示，使得语

义表示更趋丰富，更加贴合评论中重要信息，例如怀

疑、肯定等态度。

４　 结束语

本文主要利用深度学习模型进行谣言的自动识

别。 实验中，首先尝试了利用 ＧＲＵ、ＬＳＴＭ 序列模型

对微博文本进行建模，并获得了 ８５．２％的准确率。 接

着，引入了评论信息，由于评论数过多，对评论按照时

间密度划分成块，每块作为时间序列模型每个时刻的

输入，同时，引入 ａｔｔｅｎｔｉｏｎ机制，重点关注有影响力的

评论块。 最终，本文提出的模型可以获得 ９２．６６％的

准确率，相比只用微博文本，提升了近 ８个百分点。
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