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油井动液面位置智能识别算法研究

仲志丹， 吴进峰， 任金梅

（河南科技大学 机电工程学院， 河南 洛阳 ４７１００３）

摘　 要： 针对采用声波探测法测得油井动液面数据时，采集到的信号由于受到长距离衰减和复杂背景噪声的影响，动液面回

波位置容易淹没在复杂噪声之中不易识别的问题，本文采用一种新的带有宽第一层核的深度卷积神经网络（ＷＤＣＮＮ）的方

法。 即使用采集到的原始声波信号作为输入，并使用第一卷积层中的宽内核来提取特征和抑制高频噪声；卷积层中的小卷积

核用于多层非线性映射，池化层用来减少特征的空间大小和网络的参数；在输出层使用 ｓｏｆｔｍａｘ 函数转化识别的不同液面深

度值。 现场试验结果表明，构建的 ＷＤＣＮＮ 模型提高了动液面位置识别的准确性与识别效率，智能识别技术取代了传统的耗

时且不可靠的人工分析，降低了油田开采生产成本，提高了经济效益。
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０　 引　 言

中国现有油田大多数都处于开发的中后期，由
于采油井自身的原油渗出率低和长时间开采造成地

层自身压力降低等因素的影响，即使得现有的油田

开采必须依靠人工举升的方式来保障任务目标的实

现。 目前，国内大多数油田矿井使用的是杆泵式的

抽油设备进行生产作业，这种抽采油技术具有设备

体积小、生产效率高、运行功耗小等诸多优点，因而

迄今为止的油田开发中也一直都在使用该项技

术［１］。 为了更精细地掌握抽油井生产状态和更全

面地判断抽油井的工作性能，需要测量多个油井的

相关参数，其中，最重要的参数就是抽油井动液面深

度。 而动液面是指产油井中， 抽油杆和套气管之间

环形空间内的油液形成的油面，而从油面到井口之

间的距离深度就是指该井的油液面深度。 抽油井的

内部结构如图 １ 所示。
　 　 油井动液面深度值不仅能够反映出油井内动态

液面的高度变化和油井内部流动压力大小，而且还

可以通过动液面深度值确定泵的沉没度［２］。 确定

合理的沉没度是抽油机进行安全生产作业的前提。
实时监测动液面深度值，有利于合理安排抽油机的

采油速率和抽油机生产作业时间，从而节约能源、降
低成本，获得最大的经济效益。



油层

抽油杆

套管

油管

电动装置

动液面仪

图 １　 抽油井内部结构图
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　 　 目前，井下压力测量法、示功图法、光纤测量法、
声波探测法等都可以用于抽油井动液面深度的测量

分析，但声波探测法是应用最广泛、最高效的，因为

这种测量方法具有容易操作、低成本和在线实时监

测等诸多优点。 但也存在一定的不足，较为突出的

就是采集的回波信号由于受长距离衰减和复杂背景

噪声影响，动液面回波位置容易淹没在噪声之中不

易识别。
传统的信号处理方法是通过傅里叶变换［３］、均

值滤波［４］、维纳滤波［５］ 等来做消噪处理，再进行液

面位置的识别，但是这类滤波方法在处理非平稳信

号时，具有局限性；还有一些采用双频段带通滤波法

和谱减法，但却存在识别的动液面深度值成功率有

限和关键信号容易消失等各种问题。
近年来，深度学习［６］ 相关理论迅速发展，在机

器视觉、图像处理、语音识别等领域都得到了广泛的

应用，深度学习具有从数据中自主学习的能力，也可

用于油井动液面信号的识别。 卷积神经网络［７－８］ 算

法即是其中的一种代表性算法，其输入可以是一维

的时间序列信号，也可以是二维、三维的图片信息。
研究可知，通常采用卷积神经网络进行动液面识别

时，都需要对采集信号进行预处理，本文则采用一种

宽第一层核的深度卷积神经网络的方法，可以使用

采集到的原始声波动液面信号进行输入，经过训练

得到准确的动液面测量值，提高动液面位置识别率。

１　 卷积神经网络研究

卷积神经网络的结构主要包括由卷积层、池化

层构成的过滤器阶段和以全连接层构成多层感知器

的分类阶段。 对此可做阐释分析如下。
１．１　 过滤器阶段

卷积层主要用来进行权重分配，卷积层内的过

滤器都使用相同数量的卷积核，把输入原始的动液

面信号局部区域与卷积核进行卷积运算，然后通过相

应的激活函数生成输出特征。 卷积运算过程如式（１）：
Ｙｌ ＋１

ｉ （ ｊ） ＝ Ｋ ｌ
ｉ∗ｘｌ（ ｊ） ＋ ｂｌ

ｉ， （１）
　 　 其中，符号∗表示进行的卷积运算； Ｋ ｌ

ｉ 和 ｂｌ
ｉ 表

示第 ｌ层中第 ｉ个滤波器的权重和偏差；ｘｌ（ ｊ） 表示第

ｌ 层的第 ｊ 个局部区域；Ｙｌ ＋１
ｉ （ ｊ） 表示第 ｌ ＋ １ 层中第 ｉ

个滤波器中的第 ｊ 个局部区域。
在卷积层的设计运算后，还需要添加池化层，重

点是用于减少计算空间的大小和神经网络参数的数

量。 池化层中，最常用的是 ｍａｘ－ｐｏｏｌｉｎｇ 层。 对经过

卷积运算并通过相应激活函数获得非线性表达的信

号进行最大池化操作，从而使得网络相关运算参数

减少，同时将保持截取的局部位置区域不变的特征。
研究推得最大池化过程的数学方法公式如下：

Ｍｌ ＋１
ｉ （ ｊ） ＝ ｍａｘ

（ ｊ －１）Ｗ＋１≤ｔ≤ｊＷ
ｑｌ
ｉ（ ｔ）{ } ， （２）

　 　 其中， ｑｌ
ｉ（ ｔ） 表示第 ｌ层的第 ｉ个局部区域中第 ｔ

个神经元的值；ｔ ∈ （ ｊ － １）Ｗ ＋ １，ｊＷ[ ] ；Ｗ 是截取

的局部区域的宽度；Ｍｌ ＋１
ｉ （ ｊ） 表示进行池化操作后第

ｌ ＋ １ 层中对应神经元的值。
研究发现，在经过了卷积层、池化层的设计开发

后，为加速神经网络的训练过程，还需要施以批量标

准化的操作。 设定进行批量标准化层操作的 ｐ 维源

信号输入为 ｘ ＝ （ｘ（１），…，ｘ（ｐ））， 其转换过程如式

（３）所示：

ｘ^（ ｉ） ＝ ｘ（ ｉ） － Ｅ ｘ（ ｉ）[ ]

Ｖａｒ ｘ（ ｉ）[ ]
，

ｙ（ ｉ） ＝ γ（ ｉ） ｘ^（ ｉ） ＋ β（ ｉ） ． （３）
　 　 其中， ｙ（ ｉ） 表示一个神经元响应的输出， γ（ ｉ） 和

β（ ｉ） 分别表示学习率和偏差，主要用于恢复神经网

络的表示能力，增强网络识别的准确率。
１．２　 分类阶段

在分类阶段一般由完全连接层组成，旨在用于

分类识别不同的动液面位置。 主要有使用 Ｓｏｆｔｍａｘ
函数用于转换多个神经元的 ｌｏｇｉｔｓ 以符合多种不同

动液面深度值的概率分布形式。

２　 宽第一层核的深度卷积神经网络（ＷＤＣＮＮ）

２．１　 ＷＤＣＮＮ 网络结构的构建

抽油机采集到的动液面信号是基于时间序列的

一维信号，与神经网络常用于识别的二维图像信号

有所不同［９］。 常用的神经网络的第一层都是非常

小的卷积核，但在实际的动液面信号采集过程中，由
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于抽油杆上下滑动，电机运转，井内存气结蜡等因素

影响，故而经常会受到高频噪声的干扰。 为了捕获

所采集到的信号中包含的中频、低频的关键信息，在
原来传统的小内核层的神经网络的结构基础上添加

宽内核用于提取采集到信号中更多的有用信息，此

后再继续使用小内核进行卷积运算，为此就将其称

为宽第一层核深度卷积神经网络（ＷＤＣＮＮ）。 本文

模型构建中使用的 ＷＤＣＮＮ 的体系结构包括 ５ 个卷

积和池化层，然后是完全连接的隐藏层，最后是

Ｓｏｆｔｍａｘ 层。 本文模型的设计架构如图 ２ 所示。

具有小卷
积核和池
化层的多
层积层

卷积层1 池化层1 卷积层2 全连接层1 Softmax层

批量标准化 批量标准化

图 ２　 构建的 ＷＤＣＮＮ 模型

Ｆｉｇ． ２　 ＷＤＣＮＮ ｍｏｄｅｌ ｄｉａｇｒａｍ

２．２　 ＷＤＣＮＮ 网络的训练

动液面液面位置识别的声波信号输入的是一维

时间序列信号，与传统的二维图像识别不同，使用了

一维的卷积核和反向传播算法。
神经网络结构的代价函数估计的 Ｓｏｆｔｍａｘ 输出

概率分布与目标类概率分布之间的交叉熵。 考虑到

在模型构建中，采用的批量标准化过程已经包含正

则化处理的效果，所以，在代价函数中就没有加入正

则化项。 设 ｐ（ｘ） 是目标分布，ｑ（ｘ） 是估计分布，则
代价函数的数学公式可表述为：

Ｊ（ｘ） ＝ Ｈ（ｐ，ｑ） ＝ － ∑
ｘ
ｐ（ｘ）ｌｏｇｑ（ｘ）， （４）

　 　 反向传播算法中使用梯度下降进行参数的迭代

更新，其更新的过程如下：

Ｗｌ
ｉｊ ＝ Ｗｌ

ｉｊ － α ∂Ｈ
∂Ｗｌ

ｉｊ

，

ｂｌ
ｉ ＝ ｂｌ

ｉ － α ∂Ｈ
∂ｂｌ

ｉ

． （５）

　 　 其中， α 是学习率。
研究中构建的 ＷＤＣＮＮ 模型参数有多个，为了

防止过度拟合并提高模型的泛化能力，需要大量的

训练样本。 动液面训练样本的实验数据分别从延长

油田靖边采油厂井号为 ５８６－１１（动液面深度在 ８００
ｍ）、靖边采油厂井号 ５１－１（动液面深度在１ ５００ ｍ）
和吴起采油厂井号 ３８－１５（动液面深度在２ １００ ｍ）

三口采油井中获得。 为了研究获知应选用何种规模

的训练样本数据，分别使用 １００、３００、９００、１ ５００、
３ ０００、６ ０００ 和 １０ ０００ 个训练样本来训练构建网络

模型的性能。 多组训练样本对动液面识别的准确率

如图 ３ 所示。
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图 ３　 训练样本数对识别准确率的影响

Ｆｉｇ． ３ 　 Ｔｈｅ ｉｎｆｌｕｅｎｃｅ ｏｆ ｔｒａｉｎｉｎｇ ｓａｍｐｌｅ ｎｕｍｂｅｒ ｏｎ ｒｅｃｏｇｎｉｔｉｏｎ

ａｃｃｕｒａｃｙ

　 　 不断调节学习率 α大小和梯度下降过程中的迭

代次数，寻找代价函数损失最小的学习率 α 和迭代

次数。 在调节学习率 α 时，分别使用 ０．５、０．８、１ 等

数值进行实验仿真；在调节迭代次数时，分别迭代

３００、５００、８００、９００、１ ０００ 次，可得效果绘制曲线如图

４ 所示。 分析图 ４ 可知，当进行 ３００、５００ 次迭代时，
代价函数的损失一直在减小，但当迭代１ ０００次时，
在 ８００ 与 ９００ 次之间，出现了代价函数损失的上升。

７４第 ３ 期 仲志丹， 等： 油井动液面位置智能识别算法研究



1.6

1.4

1.2

1.0

0.8

0.6

0.4

0.2

0

200 30040050060070080090010001100
迭代次数

代
价

函
数

误
差

图 ４　 迭代次数对代价函数误差的影响
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　 　 综合前文论述可知，经多次调参和实验，最终确

定得到了学习率 α ＝ ０．８，迭代次数为 ８３０ 次，训练

样本为１０ ０００的最优训练模型。 这里，进一步给出

迭代 ８３０ 次时代价函数损失值变化如图 ５ 所示。
8

7

6

5

4

3

2

1

0
100 200 300 400 500 600 700 800 900

图 ５　 迭代 ８３０ 次时代价函数损失值变化
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　 　 另有研究表明，域适应是研究训练的 ＷＤＣＮＮ
网络结构在不同井况动液面识别中的挑战性问

题［１０］。 当所构建的 ＷＤＣＮＮ 网络结构中的分类器

由在另一个不同的抽油井中收集的样本训练时，很
难对这个抽油井采选收集样本再进行准确的分类。
不同的抽油机井况可以被视为一个域，因此研究中

即将获取标记数据并初始训练本文模型的域称为源

域，而研究中只是获取未标记数据并测试本文模型

的域名称为目标域。 研究至此得到的文中使用的

ＷＤＣＮＮ 网络结构的域适应总体框架如图 ６ 所示。
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图 ６　 ＷＤＣＮＮ 网络结构的域适应总体框架
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３　 实验验证

用于动液面识别实验构建的 ＷＤＣＮＮ 模型经过

调参训练结束之后，为验证所构建的模型对油井液

面识别准确率的性能优劣，从延长油田吴起和靖边

采油厂三口井中各取 １００ 组、共 ３００ 组原始数据进

行验证，同时也采用其它传统的信号处理方法，例如

带通滤波法、谱减法、稀疏分解法、ＦＦＴ－ＳＶＭ 等方法

开展对比性的识别验证。 仿真实验运行后可得出，
各种方法的识别准确率如图 ７ 所示。
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图 ７　 不同方法液面识别准确率

Ｆｉｇ． ７　 Ａｃｃｕｒａｃｙ ｏｆ ｌｉｑｕｉｄ ｌｅｖｅｌ ｒｅｃｏｇｎｉｔｉｏｎ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｍｅｔｈｏｄｓ

　 　 由图 ７ 看到，所使用的宽第一核深度卷积神经

网络的动液面位置识别方法相较传统的信号处理方

法，识别准确率得到了较大的提升，满足了油田生产

作业的要求。

４　 结束语

（１）本文使用一种新的宽第一层核卷积神经网

络（ＷＤＣＮＮ）结构来解决油井动液面位置识别问

题。 所构建的 ＷＤＣＮＮ 可以直接作用于采集到的原

始动液面信号，无需其他任何耗时费力的前置人工

预处理过程。
（２）建立使用不同抽油机井域适应框架，更好

地适用不同油田、不同井况、不同工作环境下动液面

位置信号的准确识别。
（３）本文使用智能算法用于抽油机井动液面位

置识别，节约人力成本，提高识别准确率与识别效率。
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