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面向脏数据的贝叶斯统计建模研究

程炜东， 王洪亚， 郭开彦

（东华大学 计算机科学与技术学院， 上海 ２０１６２０）

摘　 要： 为了处理贝叶斯建模中的脏数据，通常会有 ２ 种解决方法。 一种是对整个数据集进行清洗，但这种方法的代价很高，
且对中型或大型的数据集可行性较低。 另一种是使用点估计，这种点估计的方法虽然能有效减少清洗的代价，但是对训练出

来贝叶斯模型的可信程度没有保证。 针对上述清洗方法中存在的问题，本文提出了一种基于区间的贝叶斯统计建模方法，简
称区间贝叶斯建模。 区间贝叶斯建模结合中心极限定理，使用区间估计的方法，保证了真实的后验概率会以一定的概率落在

后验概率区间内。 实验结果表明，区间贝叶斯建模通过清洗少量的样本，便能够训练出良好的贝叶斯模型，有效改善了清洗

成本，并在精度和召回率上比不清洗任何数据的情况有显著的提升。
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０　 引　 言

分类是一个非常重要的数据挖掘问题，简单来

说就是确定对象属于哪个预设目标类的过程。 分类

通过分析训练样本数据，产生关于类别信息的精确

描述，然后去预测类标未知的对象所属的类别［１］。
如今，分类技术是数据挖掘中应用价值较高的技术

之一，且这项技术已经发展到相对成熟的地步，在许

多行业中都起着决策支持的作用。
贝叶斯分类器是一种常见的概率分类器，具有

坚实、完善的理论体系，并且在现实生活中被广泛应

用［２］。 在很多领域中，贝叶斯分类器的分类效果并

不逊色于其它分类算法，例如决策树、ＳＶＭ、以及神

经网络，某些时候贝叶斯分类器的性能还会超过这

些分类算法。 贝叶斯分类器的算法并不复杂，而且

当数据集的规模较大或很大时，分类的准确率也有

一定的保证。 此外，贝叶斯分类器可以用数学公式

进行定量描述。 因此，贝叶斯分类器一直都是机器

学习领域研究人员致力于探讨的热门内容。
贝叶斯分类器可以处理离散的和连续的数据类

型。 同时，贝叶斯分类器在某种程度上可以看作是

一种动态分类模型，换句话说就是当把新数据逐渐

加入到原始数据集中，训练过程可以增量进行［３］。
贝叶斯分类器的目的就是预测待检测数据所属的类

别，为了达到这个目的，贝叶斯分类器会首先计算这

些待检测数据属于每一个类别的概率，然后根据最

大后验假设，把待检测数据分类到具有最大后验概

率的类别中。 在上述计算后验概率的过程中，数据

集中的所有特征属性都会参与决策，而不是只由某

几个特征属性决定着分类结果，所以最后得到的结

果是较为准确的［４］。 朴素贝叶斯分类器是一种比

较简单的贝叶斯分类器，且基于一个朴素的假设，即



属性独立假设：当给定一个分类属性中的类别，各个

特征属性之间是相互独立的。 由于属性独立假设，
朴素贝叶斯分类器具有计算高效、精确度高等特点。
然而，现实中属性独立假设在大多数时候都无法成

立，这样就会对朴素贝叶斯分类器的分类性能造成

一定的影响。 因此，半朴素贝叶斯分类器以及其它

对朴素贝叶斯分类器的改进方法就成为了目前科研

的热点问题［５］。 下面拟对此展开研究论述如下。

１　 脏数据对贝叶斯建模的影响

在贝叶斯建模中使用脏数据会导致很多问题，
比如使统计得到的概率不准确。 一般来说，不同比

例的错误对贝叶斯分类器的分类准确度有不同的影

响。 下面通过一个例子来具体说明脏数据对贝叶斯

分类器分类准确度的影响。
　 　 表 １ 是 通 过 苹 果 的 重 量 （ Ｗｅｉｇｈｔ ）、 颜 色

（Ｃｏｌｏｒ）、以及形状（Ｓｈａｐｅ），对苹果质量好坏（Ｇｏｏｄ
Ａｐｐｌｅ）进行分类的一个二分类例子，其中括号内的

值代表数据清洗后的正确值。 在特征属性中，
Ｗｅｉｇｈｔ 是连续属性，Ｃｏｌｏｒ 和 Ｓｈａｐｅ 是离散属性。 分

类属性 Ｇｏｏｄ Ａｐｐｌｅ 是离散属性。
表 １　 脏数据的清洗结果

Ｔａｂ． １　 Ｔｈｅ ｃｌｅａｎｉｎｇ ｒｅｓｕｌｔ ｆｏｒ ｄｉｒｔｙ ｄａｔａ

Ｗｅｉｇｈｔ Ｃｏｌｏｒ Ｓｈａｐｅ Ｇｏｏｄ Ａｐｐｌｅ

１１１（１０６） ｇｒｅｅｎ ｉｒｒｅｇｕｌａｒ Ｎｏ

１５２ ｒｅｄ ｉｒｒｅｇｕｌａｒ Ｙｅｓ

１４８ ｇｒｅｅｎ（ｒｅｄ） ｃｉｒｃｌｅ Ｙｅｓ

１４５ ｒｅｄ（ｇｒｅｅｎ） ｃｉｒｃｌｅ Ｙｅｓ（Ｎｏ）

１４７ ｇｒｅｅｎ ｉｒｒｅｇｕｌａｒ Ｎｏ

１１８ ｒｅｄ ｃｉｒｃｌｅ Ｙｅｓ

１３５ ｇｒｅｅｎ ｃｉｒｃｌｅ（ ｉｒｒｅｇｕｌａｒ） Ｎｏ

１２１ ｒｅｄ ｃｉｒｃｌｅ（ ｉｒｒｅｇｕｌａｒ） Ｎｏ

１０９ ｇｒｅｅｎ ｃｉｒｃｌｅ Ｎｏ

１３８ ｒｅｄ ｉｒｒｅｇｕｌａｒ（ｃｉｒｃｌｅ） Ｙｅｓ

　 　 本文利用表 １ 中的脏数据进行一次贝叶斯建

模，同时再利用表 １ 中括号内数据清洗后的正确值

进行一次贝叶斯建模。 ２ 次贝叶斯建模均使用朴素

贝叶斯分类器， 并假设测试数 据 为 ｛ １２６， ｒｅｄ，
ｃｉｒｃｌｅ｝。 当事先不进行数据清洗，直接使用脏数据

进行贝叶斯建模时，可以计算出后验概率 Ｐ（Ｎｏ ｜
１２６，ｒｅｄ，ｃｉｒｃｌｅ）＝ ０．００４ ０，Ｐ（Ｙｅｓ ｜ １２６，ｒｅｄ，ｃｉｒｃｌｅ）＝
０．００１ ９， 测试数据｛１２６，ｒｅｄ，ｃｉｒｃｌｅ｝分类为 Ｎｏ。 当

事先进行数据清洗，并使用数据清洗后的正确值进

行贝叶斯建模时，可以计算出后验概率 Ｐ（Ｎｏ ｜ １２６，

ｒｅｄ，ｃｉｒｃｌｅ） ＝ ０．００１ ２，Ｐ（Ｙｅｓ ｜ １２６，ｒｅｄ，ｃｉｒｃｌｅ） ＝
０．００４ ２， 测试数据｛１２６，ｒｅｄ，ｃｉｒｃｌｅ｝分类为 Ｙｅｓ。 通

过以上计算可以看出，脏数据会导致每个类别的后

验概率发生变化，从而影响到贝叶斯分类器的分类

结果，尤其是脏数据所占的比例较大时，很有可能使

分类结果出错。
为了处理贝叶斯建模中的脏数据，通常会有 ２

种解决方法，这里对其表述如下。
（１）在贝叶斯建模前对整个数据集进行清洗，

但这种方法的代价很高，且对中型或大型的数据集

可行性较低。
（２）使用点估计，即从包含脏数据的数据集中

采样，再对样本进行清洗，而后用清洗过的样本来训

练贝叶斯模型。 这种点估计方法虽然能有效减少清

洗的代价，但是对训练出来贝叶斯模型的可信程度

却未能做出基础保证。 综合前述脏数据对贝叶斯建

模的影响，本文提出了区间贝叶斯建模方法，这种方

法只要求用户清洗小部分数据，然后利用清洗过的

样本来训练贝叶斯模型，并且可以保证真实的后验

概率会以一定的概率落在估计的后验概率区间内。

２　 区间贝叶斯建模方法

本文先研究没有数据错误的情况， 并得出一些

关于抽样数据区间估计的结论。 令有Ｎ个元组组成

的数据集为 Ｄ，从 Ｄ中均匀采样（每个元组被采样到

的概率是相同的），获得一个样本 Ｓ，假设样本 Ｓ 中

有 Ｋ个元组。 下面通过区间估计的相关理论和中心

极限定理，给出连续属性均值 ｍｅａｎ（Ｄ） 的区间估

计，以及离散属性某一特定属性值所占比例 ｍ 的区

间估计。
首先， 本文考虑 Ｄ 中的连续属性。 令 Ｄ 中连续

属性的均值为 ｍｅａｎ（Ｄ），方差为 ｖａｒ（Ｄ）；令 Ｓ 中连

续属性的均值为 ｍｅａｎ（Ｓ），方差为 ｖａｒ（Ｓ）。 根据中

心极限定理，样本 Ｓ 中连续属性的均值近似服从如

下正态分布，即：Ｎ（ｍｅａｎ（Ｄ）， ｖａｒ（Ｄ）
Ｋ

）。 因此，通

过区间估计的相关理论，可以定义 ｍｅａｎ（Ｄ） 的置信

区间，这个置信区间是关于参数α的（９５％置信度表

示 Ｚ α
２
＝ １．９６）。 对此可表示为：

ｍｅａｎ（Ｓ） ± Ｚ α
２

ｖａｒ（Ｓ）
Ｋ

， （１）

　 　 其次， 本文考虑 Ｄ 中的离散属性。 令 Ｄ 中离散

属性某一特定属性值所占比例为 ｍ；令 Ｓ 中离散属

性某一特定属性值所占比例为 ｍ＇。 由中心极限定
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理可知，样本 Ｓ 中离散属性某一特定属性值所占比

例 ｍ＇ 近 似 服 从 如 下 正 态 分 布， 即：Ｎ（ｍ，
ｍ（１ － ｍ）

Ｋ
）。 因此，通过区间估计的相关理论，可

以定义 ｍ 的置信区间，这个置信区间是关于参数 α
的（９５％置信度表示 Ｚ α

２
＝ １．９６）。 对此可表示为：

ｍ＇ ± Ｚ α
２

ｍ＇（１ － ｍ＇）
Ｋ

， （２）

　 　 总之，以上 ２ 个置信区间（连续属性均值的区

间和离散属性某一特定属性值所占比例的区间）可
解析为 ２ 层含义，将其探讨论述如下。

（１）如果重新计算另一个随机样本连续属性的

均值或离散属性某一特定属性值所占比例，其结果

将以一定的概率落在各自的置信区间内。
（２）真实值 ｍｅａｎ（Ｄ） 和 ｍ 将以一定的概率落

在各自的置信区间内。 另外，对 ｍｅａｎ（Ｄ） 和 ｍ 的

估计可以认为是无偏的，因为估计的期望值等于真

实的值。
本文假设 Ｄｃｌｅａｎ 是数据集 Ｄ 相对应的干净数据

集，并且想要估计 Ｄｃｌｅａｎ 中属性的分布情况。 然而，
干净的数据集 Ｄｃｌｅａｎ 是无法预先得知的，所以直接从

Ｄｃｌｅａｎ 中采样是不现实的。 于是，本文先从含有脏数

据的数据集 Ｄ 中采样，接着再清洗采集到的样本。
鉴于数据错误的类型较多，本文研究中仅涉及了 ２
类数据错误：值错误和重复错误。 文献［６］中讨论

了对这 ２ 种错误的处理方法。 具体研究详见如下。
（１）值错误。 是由于数据集中不正确的属性值

引起的，这类错误不会影响数据集大小，即 ｜ Ｄ ｜ ＝
｜ Ｄｃｌｅａｎ ｜ 。 而且，纠正一个值错误只会影响一个元

组。 因此，如果纠正一个元组中的属性值，仍然可以

保留均匀采样的特性。 换句话说，某一个元组被采

样到的概率不会因为对值错误的纠正而发生改变。
（２）重复错误。 在处理上比起值错误的处理就

要复杂许多。 由于重复错误会影响多个元组，而且

清洗了重复错误后的 Ｄｃｌｅａｎ 大小和 Ｄ的大小不同，因
此重复错误会影响均匀采样的特性。 另外，重复的

数据更有可能被采样到，从而影响对样本中属性分

布情况的估计。 重复错误的处理要分 ２ 种情况，即
对连续属性重复错误的处理和对离散属性重复错误

的处理。 假设 Ｄ 中只含有重复错误，令 Ｓ 是 Ｄ 中均

匀采样得到的大小为 Ｋ 的样本，对于每一个元组 ｔｉ
∈ Ｓ，ｍｉ 代表 ｔｉ 在 Ｄ中出现的次数。 对于连续属性，
其结果受到重复率 ｄ 的影响，重复率为：

ｄ ＝ Ｋ
Ｋ＇
． （３）

　 　 其中， Ｋ＇ ＝ ∑ ｎ

ｉ ＝ １

１
ｍｉ

。

此时， ｔｉ 的正确值就等于
ｄ × ｔｉ
ｍｉ

； 而对于离散属

性，因为其结果不受重复率 ｄ 的影响，所以计算方式

相对简单， ｔｉ 的正确值就等于
ｔｉ
ｍｉ

。

真实的后验概率将以大于等于 ０．９５ｎ 的概率落

在估计的后验概率区间内，这里的 ｎ 表示有多少个

概率区间相乘（在计算连续属性和离散属性的置信

区间时，置信度都取 ９５％）。 对其证明过程可阐释

为：由贝叶斯定理可知，在计算后验概率时，分母对

于所有类别都是相同的，所以只需要计算类条件概

率和先验概率的乘积。 为了表述方便，令 Ｐ（Ｂ） 表

示后验概率， Ｐ（Ｒ１），Ｐ（Ｒ２），…，Ｐ（Ｒｎ） 表示类条件

概率和先验概率。 现在已知 Ｐ（Ｒ１），Ｐ（Ｒ２），…，
Ｐ（Ｒｎ） 都是概率区间，且真实的类条件概率或先验

概率都有 ９５％概率落在其各自的区间内。 根据贝

叶斯定理，则有 Ｐ（Ｂ） ＝ Ｐ（Ｒ１）Ｐ（Ｒ２）…Ｐ（Ｒｎ）。 由

于不在概率区间 Ｐ（Ｒ１），Ｐ（Ｒ２），…，Ｐ（Ｒｎ） 内的概

率相乘之后也有可能落在最后的后验概率区间

Ｐ（Ｂ） 内，研究推得最差的情况就是真实的后验概

率将以 ０．９５ｎ 的概率落在估计的后验概率区间内。

３　 实验

本文使用了来自 ＵＣＩ 机器学习库中的 Ａｄｕｌｔ 数
据集，这个数据集中包含了人口普查的信息。 Ａｄｕｌｔ
数据集大约有 ４８ ０００ 行，包含 １４ 列特征属性，以及

１ 列分类属性。 在 Ａｄｕｌｔ 数据集的 １４ 列特征属性

中，有 ６ 列特征属性是连续的，还有 ８ 列特征属性是

离散的。 另外，对于分类属性，在本次研究中就是把

分类属性当成离散属性来处理。
本文还使用了 ＯＰＥＮＤＡＴＡ ＫＣ 上的 Ｂｕｓｉｎｅｓｓ

Ｌｉｃｅｎｓｅ Ｈｏｌｄｅｒｓ（简称 Ｂｕｓｉｎｅｓｓ）数据集。 Ｂｕｓｉｎｅｓｓ 数

据集大约有３０ ０００行，包含 ４ 列特征属性，以及 １ 列

分类属性。 在 Ｂｕｓｉｎｅｓｓ 数据集中，所有的列都是离

散型的。 实验中， ＩＢＳＭ （ Ｉｎｔｅｒｖａｌ － ｂａｓｅｄ Ｂａｙｅｓｉａｎ
Ｓｔａｔｉｓｔｉｃａｌ Ｍｏｄｅｌｉｎｇ）对应区间贝叶斯建模方法，Ｄｉｒｔｙ
Ｔｒａｉｎｉｎｇ Ｓｅｔ 表示脏的训练集，也就是直接使用脏数

据来训练贝叶斯模型。 本文拟从 ２ 个方面来评价区

间贝叶斯建模方法的效果。 研究设计过程可剖析详

述如下。

６０１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 ９ 卷　



　 　 首先，本文固定采样比例（１０％），然后比较区

间贝叶斯建模方法的效果和直接使用脏数据来训练

贝叶斯模型的效果。 对于 Ｂｕｓｉｎｅｓｓ 数据集，区间贝

叶斯建模方法在不同错误比例下的运行效果如图 １
所示。 从图 １ 中可以看出，随着错误比例的增加，直
接使用脏数据进行贝叶斯统计建模的精度和召回率

都有所下降。 因此，使用脏数据进行贝叶斯建模会

影响最终的分类效果。 然而，使用本文提出的区间

贝叶斯建模方法，可以发现对精度和召回率都有很

明显的提升。 同时，区间贝叶斯建模方法会使得精

度和召回率趋于一个稳定的值，这个稳定的值不会

随着错误率的增加而改变。 总之，区间贝叶斯建模

方法在不同错误比例下都是健壮的，而且可以得到

较为准确的结果，即精度和召回率比使用脏数据的

情况有很大的提升。
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图 １　 对于 Ｂｕｓｉｎｅｓｓ数据集，区间贝叶斯建模方法在不同错误比例

下的效果
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ｄａｔａｓｅｔ

　 　 其次，本文固定错误比例（３０％错误比例），然
后将区间贝叶斯建模方法、ＡｌｌＤｉｒｔｙ、以及 ＡｌｌＣｌｅａｎ
在不同采样比例下进行研究对比。
　 　 对于 Ａｄｕｌｔ 数据集，区间贝叶斯建模方法在不

同采样比例下的运行效果如图 ２ 所示。 从图 ２ 中可

以看出，随着采样比例的增加，区间贝叶斯建模方

法、ＡｌｌＤｉｒｔｙ、以及 ＡｌｌＣｌｅａｎ 的变化趋势都非常小，导
致这种现象的原因很有可能是当样本的数量达到一

定规模时，统计的概率就会趋于一个稳定的值。 另

外，区间贝叶斯建模方法在精度和召回率上和

ＡｌｌＣｌｅａｎ 的效果非常接近，而且比 ＡｌｌＤｉｒｔｙ 的效果要

好很多。 本文通过对 Ａｄｕｌｔ 数据集的多次实验发

现，在 Ａｄｕｌｔ 数据集中只需要清洗大约 ６００ 个元组

（６００ 个元组占整个数据集总元组数的 １．３％），就能

在精度和召回率上比 ＡｌｌＤｉｒｔｙ 的效果好很多。 总

之，区间贝叶斯建模方法只需要清洗一小部分的样

本，就能在精度和召回率上获得很好的效果。 因此，
无论数据集中脏数据的比例是很大、还是很小，区间

贝叶斯建模方法都具有很强的可行性。
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图 ２　 对于Ａｄｕｌｔ 数据集，区间贝叶斯建模方法在不同采样比例下的

效果
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４　 结束语

本文研究了 ２ 种可能影响贝叶斯统计建模准确

度的数据错误，即值错误和重复错误，并提出了区间

贝叶斯建模方法来处理这 ２ 种数据错误。 另外，在
数据清洗后，本文给出了连续属性均值和离散属性

某一特定属性值所占比例的置信区间，通过对置信

区间的处理，将置信区间转化为类条件概率区间或

先验概率区间。
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