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摘　 要： 本文主要介绍了深度学习和语音识别技术的发展历史和发展现况， 研究意义及目的。 通过深度学习技术建立声学

模型，从而引入语音识别技术中分析其发展前景。 本文希望通过对基于深度学习的语音识别方法研究，将语音识别的效率优

化，准确率提高，从而促进语音识别技术的发展。
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０　 引　 言

从原始社会开始，语言就是人类之间沟通的桥

梁，这是最直接、也是最清晰的表达方式。 作为人类

交流思想的媒介，语言对文明的进步起着不可磨灭

的作用。 通过研究可知，语言对人类来说是一项标

志性的因素。 语言在沟通过程中的一类重要属性就

是发出指令，通过指令可以调派某人完成某项任务。
进而人们开始思考能否通过语言对人工智能发出命

令。 从此，语音识别技术开始出现在学界的视野中。
语音识别能够将人类的语言与人工智能进行融合，
从而实现对计算机下达命令的目的。 语音识别的目

的是通过计算机接收人类语言，并将人类语言解读

为指令，从而实现人类与计算机的交互智能化。 近

些年来语音识别技术得到了飞跃性的发展，语音识

别的研究也日渐受到学界的推崇与重视。 语音识别

技术已经不再局限于仅是科研人员实验室中的产

物，而是融入人类生活中，成为了一种商品。 现如

今，在互联网、以及市面上均陆续涌现出大量与语音

识别相关的软件。 凭借着语音识别技术的实用性与

准确性，在通讯设备、汽车、智能家居等载体上，语音

识别技术的实用性则已在广泛的应用中得到了完美

的阐释。 相关研究人员将提高语音识别的准确性作

为目标，各类研发成果相继问世， 这些研究均旨在

创造一个准确率方面的新高。 本文研究致力于将深

度学习与语音识别相互融合，从而优化语音识别的

效率。
随着互联网技术的不断发展，人们越来越重视

人与计算机之间的交互命令，因此用语音来实现这

一目标，主要包括 ３ 项技术，分别是：语音识别、语音

编码和语音合成［１］。 突破技术层面的难题，自动识

别人类发出的自然信号，对其进行解码转换文本。
近些年来，人类从未在语音识别的道路上停止过探

索与前行。 １９５２ 年，贝尔实验室的 ３ 名研究人员建

立了一个单喇叭数字识别系统。 该系统就是通过定

位每个声音功率谱中的共振峰来开展工作［２］。 ２０
世纪 ６０ 年代末，苏联研究人员发明了动态时间扭曲

算法［３］，虽然已被后来更高效的算法所取代，但是



将信号分割成帧的技术将会继续得以不断的创新及

演变。 ２０ 世纪 ６０ 年代末，Ｌｅｏｎａｒｄ Ｂａｕｍ 在国防分

析研究所开发了马尔可夫链的数学模型。 Ｒａｊ
Ｒｅｄｄｙ 的学生 Ｊａｍｅｓ Ｂａｋｅｒ 和 Ｊａｎｅｔｍ Ｂａｋｅｒｋ 开始考

虑将隐马尔可夫模型（ＨＭＭ）与语音识别结合，从而

研究出一种新型混合模型［４］。 最早的语音识别产

品是来自 Ｋｕｒｚｗｅｉｌ 应用的智能识别器，于 １９８７ 年发

布［５－６］。 在 ２１ 世纪初，语音识别仍然使用传统的方

法，如隐藏的马尔可夫模型和前馈人工神经网

络［７］。 而回顾整个的语音识别历史发现，人们已经

持续多年地始终都在探究研发浅层表现形式和深层

的人工神经网络。 但这些方法在与高斯混合模型 ／
隐马尔可夫模型（ＧＭＭ－ＨＭＭ）技术的较量中从未

占据过上风［８］。 直至 ２００９ 年，学界才开启深度学习

的研究序幕，并逐渐掀起研究热潮。

１　 语音识别和深度学习的概述

１．１　 语音识别的科学内涵

目前，语音识别已成为学界研究热点，其研究目

的就是为了让计算机能够听懂人类发出的指令。 选

择隐马尔可夫模型（Ｈｉｄｄｅｎ Ｍａｒｋｏｖ ｍｏｄｅｌ，ＨＭＭ）来
建立语音识别系统堪称是当下的首要选择。 说话人

所发出的语音信号具备短时平稳性。 ＨＭＭ 的状态

不能够被研究者直接观察到，故而 ＨＭＭ 模型是属

于马尔科夫链的一类。 通过观察某些密度分布产生

的概率，从而计算求得其相应的观测向量。 在 ２０ 世

纪 ８０ 年代，有相关的研究人员尝试将 ＨＭＭ 与语音

识别相结合，得到的结果比较符合预期。 ＨＭＭ 在图

像识别、语音识别等领域正迅速成为设计者瞩目的

焦点，越来越多的研究人员开始跻身于此项研究的

行列当中。
１．２　 隐马尔可夫模型概述

传统的 ＨＭＭ 是一种统计学习的模型，这个过

程通常是不能被观测的。 这个过程可以看作为一种

简单的动态贝叶斯网络。 ＨＭＭ 模型通常会被划归

于这类网络。 Ｂａｕｍ 及其同事开发了基于 ＨＭＭ 的

数学模型。 通多观察简单的马尔可夫模型，研究人

员可以准确测定该模型的状态，故而状态转移概率

作为模型仅有的参数，而在隐马尔可夫模型中，状态

却非直接可见的，但是输出则依赖于状态，是可见

的。 每个状态在可能的输出令牌上有一个概率分

布。 如果想要获取相关状态序列的数据，需要由

ＨＭＭ 生成令牌指令序列。 形容词的隐藏并不是指

描述模型的参数，而是模型之间互相传递的状态序

列。 即使这些参数是精确、且已知的，该模型仍将被

称为隐马尔可夫模型。 ＨＭＭ 模型尤其适用于强化

学习和模式识别。 可以把隐马尔可夫模型视作原有

模型的变化形式，从中选取一个隐藏的变量支配混

合模型确定一个观察者。 最近，隐马尔可夫模型已

经推广到 Ｐａｉｒｗｉｓｅ Ｍａｒｋｏｖ 模型和 Ｔｒｉｐｌｅｔ Ｍａｒｋｏｖ 模

型中，而这些模型能够支持更复杂的数据结构和非

平稳数据的建模。
隐马尔可夫模型（ＨＭＭ）由 ５ 种元素组成，其中

含有 ２ 个状态集合以及 ３ 个概率矩阵，对此可写作

如下数学形式：
Ｈ ＝ Ｓ，Ｏ，π，Ａ，Ｂ} ．{ （１）

　 　 其中， Ｓ 表示隐含状态。 这部分状态是被隐马

尔可夫模型不可被观察的一种状态，无法以观察者

的身份进行观测； Ｏ 表示可观测状态，这部分状态

通常能被观察者直接观测，并与 Ｓ有一定联系； π表

示模型初始时期的概率分布，从而堆积而成的矩阵，
设 Ｔ ＝ １，这个时期会得到一定概率，将其组成矩阵；
Ａ 表示模型在隐藏情况下产生的概率组成的矩阵，
展示出隐马尔可夫模型互相之间信号传输的概率。
并且， Ａｉｊ ＝ Ｐ Ｓ ｊ ｜ Ｓｉ( ) ， １ ≤ ｉ， ｊ ≤ Ｎ；Ｂ 表示观测状

态下的转移概率矩阵，假设 Ｘ 为隐含状态数，Ｙ 为可

被观测状态数，Ｎ 为被模型隐藏状态的数量，Ｍ 为模

型 中 能 被 观 测 到 的 状 态 的 数 量， 则： Ａｉｊ ＝
Ｐ Ｏ ｊ ｜ Ｏｉ( ) ，１ ≤ ｉ≤ Ｘ， ｊ≥１。 其数学含义是： 在 ｔ
时刻模型的基本状态隐藏是 Ｓｉ 的前提下，模型状态

的观察为 Ｏｉ 的概率。
综上论述可知，通常情况下，通过 λ ＝ （Ａ，Ｂ，π）

这个三元组可以相对简化地描述出一个隐马尔可夫

模型。 隐马尔可夫模型是由马尔可夫模型经过演绎

完善得到的一种新型模型，马尔科夫模型的状态集

合不能以观察者的身份追踪监测与被隐藏的状态之

间的概率联系，而隐马尔可夫模型却能做到这一点。
当将 ＨＭＭ 用作声学模型时，其设计结构如图 １ 所

示，表现为某状态转变为另一状态的转移概率。

a12 a23 a34 a45

STATE1STATE2 STATE3 STATE4

a22 a33 a44

图 １　 状态转移概率结构图

Ｆｉｇ． １　 Ｓｔａｔｅ ｔｒａｎｓｉｔｉｏｎ ｐｒｏｂａｂｉｌｉｔｙ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 高斯混合模型（ＧＭＭ）是一种参数概率密度函

数，表示高斯分量密度的加权和。 高斯混合模型是

由方程给出的 Ｍ 分量高斯密度的加权和，其数学公

式可表示为：
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Ｐ（ｘ ｜ λ） ＝ ∑
Ｍ

ｉ ＝ １
ωｉｇ（ｘ ｜ μｉ，∑ ｉ）， （２）

　 　 其中， ｘ 是 ｄ 维连续值数据向量（即测量或特

征）， ωｉ（ ｉ ＝ １，…，Ｍ） 是混合权重， ｇ ｘ ｜ μｉ，∑ ｉ( ) （ ｉ

＝ １，…，Ｍ） 是组件高斯密度，每个分量密度是形式

的 ｄ － 变量，语音输入信号的分布情况一般不能够

用单高斯概率密度函数做出描述，大多数情况下是

采用混合高斯函数表示输出概率。 即：

ｇ（ｘ ｜ μｉ，Σ ｉ） ＝ １
（２π） Ｄ／ ２ ｜ Σ ｉ ｜ １ ／ ２ｅｘｐ｛ －

　 　 　 １
２

ｘ － μ ｉ( ) ′Σ －１
ｉ （ｘ － μ ｉ）｝ ． （３）

其中， μ ｉ 为均值向量， Σ ｉ 为协方差矩阵，混合权

值满足约束条件 ∑Ｍ

ｉ ＝ １
ω ｉ ＝ １。

１．３　 深度学习的基本概念

在 ２０ 世纪初，Ｈｉｎｔｏｎ 等人发表了深度学习的构

想，并提出了非监督逐层训练算法，这也是深层结构

学习研究上的一个重要突破。 同时又提出一种用于

深层结构编码的编码器，能够利用空间关系，减少参

数数目，从而优化训练性能［９］。 深度学习是基于数

据的一种更泛化的机器学习模式，而不是特定的某

种算法。 深度学习的架构就是深度神经网络，已经

被大范围地应用到图像识别、语音识别、社交过滤、
机器翻译、药物设计等领域中。 在相当一部分领域，
深度学习的能力要强于在该领域的专家。 深度学习

可以看作一种深度挖掘数据的新兴机器学习模式。
通过采用级联多个非线性处理单元的方式进行特征

的提取以及转换。 每个连续层使用前一层的输出层

作为输入层。 在有监督的情况下学习（例如分类）
或无监督（例如模式分析）。 深度学习是一种对应

多层的空间，同时与多个不同的隐藏层次进行映射。
各个层次有机结合，从而组成一种概念层次结构。
启用了一项坡度下降的模式，从而执行反向传播训

练。 深层学习中使用的层包括人工神经网络的隐含

层和一组命题公式。 此外，也可能包括深层生成模

型中有组织变量的潜变量，如深层信念网络中的节

点和深度玻尔兹曼机。

２　 开发平台及数据来源

２．１　 Ｋａｌｄｉ 语音识别系统

Ｋａｌｄｉ 语音识别系统是 Ｄａｎｉｎｅｌ Ｐｏｖｅｙ 等人使用

Ｃ＋＋开发的一种语音识别系统。 可在 ＧＮＵ、Ｌｉｎｕｘ、
ＢＳＤ、 ＯＳＸ １０（８ ／ ９ 等）、 Ｗｉｎｄｏｗｓ （ｖｉａ Ｃｙｇｗｉｎ）等环

境下运行。 Ｋａｌｄｉ 语音识别系统的开发能够提供一

种兼具灵活性和可扩展性的语音识别系统开发平

台。 该系统支持线性变换，增加了 ＭＭＩ 和 ＭＣＥ 等

基于特征空间的区分性训练的深层神经网络。
Ｋａｌｄｉ 语音识别系统在将深度学习与语音识别相结

合的过程中表现出方便、且内容丰富的特点。 该软

件的成功开发是 ２００９ 年约翰霍普金斯大学研讨会

上的重要组成部分［１０］。
２．２　 深度学习的方法

２．２．１　 循环神经网络

循环神经网络（Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，ＲＮＮ）
是一类人工神经网络在单位之间的连接形成一种循

环，这使其可以表现出一种动态的时间行为。 这个

网络内部存在专属的存储器，可以用其输入需要的

序列。 这就使得该网络适用于多种任务，诸如分类、
文字识别［１１］或语音识别［１２－１３］ 等。 卷积网络的灵感

来自于生物过程，其中神经元之间的连接模式即是

受到了动物视觉皮层组织的启发。
只有受约束的可观测区域会刺激独立的神经单

位，这被称作感受野。 多个独立的神经单位的感受

野的局部会叠加，从而包含整片视野。 与其它图像

分类算法相比，ＣＮＮ 进行预处理相对较小。 在特征

设计中，这种与先前知识储备无关的独立性是一个

主要优点。 循环神经网络有 ２ 种。 一种是单向

ＲＮＮ，另一种是双向 ＲＮＮ。 本次研究中可能用到的

原理公式可分述如下。
（１）单向 ＲＮＮ 的前层。 具体公式如下：

ａｔ
ｈ ＝ ∑

Ｉ

ｉ ＝ １
ｗ ｉｈ ｘｔ

ｉ ＋ ∑
Ｈ

ｈ＇ ＝ １
ｗｈ＇ｈ ｂｔ －１

ｈ＇ ， （４）

ｂｔ
ｈ ＝ θｈ ａｔ

ｈ( ) ， （５）
　 　 需要提及的是，在所有时间点中，隐层权重是共

享的，所以需要将所有时间序列累加成和。 研究中

推得的隐层权重的偏导的计算公式为：
∂Ｌｏｓｓ
∂ ｗ ｉｊ

＝ ∑
Ｔ

ｔ ＝ １

∂Ｌｏｓｓ
∂ ａｔ

ｊ

∂ ａｔ
ｊ

∂ ｗ ｉｊ

＝ ∑
Ｔ

ｔ ＝ １
δｔｊ ｂｔ

ｉ， （６）

∂Ｌｏｓｓ
∂ ｗｈｈ＇

＝ ∑
Ｔ

ｔ ＝ １

∂Ｌｏｓｓ
∂ ａｔ

ｊ

∂ ａｔ
ｊ

∂ ｗｈｈ＇
＝ ∑

Ｔ

ｔ ＝ １
δｔｊ ｂｔ －１

ｈ＇ ， （７）

　 　 （２）双向 ＲＮＮ。 具体公式如下。
① 激活前端网络隐藏层，其公式为：

ａｔ
ｈ ＝ ∑

Ｉ

ｉ ＝ １
ｗ ｉｈ ｘｔ

ｊ ＋ ∑
Ｈ

ｈ＇ ＝ １
ｗｈ＇ｈ ｂｔ －１

ｈ＇ ， （８）

ｂｔ
ｈ ＝ θｈ ａｔ

ｈ( ) ， （９）
　 　 ② 激活后端网络隐藏层，其公式为：
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ｃｔｈ ＝ ∑
Ｉ

ｉ ＝ １
ｗ ｉｈ ｘｔ

ｊ ＋ ∑
Ｈ

ｈ＇ ＝ １
ｗｈ＇ｈ ｂｔ ＋１

ｈ＇ ， （１０）

ｄｔ
ｈ ＝ θｈ ｃｔｈ( ) ， （１１）

　 　 ③ 网络计算的输出，其公式为：
ｅｔｈ ＝ ｂｔ

ｈ ＋ ｄｔ
ｈ， （１２）

　 　 需要提及的是，在所有时间点中，隐层权重是共

享的，所以需要将所有时间序列累加成和。 研究中

推得的隐层权重的偏导的计算公式为：
∂Ｌｏｓｓ
∂ ｗ ｉｊ

＝ ∑
Ｔ

ｔ ＝ １

∂Ｌｏｓｓ
∂ ａｔ

ｊ

∂ ａｔ
ｊ

∂ ｗ ｉｊ

＝ ∑
Ｔ

ｔ ＝ １
δｔｊ ｂｔ

ｉ， （１３）

∂Ｌｏｓｓ
∂ ｗｈｈ＇

＝ ∑
Ｔ

ｔ ＝ １

∂Ｌｏｓｓ
∂ ａｔ

ｊ

∂ ａｔ
ｊ

∂ ｗｈｈ＇
＝ ∑

Ｔ

ｔ ＝ １
δｔｊ ｂｔ －１

ｉ ． （１４）

　 　 其中， ａｔ
ｈ 表示中间隐层为 ｈ 的节点在 ｔ 时刻的

加权和， ｂｔ －１
ｈ＇ 表示节点 ｈ 在 ｔ － １ 时刻的输出。

２．２．２　 长短期记忆网络

长短期记忆网络 （ Ｌｏｎｇ Ｓｈｏｒｔ Ｔｅｒｍ Ｍｅｍｏｒｙ，
ＬＳＴＭ）是循环神经网络（ＲＮＮ） 的一层构建单元。
ＲＮＮ 对应单位常常叫做 ＬＳＴＭ 网络。 ＬＳＴＭ 单元由

ｃｅｌｌ 组成。 ｃｅｌｌ 负责“记住”在任意时间间隔值；所
以，ＬＳＴＭ 中储存了大量“记忆”。 在一个多层（或前

馈）神经网络中，包含 ３ 种门。 这 ３ 种门分别是：输
入门（ Ｉｎｐｕｔ Ｇａｔｅ）、遗忘门（ Ｆｏｒｇｅｔ Ｇａｔｅ） 和输出门

（Ｏｕｔｐｕｔ Ｇａｔｅ）。 其中，每一种门可以被认为是一个

“常规”人工神经元。 也就是说，均可将其用来计算

一个加权和的激活。 直观地说，就是可以被认为是

价值的流量调节器，经过严格的连接；因此，表示

“门”。 这些门和电池之间有联系。 表达的短期是

指虽是一个短期记忆可以持续长时间的模型。 相对

来说适合于分类和预测时间序列的时间滞后之间的

重要事件，如未知的大小和持续时间。 原始 ＲＮＮ 存

在一个不足，就是对深层节点的感知能力会逐渐下

降，在深层网络将无法进行有效的训练。 ＬＳＴＭ 的

提出有利于代替 ＲＮＮ 这种相对不敏感的学习方法。
与此研究相关的原理公式详见如下。

（１）输入门。 具体公式为：

　 ａｔ
ｌ ＝ ∑

Ｉ

ｉ ＝ １
ｗ ｉｌ ｘｔ

ｉ ＋ ∑
Ｈ

ｈ ＝ １
ｗｈｌ ｂｔ －１

ｈ ＋ ∑
Ｃ

ｃ ＝ １
ｗｃｌ ｓｔ

－１
ｃ ， （１５）

　 　 　 　 　 　 　 　 ｂｔ
ｌ ＝ ｆ ａｔ

ｌ( ) ， （１６）
　 　 其中， ｘｔ

ｉ 为输入； ｂｔ －１
ｈ 为上一时间的隐层的输

出； ｓｔ －１ｃ 为上一时间 ｃｅｌｌ 的输出。
（２）遗忘门。 具体公式为：

ａＩ
Ø ＝ ∑

Ｉ

ｉ ＝ １
ｗ ｉØ ｘｔ

ｉ ＋ ∑
Ｈ

ｈ ＝ １
ｗｈØ ｂｔ －１

ｈ ＋ ∑
Ｃ

ｃ ＝ １
ｗｃØ ｓｔ －１ｃ ， （１７）

ｂｔ
Ø ＝ ｆ ａｔ

Ø( ) ， （１８）
　 　 （３）输出门。 具体公式为：

ａｔ
ｗ ＝ ∑

Ｉ

ｉ ＝ １
ｗ ｉｗ ｘｔ

ｉ ＋ ∑
Ｈ

ｈ ＝ １
ｗｈｗ ｂｔ －１

ｈ ＋ ∑
Ｃ

ｃ ＝ １
ｗｃｗ ｓｔｃ，

（１９）
ｂｔ
ｗ ＝ ｆ ａｔ

ｗ( ) ． （２０）
　 　 其中， ｗ ｉｊ 表示一种从 ｉ 到 ｊ 的连接权重； ａｔ

ｊ 表示

时间 ｔ 的网络输入； ｂｔ
ｊ 表示时间 ｔ 的网络输出； ｌ 表

示输入门；Ø 表示遗忘门； ｗ 表示输出门。
２．２．３　 卷积神经网络

在 机 器 学 习 领 域 中， 卷 积 神 经 网 络

（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，ＣＮＮ）是一种属于深

度学习网络范畴的前馈人工神经网络，非常适合应

用于语音信号识别分析。 ＣＮＮ 的设计使用变化多

层感知器，要求最小化的预处理［１４］。 故而也被称为

平移稳定或空间稳定的人工神经网络（ｓｉａｎｎ），且具

有基于共同的权重结构和平移稳定性的特点［１５－１６］。
这里，给出卷积神经网络的模型架构如图 ２ 所示。
卷积网络的灵感来自于生物过程［１７］，这种网络不同

神经元之间的连接方式是受到动物皮层组织之间的

模式启发而设计的。 如前所述，只有受约束的可观

测区域会刺激独立的神经单位，将其称作感受野。
这意味着深度网络引用了传统算法中手工设计的过

滤器。 在特征设计中，这种与先前知识和人工学习

相分离的独立性是一个主要优点。 现今，在图像识

别、语音识别、推荐系统［１８］ 和语言识别分析中都可

见到其应用的实例［１９］。

输入 卷积层C1 池化层S2 卷积层C3 池化层S4 输出

图 ２　 卷积神经网络模型

Ｆｉｇ． ２　 Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ Ｍｏｄｅｌ

２．２．４　 深度神经网络

传统语音识别基本上均使用 ＧＭＭ－ＨＭＭ 作为

声学模型，而 ＤＮＮ－ＨＭＭ 的声学模型最显著的不同

点就是使用深度神经网络 （Ｄｅｅｐ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，
ＤＮＮ）将 ＧＭＭ－ＨＭＭ 中的高斯混合模型替换掉，对
输入信号进行建模从而观察概率。 ＤＮＮ 模型输入

的频谱特征与传统的方法有很大的区别。 ＭＦＣＣ 比

较常见。 ＤＮＮ 形成的语音波均经过加窗、分帧。 如

图 ３ 所示，ＤＮＮ 与 ＧＭＭ 的不同可表述为：ＤＮＮ 会

进行拼接帧的操作，而 ＧＭＭ 只会采集单帧特征作
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为输入。 在本文会将相邻多帧拼接，从而得到汇集

更多数据的输入量。 采用拼接帧是优化效率的一种

重要手段。 ＤＮＮ 是一个具有众多隐含层的多层网

络，信号接送至输入层后分多条线路传输到隐含层，
从采集的原始声音特征映射到新特征空间中，这种

新特征空间是通过隐含层各节点构成的，从而得到

一种新的特征表现形式。 每一层隐含层都会对上一

层的语音信号进行分解，并且在本层加以重组。 当

信号到达最后一个隐含层时，会通过深度学习网络

映射到状态空间；绘制出 ２ 个模型的结构，从中可以

看出深度神经网络包含多个高斯混合模型，一个高

斯混合模型可以被当作仅含有一个隐含层的神经网

络，各个高斯混合分量作为隐含层节点，由下层的各

个混合分量经由线性组合而成的输出层可被当作

ＨＭＭ 模型的状态。 通过将采集的声学特征映射到

ＧＭＭ 混合分量空间，从而在 ＨＭＭ 模型中实现映

射，最后在得到的状态中得到输出后验概率。 基于

前述研究可以看出，ＤＮＮ 的建模能力要优于 ＧＭＭ，
因此 ＤＮＮ－ＨＭＭ 是一种更加高效的声学模型。

输入数据X

单个高斯混合模型

单个模型状态

高斯混合
分量

模型状态
Softmax

d1

d2

d3

d4

d5

输入数据X

深度神经网络

图 ３　 单个高斯混合模型与深度神经网络模型

Ｆｉｇ． ３　 Ｓｉｎｇｌｅ Ｇａｕｓｓｉａｎ Ｍｉｘｔｕｒｅ Ｍｏｄｅｌ ａｎｄ Ｄｅｅｐ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ

Ｍｏｄｅｌ

　 　 ＤＮＮ 将 ＧＭＭ－ＨＭＭ 模型中的 ＧＭＭ 进行置换，
从而计算 ＨＭＭ 状态的后验概率。 设给定时刻 Ｔ 的

特征观察矢量是 Ｏπ，在 ＤＮＮ 中采用 Ｓｏｆｔｍａｘ 函数计

算 ＨＭＭ 状态出现的概率，状态为：

ｙｗ ｓ( ) ＝ Ｐ ｓ ｜ Ｏｖｔ( ) ＝
ｅｘｐ ａｖｔ ｘ( ) }{

∑ ｘ＇
ｅｘｐ ａｖｔ ｘ＇( ) }{

， （２１）

　 　 其中， ｛ａｖｔ（ｘ）｝ 为输出层 ｘ 的激活概率。 在此

基础上，还将推得：
ｌｏｇ ｐ Ｏｖｔ ｜ ｘ( ) ＝ ｌｏｇ ｙｖｔ ｘ( ) － ｌｏｇ Ｐ ｘ( ) ， （２２）

　 　 其中， Ｐ ｘ( ) 表示训练数据中状态 ｘ 出现的先验

概率。
在 ＤＮＮ－ＨＭＭ 模型中，ＤＮＮ 的原理是将采集的

输入信号的后验概率进行计算建模。 对观察概率建

模是传统 ＧＭＭ 模型的模式。 因此研究中既需要获

取先验概率，又要获取后验概率，将二者相结合从而

得到观察概率。 设输出样本为 ａ， 输出状态为 ｘ，
Ｐ ｘ ｜ ａ( ) 表示 ＤＮＮ 后验概率，可采用式（２３）进行

计算：

Ｐ ｘ ｜ ａ( ) ＝ Ｐ ａ ｜ ｘ( ) Ｐ ａ( )

Ｐ ｘ( )
． （２３）

　 　 通过以上模型观察，就可以得出概率并且利用

ＨＭＭ 进行解码。
２．３　 数据来源

本文使用了 ８６３ 汉语语音库。 该语音库分别由

４１ 名男性和 ４１ 名女性说话人组成训练集，４２ 名男

性和 ４２ 名女性说话人组成测试集。 由上世纪 ９０ 年

代《人民日报》中选取千余句作为朗读文本。 设置

采样频率 １６ ＫＨｚ，分 ３ 类，并且选择其中一类进行

阅读。

３　 基于深度学习的语音识别声学建模实验

本节将深度学习技术建立声学模型，与传统声

学模型进行对比，得到各模型的建模能力。 实验中

进行了如下的准备工作：本节在 ８６３ 语音库中分别

选取 １ ０００ 单词和句子作为样本。 随机抽取 ５００ 作

为训练集合，５００ 作为测试集，将 Ｋａｌｄｉ 搭载于 Ｌｉｎｕｘ
系统下。
３．１　 实验步骤

３．１．１　 特征提取

首先，要对传统 ＧＭＭ－ＨＭＭ 声学模型进行训

练，从数据库中提取对应帧长为 ２０ ｍｓ、帧移为 １０
ｍｓ 的语音数据对应 ＭＦＣＣ 特征，该提取特征有 ４０
维。 将离散余弦变换阶数选取一个假定值，设为

１３，经过一阶和二阶的差分后得到的是 ３９ 维，在此

基础上叠加帧能量，共得到 ４０ 维。 其次，分别选择

长短期记忆网络、卷积神经网络以及深度神经网络

声学模型进行训练，从数据库中提取对应帧长为

２０ ｍｓ、帧移为 １０ ｍｓ 的语音数据的特征。 ＣＮＮ －
ＨＭＭ 的语音数据对应的是 ｆＢａｎｋ 特征，提取的特征

有 ４０ 维。 ＤＮＮ－ＨＭＭ 的语音数据对应的是 ｆＢａｎｋ
特征，提取的特征有 ９６ 维。 提取的特征需要分组捆

绑，这是为了提升相关性分析的效率。
３．１．２　 生成标签

在实验的过程中需要生成标签， 用于监测

９３１第 ２ 期 邵娜， 等： 基于深度学习的语音识别方法研究



ＬＳＴＭ 网络、ＣＮＮ 网络以及 ＤＮＮ 网络的性能。 搭建

传统 ＧＭＭ－ＨＭＭ 声学模型，从中获取标签信息。 将

这个成熟的声学模型与有关信息相融合，再与初始

文本标签进行对接。 使用对接后的三因素模型用作

声学模型训练的标签。
３．１．３　 声学建模

３．１．３．１　 ＬＳＴＭ－ＨＭＭ 网络参数配置

该 ＬＳＴＭ－ＨＭＭ 由 １ 个输入层、３ 个隐藏层、１
个输出层组成。 输入层对应 ７５ 维特征，扩展 ３ 帧，
从而得到的节点数为 ３００。 每个隐藏层对应 ２ ０４８
个节点，共计 ６ １４４ 个节点。 输出层对应 ３６ ０１６ 个

节点。 使用 Ｓｏｆｔｍａｘ 函数用作输出层的分类，使用

Ｓｉｇｍｏｉｄ 函数对隐藏层进行激活。
选取最小化交叉熵设定为目标函数，用来进行

参数调优。 设定起始学习率的值为 ０．１，开始训练直

到第 ５ 代，将学习率降低二分之一。 接下来，每当迭

代一次，学习率都将降低为上代的二分之一。 一旦

交叉验证值趋于平稳，结束实验。
３．１．３．２　 ＣＮＮ－ＨＭＭ 网络参数配置

该 ＣＮＮ－ＨＭＭ 由 １ 个输入层、２ 个卷积层、２ 个

池化层和 １ 个输出层组成。 输入层对应 ９６ 维特征，
扩展 ５ 帧，从而得到节点数为 １ ０５６。 该网络的卷积

层与池化层并不同时运行，而是在不同时间段内交替

出现。 Ｃ１ 是首次出现的卷积层， Ｃ３ 是第二次出现的

卷积层。 Ｓ２ 是首次出现的池化层， Ｓ４ 是第二次出现的

池化层。 使用 Ｓｏｆｔｍａｘ 函数用作层的分类。
参数调整与 ＬＳＴＭ 相同，选取最小化交叉熵设

定为目标函数，用来进行参数调优。 设定起始学习

率的值为 ０．１，开始训练直到第 ５ 代，将学习率降低

二分之一。 后续每当迭代一次，学习率都将降低为

为上代的二分之一。 一旦平均惩罚值维持在一定范

围内趋于平稳，结束实验。
３．１．３．３　 ＤＮＮ－ＨＭＭ 网络参数配置

该 ＤＮＮ－ＨＭＭ 由 １ 个输入层、６ 个隐藏层、１ 个

输出层组成。 输入层对应 ４２９ 个节点，每个隐藏层

对应 １ ０２４ 个节点，共计 ６ １４４ 个节点，输出层对应

１ ３６６ 个节点。 使用 Ｓｏｆｔｍａｘ 函数用作输出层的分

类，使用 Ｓｉｇｍｏｉｄ 函数对隐藏层进行激活。
参数调整也是与 ＬＳＴＭ 相同，选取最小化交叉

熵设定为目标函数，用来进行参数调优。 设定起始

学习率的值为 ０．１，开始训练直到第 ５ 代，将学习率

降低二分之一。 后续每当迭代一次，学习率都将降

低为上代的二分之一。 一旦交叉验证值逐渐平稳，
结束实验。
３．２　 实验结果及分析

依照实验步骤分别在 Ｋａｌｄｉ 系统中搭建 ＧＭＭ－
ＨＭＭ 声学模型、ＬＳＴＭ－ＨＭＭ 声学模型、ＣＮＮ－ＨＭＭ
声学模型以及 ＤＮＮ－ＨＭＭ 声学模型。 最终得出结

果见表 １。 进而，研究中得到的各主要算法的实验

仿真结果则如图 ４～图 ６ 所示。
表 １　 主要算法的单词句子正确率的测试结果

Ｔａｂ． １　 Ｔｅｓｔ ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ ｓｅｎｔｅｎｃｅ ｃｏｒｒｅｃｔ ｒａｔｅ ｏｆ ｔｈｅ ｍａｉｎ ａｌｇｏｒｉｔｈｍｓ

测试方法 测试集 识别正确个数 词正确率 ／ ％ 识别正确个数 句子正确率 ／ ％

ＧＭＭ－ＨＭＭ ５００ ４０７ ８１．４ ３６９ ７３．８

ＬＳＴＭ－ＨＭＭ ５００ ４４４ ８８．８ ４３４ ８６．８

ＣＮＮ－ＨＭＭ ５００ ４５３ ９０．６ ４３０ ８６．０

ＤＮＮ－ＨＭＭ ５００ ４３９ ８７．８ ４２１ ８４．２
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图 ４　 ＬＳＴＭ 正确率迭代次数变化图

Ｆｉｇ． ４　 Ｉｔｅｒａｔｉｏｎ ｎｕｍｂｅｒ ｃｈａｎｇｅ ｇｒａｐｈ ｏｆ ＬＳＴＭ ｃｏｒｒｅｃｔ ｒａｔｅ
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图 ５　 ＣＮＮ 平均惩罚值迭代次数变化图

Ｆｉｇ． ５　 Ｉｔｅｒａｔｉｏｎ ｎｕｍｂｅｒ ｃｈａｎｇｅ ｇｒａｐｈ ｏｆ ＣＮＮ ａｖｅｒａｇｅ ｐｅｎａｌｔｙ ｖａｌｕｅ
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图 ６　 ＤＮＮ 正确率迭代次数变化图

Ｆｉｇ． ６ 　 Ｉｔｅｒａｔｉｏｎ ｎｕｍｂｅｒ ｃｈａｎｇｅ ｇｒａｐｈ ｏｆ ＤＮＮ ｃｏｒｒｅｃｔ ｒａｔｅ

　 　 结合上述结果分析后可知，ＧＭＭ 用作声学模型

在网络学习中趋于浅层，而 ＬＳＴＭ、ＣＮＮ、ＤＮＮ 等模

型属于深层学习范畴，虽然深度学习模型相较于传

统声学模型更为复杂，但是能够显著提高语音识别

正确率及效率。 可以看出，基于深度学习的声学建

模能力要普遍强于传统 ＧＭＭ－ＨＭＭ 声学模型。

４　 结束语

研究前文表 １ 可以看出，传统基于混合高斯隐

马尔可夫混合模型的建模方法显然要逊色于当下基

于深度学习进行声学建模的方法。 从词的正确率来

看，ＬＳＴＭ－ＨＭＭ 比 ＧＭＭ－ＨＭＭ 提升了 ７．４％、ＣＮＮ－
ＨＭＭ 比 ＧＭＭ－ＨＭＭ 提升了 ９．２％、ＤＮＮ－ＨＭＭ 比

ＧＭＭ－ＨＭＭ 提升了 ６．４％。 从句子的正确率来看，
ＬＳＴＭ －ＨＭＭ 比 ＧＭＭ －ＨＭＭ 提升了 １３％、 ＣＮＮ －
ＨＭＭ 比 ＧＭＭ－ＨＭＭ 提升了 １２．２％、ＤＮＮ－ＨＭＭ 比

ＧＭＭ－ＨＭＭ 提升了 １０．４％。 分析如上数据可以得

到，ＧＭＭ 是一种趋于传统的浅层网络，虽然技术相

对成熟，但是对海量数据的提取学习能力显得有些

薄弱。 而 ＬＳＴＭ、ＣＮＮ、ＤＮＮ 等深层网络适合于进行

深度学习，而且非常适于在海量数据中进行数据提

取。 ＬＳＴＭ 模型能够对数据进行长期记忆，不会形

成记忆断层，使其建模能力将会优于 ＤＮＮ 模型。
ＣＮＮ 模型由于其独特的网络结构，根据得到的反馈

来看，效果具有明显提升。 因此可以得出以下结论：
ＤＮＮ 模型相对于 ＧＭＭ 模型来说是一种建模能力更

强的模型。 使用 ＬＳＴＭ－ＨＭＭ 模型建模得到的反馈

略优于 ＤＮＮ－ＨＭＭ 模型，而 ＣＮＮ－ＨＭＭ 的建模能力

却胜过其余 ３ 种模型。
随着人类社会的进步与现代化发展，语音识别

能够将人机实现充分的有机结合。 在海量数据的处

理中以及提升准确性的前提下去优化其识别效率是

每位相关研究人员的追求目标。 本文希望通过基于

深度学习的语音识别方法的研究，能够改善语音识

别的声学模型，提高语音识别的准确性，优化其效

率，从而有效满足多个领域对人工智能语音识别的

各项丰富需求。
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