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摘　 要： 对问答系统中的信息检索模块进行自动评价是开发问答系统中不可或缺的一环。 采用传统的检索评价指标，就需要

为每个问题标注正确的候选答案。 为了避免这种代价，本文提出一种问答系统中的信息检索模块进行自动评价方法。 该方

法使用候选文档与问题本身以及问题参考答案间的信息，利用机器学习方法去拟合 ＭＡＰ。 在实验中，本文发现使用 ＧＢＤＴ 模

型拟合 ＭＡＰ 值最好，斯皮尔曼等级相关系数达到了 ０．８７。
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０　 引　 言

问答系统是当前自然语言处理领域的研究热点

之一。 而且问答系统已被视作是搜索引擎的下一步

发展方向。 另据研究可知，百度、雅虎、谷歌等知名

的互联网公司也都在不断地向这一领域持续增加研

究投入。
问答系统的目标是让计算机使用自然语言来回

答人的问题。 总地来说，问答系统可以分为 ３ 个主

要模块［１－２］，可对其阐释如下。
（１）问题分析模块。 分析问题得到句子词法、

语法、语义成分信息，根据这些信息确定问题类别和

潜在答案类型。
（２）信息检索模块。 在数据集中根据问题分析

结果过滤出可能包含答案的数据，目的是缩小数据

范围，减少下一阶段工作量。
（３）答案抽取模块。 从可能存在答案的数据中

抽取候选答案，对候选答案进行处理，最后组合候选

答案为最终答案。
在问答系统的开发过程中，通过比较不同检索

方法的优劣，从而达到不断地优化信息检索模块的

目的，在此基础上致力于研发更好的问答系统。 但

是对问答系统中的信息检索模块进行评价仍面临着

诸多不便。 对此可概略分析如下。
信息检索模块的评价可以置于整个问答系统的

评价中。 即通过考察使用不同信息检索模块的系统

回答用户提问的正确率，来评估信息检索模块的性

能。 但是，这种策略只有在后续的答案抽取模块设

计完成后才能派上用场，而且只有高可靠的答案抽

取模块，才能相对公平地反映检索模块的性能。 显

然，该策略在系统开发初期难以使用，而且会给模块

化开发管理带来一定困难。 此外，还可以对信息检

索模块进行单独的评价，这样做的好处是无需等待

整个系统开发流程结束就能开展信息检索模块的性



能评估。
ＴＲＥＣ 在组织历届信息检索评测时，开发了一

套对信息检索系统进行评价的方法，比如最常见的

ＭＡＰ［３］ 指标。 待评测的信息检索系统根据查询返

回一个对文档的排序列表，人工评价者将逐一审查

列表中的文档，根据文档与查询间的相关程度给文

档赋予最终的二元相关度等级，即相关和不相关两

档。 之后使用 ＭＡＰ 的定义公式求得该列表的 ＭＡＰ
值。 对于搜索引擎来说，这种答案设置可以用户的

点击来代替，从而方便地完成搜索引擎的评价指标

计算［４］。 当然，对于某些存在多种检索模块的情

形，例如在 ＴＲＥＣ、ＮＴＣＩＲ 等评测中，还可以使用文

献［５］提出的利用不同检索系统的结果彼此互评的

方法。
综上这些方法并不完全适合对问答系统中的信

息检索模块进行评价。 遵循 ＴＲＥＣ 的做法，使用

ＭＡＰ、ＮＤＣＧ 等指标进行评价却要对返回的每个文

档均需经历一番人工审查，耗时耗力。 文献［４］中

的方法也不具可行性，因为问答系统在还未上线前

缺乏点击日志。 而文献［５］则需要获得参加评测

的其它检索系统的结果，无法仅就单个系统进行评

价。
为了实现问答系统中信息检索模块的自动评

价、且能够达到类似于 ＭＡＰ 的效果，同时能够避免

之前方法的种种缺陷，本文提出针对一种问答系统

中的信息检索模块进行自动评价方法。 该方法使用

候选文档与问题本身以及问题参考答案间的信息，
利用机器学习方法去拟合 ＭＡＰ。 在实验中，研究发

现使用 ＧＢＤＴ 模型拟合 ＭＡＰ 值最好，斯皮尔曼等级

相关系数达到了 ０．８７。
论文中，首先讨论用于拟合 ＭＡＰ 值的多种机器

学习模型和使用的特征。 然后，则设计论述了实验

准备、实验内容，并运行得到了实验结果。 最后，就
是总结全文，同时给出未来研究展望。

１　 基于机器学习的信息检索评价指标建模

本文选择使用机器学习方法来建模拟合过程，
而非人工构建拟合公式。

该方法的目标是在机器学习大框架下，寻找一

个好的自动评价函数。 也就是 ｙ ＝ ｆ（ｘ）。 其中， ｘ
是排序列表中的所有文档以及排序列表对应问题答

案， ｙ 是预测的 ＭＡＰ。 研究中，期望 ｙ 与真实的

ＭＡＰ 尽量一致。
在机器学习建模过程中，将需要对纯文本信息

ｘ 进行特征抽取，抽取出一个列表中所有文档的相

关性特征，记做 ｆｅａｔｕｒｅｓ。 而且，模型也不可能完美

地预测 ＭＡＰ 值，为了寻找最好的模型，需要定义损

失函数 ｌｏｓｓ， 并最小化损失函数 ｌｏｓｓ。 综上，本文将

寻找一个好的机器学习模型 ｇｂｅｓｔ 满足如下数学定

义：
ｇｂｅｓｔ ＝ ｍｉｎ

ｇ
ｌｏｓｓ（ｇ ｆｅａｔｕｒｅｓ( ) ， ＭＡＰ） ， （１）

　 　 围绕着如何寻找 ｇｂｅｓｔ 这一主题，本文拟从回归

和排序 ２ 个角度构建研究体系，并深入剖析模型特

征，相应内容可探讨分析如下。
１．１　 回归策略

寻找能够最小化预测值和真实值间损失函数的

ｆ ，这种任务定义形式天然地属于回归问题。
为了解决这个回归问题，本文首先尝试了普通

最小平方回归，又称 ＯＬＳＲ，来拟合 ＭＡＰ 值，即求解

以下优化问题：

ｍｉｎ
ｗ
∑
Ｎ

ｉ ＝ １
ｗ ｔ ｘｉ － ｙｉ( ) ２， （２）

　 　 其中， ｗ 是回归参数， ｘ 是第 ｉ 个排序列表 Ｒ ｉ 中

所有文档的相关性指标， ｙｉ 是第 ｉ 个排序列表 Ｒ ｉ 对

应的 ＭＡＰ 值。
接下来，本文又考虑了岭回归和 Ｌａｓｓｏ［６］ ２ 种方

法。 岭回归和 Ｌａｓｓｏ 对 ＯＬＲＳ 加以改进，分别对回归

参数进行了 Ｌ１ 和 Ｌ２ 正则化。 其中，岭回归将对应以

下优化问题：

ｍｉｎ
ｗ
∑
Ｎ

ｉ ＝ １
ｗ ｔ ｘｉ － ｙｉ( ) ２ ＋ Ｃ ｗ ２， （３）

　 　 而 Ｌａｓｓｏ 则对应以下优化问题：

ｍｉｎ
ｗ
∑
Ｎ

ｉ ＝ １
ｗ ｔ ｘｉ － ｙｉ( ) ２ ＋ Ｃ ｜ ｗ ｜ ， （４）

　 　 其中， Ｃ 是正则化系数。
在此基础上，本文还着重探究了 ＳＶＭ［７］、决策

树、随机森林［８］、ＧＢＤＴ［９］ 等 ４ 种更复杂的非线性模

型。
在 ＧＢＤＴ 中，本文使用平方误差函数作为损失

函数。 研究推得数学公式如下：

ｍｉｎ
ｗ
∑
Ｎ

ｉ ＝ １
ｙｉ － ｆ ｘｉ( )( ) ２， （５）

ｆ ｘｉ( ) ＝ ｗ０ ＋ ∑
Ｍ

ｍ ＝ １
ｗｍ ϕｍ（ｘｉ）， （６）

　 　 其中， ｗｍ 是权重， ϕｍ 是弱决策树模型。
在弱决策树模型中，本文采用了最小平方误差

准则来选择待分裂特征和最佳分裂点，对应以下优

化问题：
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ｍｉｎ Ｓ ＝ ∑
ｃ∈ｌｅａｆ（Ｔ）

∑
ｉ∈ｃ

ｙｉ － ｍｃ( ) ２，

ｍｃ ＝
１
Ｎｃ
∑
ｉ∈ｃ

ｙｉ ． （７）

　 　 其中， ｉ 表示节点 ｃ 区域内的一个样本； Ｎｃ 表示

节点 ｃ 区域内样本数量； ｍｃ 表示对于节点 ｃ 区域内

样本的预测值。
１．２　 排序策略

针对何种自动评价函数才可称作一个好的自动

评价函数这个问题，本文将从数值逼近和排序结果

逼近 ２ 个角度进行释义解读，具体研究如下。
对于一个自动评价方法，若其对一个信息检索

系统的评价结果在数值上越接近真实的 ＭＡＰ 值，这
个自动评价方法的性能也就越好。

但数值上的偏离并不意味着这种自动评价方法

没有价值。 当研究者进行自动评价时，其目的常常

是获得不同系统间性能的高低关系而并非仅是着眼

于某些特定的性能指标。 如果使用该自动评价方法

对不同系统的排名与人工评价方法对不同系统的排

名已然相近，也就是在排序效果上相近，那该方法即

可判定为是优秀的算法。
回归方法就是在数值上逼近人工评价结果，从

上述的分析可知在最终排序上逼近人工评价结果也

是一种可行性选择。 与回归函数相似的是，排序函

数的输入是一个列表中所有文档的相关性特征。 排

序输出则是对排序列表的 ＭＡＰ 值的排序等价的预

测值。
学习排序函数的过程实际上是一个 Ｌｅａｒｎｉｎｇ ｔｏ

Ｒａｎｋ 的过程。 Ｌｅａｒｎｉｎｇ ｔｏ ｒａｎｋ 算法是机器学习研

究的研究核心与关键， 有着丰富的研究成果。
Ｌｅａｒｎｉｎｇ ｔｏ Ｒａｎｋ 分 为 ３ 类， 分 别 是： Ｐｏｉｎｔｗｉｓｅ、
Ｐａｉｒｗｉｓｅ 和 Ｌｉｓｔｗｉｓｅ。 本 文 选 用 了 属 于 Ｐａｉｒｗｉｓｅ
Ｌｅａｒｎｉｎｇ ｔｏ Ｒａｎｋ 算法的 Ｒａｎｋ ＳＶＭ［１０］ 作为学习算

法。
１．３　 模型特征

在问答系统中，问题本身和问题答案是人工评

价者判别文档相关性的依据。 一个好的文档既要覆

盖问题的答案，又要将问题的答案按照问题本身的

要求组织起来，２ 个部分缺一不可。
本文使用 １２ 个特征来衡量文档与问题本身和

问题答案间的相关度。 这 １２ 种特征来自 ４ 种粒度

和 ３ 种度量的两两组合。 为了消除不同分词粒度的

影响并获取不同粒度的语义表示，本文在 ４ 种粒度

下分别计算 ３ 种度量。 这 ４ 种粒度包括有：一元、二

元、三元和词。 ３ 种度量可表述为：精确率、召回率

和置信度。 也就是说，单个文档将对应 １２ 个相关性

指标。 文中，关于 ３ 种度量的研究计算可详见如下。
（１）精确率和召回率。 从集合论的角度，文档

与问题答案可以视作 ２ 个集合。 在集合论中，如果

要衡量 ２ 个集合间相似程度，通常做法是取 ２ 个集

合的交集。 为了将交集的大小规整到 ０～ １ 之间，可
以除以任意一个集合的大小。 在机器学习的定义

中，此番推导的结果实际上是在计算文档与问题答

案间的精确率和召回率。 于是，本文将选取文档与

问题答案间的精确率和召回率作为预测文本与问题

答案间匹配程度的特征。
假设在某种粒度下排序列表中第 ｉ 个文档可表

示为 Ｄｏｃｉ， 排序列表对应答案可表示为 Ａｎｓ。 那么

该粒度下 Ｄｏｃｉ 的精确率和召回率的数学定义表述

可见如下：

精确率 ＝
Ｄｏｃｉ ∩ Ａｎｓ

Ｄｏｃｉ
， （８）

召回率 ＝
Ｄｏｃｉ ∩ Ａｎｓ

Ａｎｓ
． （９）

　 　 其中， Ｄｏｃｉ 、 Ａｎｓ 和 Ｄｏｃｉ ∩ Ａｎｓ 分别为

文档 Ｄｏｃｉ 的长度、答案 Ａｎｓ 的长度和 Ｄｏｃｉ 与 Ａｎｓ 的
交集的长度。

（２）置信度。 因为信息检索系统的查询来自于

问题本身，就使得系统赋予文档的置信度评分代表

着问题本身与文档间的相关性。 本文使用语言模型

作为系统的检索模型来为问题打分。 语言模型的基

本思想是从候选文档中估计出一个语言模型，而后

计算该语言模型下生成查询的概率，最后利用此概

率来为文档设定排序。 在实际求解时，采用概率的

对数形式以简化计算。
假设在某种粒度下排序列表 Ｒ 对应的查询可

表示为 Ｑ ＝ ｛ｑ１，ｑ２…，ｑｎ｝，其中 ｑ ｊ 是 Ｑ的第 ｊ个查询

词。 排序列表中，第 ｉ 个文档可表示为 Ｄｏｃｉ。 用 ｔｆｑ ｊ
表示查询词 ｑ ｊ 在文档 Ｄｏｃｉ 中的出现次数， ｃｆｑ ｊ 表示

查询词 ｑ ｊ 在整个文档集中的出现次数， ｜ Ｄｏｃｉ ｜ 表示

该粒度下文档 Ｄｏｃｉ 中词的总数， Ｃ 表示该粒度下

文档集中词的总数。 参照文献［１１－１２］，研究推得

Ｄｏｃｉ 在该粒度下置信度的数学运算可表示如下：

置信度 ＝ ｌｏｇ∏
ｎ

ｊ ＝ １
Ｐ ｔｆｑ ｊ ｜ Ｄｏｃｉ( ) ，

Ｐ ｔｆｑ ｊ ｜ Ｄｏｃｉ( ) ＝
ｔｆｑ ｊ ＋ μ

ｃｆｑ ｊ
Ｃ

Ｄｏｃｉ ＋ μ
． （１０）
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　 　 基于前述分析可知，本文使用的回归函数和排

序函数的输入都是一个列表中所有文档的相关性特

征。 所以本文首先计算每个文档与问题本身和问题

答案间的相关性指标，再将每个文档的相关性指标

按照其在排序列表中的位置依次拼接在一起构建成

为完整的输入数据。
在计算诸如 ＭＡＰ 和 ＮＤＣＧ 之类的人工评价指

标时，排名靠前的文档对指标有着更大的影响。 故

而即使仅采用了由排名靠前的文档的相关性特征组

成的部分输入数据，模型也将获得不错的性能。 同

时，每个模型自身的复杂度和泛化能力都不相同，这
就导致了每个模型最适合处理的输入长度也将各有

不同。
研究至此可知，在后续的仿真实验中， 每个模

型使用多少文档成为该模型可以调节的参数之一，
记为 Ｎ。 称某个模型使用 Ｎ 个文档，意味着该模型

使用由排序列表前Ｎ个文档的相关性特征组成的部

分输入数据。

２　 实验

２．１　 数据来源

本文研究使用的检索系统是面向高考历史简答

题的问答系统的一部分。 检索系统面对的检索范围

是 ９ 本人教版高中历史教科书，包括 ３ 本必修教材

和 ６ 本选修教材。 在检索和自动评价过程中使用的

问答对来自 ２０１３ ～ ２０１５ 年北京高考历史简答题真

题，共 １５ 题。
录入的教材按照每个自然段对应文档集中的一

个文档的规律进行切分，将自然段所属的课文标题

作为文档标题。 平均段落长度为 １２７ 词。 实验中，
研究文档的一个实例见表 １。

表 １　 文档例子

Ｔａｂ． １　 Ａｎ ｅｘａｍｐｌｅ ｏｆ ｔｈｅ ｄｏｃｕｍｅｎｔ

标题 内容

从禅让到

王位世袭

约公元前 ２０７０ 年，禹建立中国历史上第一个王

朝———夏。 中国出现早期国家政治制度。 禹年老

时沿用禅让的惯例，选举继位人。 但是禹死后，他
的儿子启夺得王位，并传位给自己的后代。 这样，
政治权力由“传贤”变成“传子”，王位在一家一姓

中传承，“家天下”的局面逐渐形成。 原始社会后期

的禅让制被王位世袭制所取代。 商朝建立后，王位

有时父子相传，有时兄终弟及。

　 　 针对高考真题，对每道题通过人工在历史教材

中标出了相关文档，再根据题目人工拟定合适的查

询。 因此每道题由问题、答案、查询和相关文档 ４ 部

分组成。 研究中也随即给出了高考题的另一实例可

参见表 ２。
表 ２　 高考题例子

Ｔａｂ． ２　 Ａｎ ｅｘａｍｐｌｅ ｏｆ ｃｏｌｌｅｇｅ ｅｎｔｒａｎｃｅ ｅｘａｍｉｎａｔｉｏｎ

问题 答案 查询 相关文档

１５．世界博览会通

过展示科学技术

成果，预示世界发

展方向。 １９６２ 年

世博会在美国西

雅图 举 行。 １９５７
年，苏联发射了人

类历史上第一颗

人造 地 球 卫 星。
１９６１ 年，苏联宇航

员加加林成为第

一个遨游太空的

人，美国随即提出

阿波罗登月计划。
１９６２ 年，在西雅图

举办了主题为“太
空时代的人类生

活”的博览会。
（ ２ ） 阅 读 材

料，结合所学，指

出人类进入“太空

时代”得到国际政

治背景；（４ 分）列
举 ２０ 世纪 ６０ 年

代以来我国取得

的航天成就。 （ ６
分）

政治背景：
冷 战 时 期

美苏争霸；
太 空 军 备

竞 赛。 我

国 航 天 成

就：人造卫

星；长征系

列火箭；神
舟 系 列 载

人飞船；探
月工程；宇
宙空间站。

美国 苏联

太 空 时 代

政 治 背 景

航 天 成 就

中国

１９５３ 年 ３ 月，斯
大林逝世，美苏

双方的关系开

始出现微妙变

化。 美 国 总 统

艾森豪威尔主

张通过对话谈

判，逐步“软化”
苏联。 １９６１ 年

入主白宫的约

翰·肯尼迪采

取的对苏策略

是“一手抓箭，
一手抓橄榄枝”
的“和平战略”。
苏联最高领导

人赫鲁晓夫提

出一套争取同

美国平起平坐，
实现苏美共同

主宰世界的战

略目 标。 美 苏

争霸局面逐渐

形成。

２．２　 数据准备

由于模型参数的数量较多，训练机器学习模型

需要大量的样本。 而本文仅有来自先前实验的十余

个排序列表。 为了解决样本匮乏问题，本文需要生

成大量的排序列表，如此才能充分训练机器学习模

型。
　 　 经过了对各种研究方案的斟酌考量后，本文选

择了直接通过随机交换已有排序列表中的文档来生

成训练排序列表。 然而直接对整个排序列表使用随

机洗牌算法是效率低下的。 相关文档在原排序列表

中的位置通常比较靠前，这一性质会使原排序列表

评价指标值通常维持在一个较高的水平。 随机洗牌

使得相关文档在新排序列表中变成了随机分布，这
极大降低了新排序列表的评价指标值。 针对这一问
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题，研究选择每次只在部分排序列表上使用随机洗

牌算法，这就决定了相关文档不会偏离其原位置太

远，从而保证能够获得比较高的评价指标。 同时，每
次选择的部分间互有重叠，使得每个文档都有较小

可能连续多次被交换，不会出现诸如前 １０ 的文档永

远在前 １０ 这种违背随机的现象。 综合以上探讨过

程，可设计推得算法 １ 的研发代码详见如下。
算法 １　 样本生成算法

Ｆｕｎｃｔｉｏｎ ＳＨＵＦＦＬＥ（ ｒａｎｋ，ｓｔａｒｔ，ｅｎｄ）
ｒａｎｄｏｍ ｓｈｕｆｆｌｅｒａｎｋ［ ｓｔａｒｔ．．．ｅｎｄ］
ｒｅｔｕｒｎ ｒａｎｋ
Ｆｕｎｃｔｉｏｎ ＧＥＮ（ ｒａｎｋ，ｓｉｚｅ，ｓｈｉｆｔ）
ｌ ← ｌｅｎｇｔｈ（ ｒａｎｋ）
ｓ ← ０
ｗｈｉｌｅ ｓ ＜ ｌ ｄｏ
　 ＳＨＵＦＦＬＥ （ ｒａｎｋ， ｓ， ｓ ＋ ｓｉｚｅ）
　 ｓ ← ｓ ＋ ｏｖｅｒｌａｐ
ｅｎｄ ｗｈｉｌｅ
ｒａｎｋ ← ＳＨＵＦＦＬＥ （ ｒａｎｋ， ｓ， ｌ）
ｍａｐ ← ＥＶＡＬ（ ｒａｎｋ）
ｒｅｔｕｒｎ ｒａｎｋ，ｍａｐ
Ｆｕｎｃｔｉｏｎ ＰＲＥＰＡＲＥ（ ｒａｎｋ， ｎｕｍ， ｓｉｚｅ， ｓｈｉｆｔ）
ｒａｎｋｓ ← ｌｉｓｔ（）
ｆｏｒ ｉ ＝ １，２．．．，ｎｕｍ ｄｏ
　 　 ｇｅｎｒａｎｋ ← ＧＥＮ（ ｒａｎｋ）
　 　 ＡＰＰＥＮＤ（ ｒａｎｋｓ， ｇｅｎｒａｎｋ）
ｅｎｄ ｆｏｒ
ｒｅｔｕｒｎ ｒａｎｋｓ

本文研究的 １５ 道高考题中只有 ８ 道题在教材中

找到了相关文档，因此带有人工标注的相关文档的

８ 道题参与了样本生成过程。 本文对每道高考题生

成 １００ 个排序列表，并通过人工标注得到了生成的

排序列表的ＭＡＰ值，研究中总计得到了 ８００个 ＜ 排

序列表，ＭＡＰ ＞ 对。
最后生成的排序列表的 ＭＡＰ 分布如图 １ 所

示。 已有排序列表的 ＭＡＰ 分布如图 ２ 所示。
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图 １　 原始 ＭＡＰ 分布

Ｆｉｇ． １　 Ｏｒｉｇｉｎａｌ ＭＡＰ ｄｉｓｔｒｉｂｕｔｉｏｎ
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图 ２　 生成样本 ＭＡＰ 分布

Ｆｉｇ． ２　 ＭＡＰ ｄｉｓｔｒｉｂｕｔｉｏｎ ｏｆ ｇｅｎｅｒａｔｅｄ ｓａｍｐｌｅ

　 　 本实验中的每个排序都包含 １００ 个文档，而每

个文档包含 １２ 个相关性指标，因此一个样本包含排

序列表的 １ ２００ 个相关性指标和排序列表对应的

ＭＡＰ 值。
２．３　 模型评价

本文采用斯皮尔曼等级相关系数来衡量模型对

于评价指标的预测能力。 斯皮尔曼等级相关系数是

衡量 ２ 个变量的依赖性的一项统计指标。 相比于皮

尔斯相关系数，斯皮尔曼等级相关系数，只关心变量

间的大小关系而不是变量的具体大小，对于排序错

误更加敏感，对于离群点更加不敏感，因此也较为符

合进行自动评价以改进系统这一出发点。 其计算公

式如下：

ρ ＝
∑ ｉ

ｘｉ － ｘ－( ) ｙｉ － ｙ－( )

　

∑ ｉ
ｘｉ － ｘ－( ) ２ ｙｉ － ｙ－( ) ２

． （１１）

　 　 其中， ｘｉ，ｙｉ 是原始变量 Ｘ ｉ，Ｙｉ 对应的等级。 原

始数据依据其在总体数据中平均的降序位置，被分

配了一个相应的等级。 ｘ－， ｙ－ 是所有原始变量等级的

平均值。
２．４　 特征选择

因为每个样本包含 １ ２００ 个相关性指标，而这

里只有 ８００ 个样本，容易出现过拟合的情况。 为应

对这一局面弊端，本文对回归模型和排序模型分别

进行了特征选择。 本文采用的是前向选择的特征选

择算法。 特征子集从空集开始，每次选择一个使得

模型最优的新相关性指标加入特征子集，使得斯皮

尔曼等级相关系数最优，是一种简单的贪心算法。
为了避免挑选最优相关性指标时受到噪声的干扰，
本文使用四重交叉校验，并将 ４ 次结果取平均。 最

终本文在回归模型和排序模型中都保留了 ７ 项相关

性特征，细节详情见表 ３。 单独使用每一个特征得

到性能可见表 ４。 在特征选择过程中，每增加一个
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特征，性能增加的幅度如图 ３ 所示。
表 ３　 单独特征性能

Ｔａｂ． ３　 Ｉｎｄｉｖｉｄｕａｌ ｆｅａｔｕｒｅ ｐｅｒｆｏｒｍａｎｃｅ

特征 回归模型 排序模型

精确率（１－ｇｒａｍ） ０．３５ ０．２５

召回率（１－ｇｒａｍ） ０．１１ ０．０２

精确率（２－ｇｒａｍ） ０．２３ ０．１７

召回率（２－ｇｒａｍ） ０．１２ ０．０６

精确率（３－ｇｒａｍ） ０．４５ ０．３０

召回率（３－ｇｒａｍ） ０．５２ ０．４６

精确率（ｗｏｒｄ） ０．０３ －０．０２

召回率（ｗｏｒｄ） ０．３４ ０．２３

置信度（１－ｇｒａｍ） ０．４７ ０．３７

置信度（２－ｇｒａｍ） ０．５７ ０．４０

置信度（３－ｇｒａｍ） ０．６３ ０．５４

置信度（ｗｏｒｄ） ０．４２ ０．２５

表 ４　 特征选择结果

Ｔａｂ． ４　 Ｆｅａｔｕｒｅ ｓｅｌｅｃｔｉｏｎ ｒｅｓｕｌｔ

回归模型 排序模型

置信度（１－ｇｒａｍ） 置信度（１－ｇｒａｍ）

置信度（２－ｇｒａｍ） 置信度（２－ｇｒａｍ）

置信度（３－ｇｒａｍ） 置信度（３－ｇｒａｍ）

置信度（ｗｏｒｄ） 精确率（１－ｇｒａｍ）

精确率（１－ｇｒａｍ） 召回率（２－ｇｒａｍ）

召回率（２－ｇｒａｍ） 召回率（３－ｇｒａｍ）

召回率（ｗｏｒｄ） 召回率（ｗｏｒｄ）
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图 ３　 特征数量与性能关系

Ｆｉｇ． ３　 Ｔｈｅ ｒｅｌａｔｉｏｎｓｈｉｐ ｏｆ ｆｅａｔｕｒｅ ｑｕａｎｔｉｔｙ ａｎｄ ｐｅｒｆｏｒｍａｎｃｅ

２．５　 实验结果

本文使用四重交叉测验来评估每个模型的性

能。 对于每个模型，本文首先利用开发集寻找使得

模型性能达到最优的文档数目，然后在此基础上调

节每个模型各自的参数使得模型性能再次达到最

优。 最终得到的实验结果可参见表 ５。

表 ５　 不同模型性能

Ｔａｂ． ５　 Ｔｈｅ ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

模型 相关系数 Ｎ

ＧＢＤＴ ０．８７ １００

回
随机森林 ０．８３ ５

归
ＳＶＭ 回归 ０．８３ １００

模
Ｌａｓｓｏ ０．８２ １００

型
决策树 ０．７８ ７０

Ｒｉｄｇｅ ０．７２ １００

ＯＬＳＲ ０．５３ １００

排序

模型
Ｒａｎｋ ＳＶＭ ０．５９ １００

　 　 由表 ５ 可知，ＧＢＤＴ 方法都取得了颇高的相关

系数，达到了 ０．８７ 左右，由此表明这种方法能够有

效实现自动评价，同时可以看到非线性回归方法中

除了决策树外，其余的所有方法都取得 ０．８ 以上的

相关系数，彼此间的差异并不明显。 值得一提的是，
作为线性回归方法的一员，Ｌａｓｓｏ 的相关系数也达到

了 ０．８２。 相比于其同族的 ＯＬＳＲ 和岭回归有较明显

的优势。
Ｒａｎｋ ＳＶＭ 作为排序模型，其性能与 ＯＬＳＲ 相

近，且明显低于大部分回归模型，该算法存在的劣

势，由此可见一斑。
在训练时间上， Ｒａｎｋ ＳＶＭ 作为 ｐａｉｒｗｉｓｅ 的

Ｌｅａｒｎｉｎｇ ｔｏ ｒａｎｋ 方法相比其它方法却更显劣势。 而

ＧＢＤＴ、随机森林、决策树、ＳＶＭ 回归，因为模型复杂

度的原因，在训练时间上相比 Ｌａｓｓｏ、岭回归、ＯＬＳＲ
也略逊一筹，但都属于可以接受的范围。

综合以上分析即可得出，ＧＢＤＴ 这一基于提升

树的方法已经能够有效解决面向问答系统的自动评

价问题。

３　 结束语

本文探讨了如何对问答系统中信息检索系统进

行自动评价的 ３ 种方法。 分别是分类、回归和排序。
本文重点研究了 １２ 种刻画问题本身和问题的

答案两者与文档间相关性的指标，并通过特征选择

获得了比较重要的 ７ 种。
本文使用 Ｌａｓｓｏ、 岭回归、 ＯＬＳＲ、 ＳＶＭ 回归、

ＧＢＤＴ、随机森林、决策树、Ｒａｎｋ ＳＶＭ 来解决回归方

法的学习问题，使用 Ｒａｎｋ ＳＶＭ 来解决排序方法的

学习问题。 经过实验发现，ＧＢＤＴ 模型结合了较快

的训练速度和最高性能 ２ 个优点，本文推荐使用该

模型进行自动评价。

７６２第 ２ 期 张越， 等： 面向问答系统的信息检索自动评价方法



应该指出，目前的实验数据集规模还仅为有限，
理想状态是在完全真实而非人工生成的数据集上验

证本文的结论。 此外，本文的方法还需要提供问题

的参考答案或者答案要点，如何在无参考答案的情

况下进行检索模块的性能估计，仍是一个有待探讨

的技术问题。
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４　 结束语

智能交通协调控制系统的设计研究已经成为时

下学界的热点研究课题之一。 本文则是重点围绕当

前国内部分城市不时发生的交通拥堵问题，基于多

种成熟研发工具的强大特点优势，并引入了最优路

径规划算法设计与数据挖掘及分析技术，探讨给出

了一个智能交通协调控制系统。 该系统推出后，即
能将从出发点到目的地规划所得的最优结果路径快

捷、准确、且清晰地显示在用户界面上，这就不仅可

以有效节省日后人们驾车出行的时间及生活成本，
而且有助于进一步调整优化未来的交通出行环境。
经过系统仿真测试，该系统运行效果良好，具有一定

的实用性和推广价值。
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