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基于多个在线核极限学习机的并行模型训练算法

沈哲钧， 凌志扬

（东华大学 计算机科学与技术学院， 上海 ２０１６２０）

摘　 要： 针对传统数据处理技术对多个极限学习机的训练问题，由于串行数据处理方式中，会造成时间复杂度的增加，根据大数

据的特征以及数据处理技术，提出基于 ＭａｐＲｅｄｕｃｅ 的多个在线核极限学习机模型的并行算法，可使一个 ＭａｐＲｅｄｕｃｅ 作业完成多

个模型的预测。 通过算例测试验证了本文的基于 ＭａｐＲｅｄｕｃｅ 集成算法可以有效地提高模型的准确度和实时的训练速度。
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０　 引　 言

随着机器学习、深度学习理论的不断发展，现代

预测技术中，主要包括人工神经网络、支持向量机以

及极限学习机等模型作为代表的预测方法在传统平

台上都已经有着广泛的研究实践与应用。
传统神经网络方法一定程度上改善了基于时间

序列预测模型的很多不足，但是容易出现局部最小、
过度的信号迭代、过多的参数设定以及较慢的学习

速度导致的较长模型训练时间等问题。 极限学习机

模型的优势在于，神经网络模型比较简单，而且可以

灵活地处理非线性信息序列的问题，通过基于影响

因素的非线性映射来预测数据［１］，有效降低了网络

参数计算时间，在保证预测准确率的基础上提高了

模型训练时间以及表现出较好的模型泛化性能的条

件下，在各个领域的应用前景正日趋广阔［２］。
同时，针对极限学习机方法的各种改进研究也

越来越多。 文献［３］将小波分解与核极限学习机相

结合克服 ＥＬＭ 中存在的过拟合等缺陷；文献［４］采
用 Ｃｈｏｌｅｓｋｙ 分解将核极限学习机（ ＫＥＬＭ） 从离线

模式扩展到在线模式，提高网络的在线学习效率；文
献［５］针对单个在线极限学习机输出不稳定的情

况，根据数据训练误差自适应地调整在线模型集成

权重，选择性能更好的模型用于集成预测，改进了模

型的预测准确度和稳定性。 缺点在于多个模型训练

造成的时间复杂度却有所增加。
本文针对以上问题，通过集成学习的方式，提出

多个在线核极限学习机的模型训练框架，得到比单个

模型更好的学习性能。 同时借助大数据技术提出基

于 ＭａｐＲｅｄｕｃｅ 的多个在线核极限学习机集成学习模

型的并行算法（ＭＲＯＳ－ＫＥＬＭ），有效地改进了多个在

线核极限学习机训练造成的时间复杂度问题。

１　 极限学习机相关理论

１．１　 核极限学习机

根据给定的训练样本集 ｛（ｘｉ， ｔｉ），ｉ ＝ １，２，…，

Ｌ｝， 采用随机方式从中挑选部分样本，将挑选出的样

本组成新的训练样本 ｘｉ，ｔｉ( ) ，ｉ ＝ １，２，…，Ｎ０，Ｎ０ ＞
Ｌ，其中 ｘｉ 为输入变量， ｔｉ 为输出变量。 极限学习机通

过以下函数来估计实际输出，其函数形式可表示为：



ｆ ｘ( ) ＝ ∑
Ｌ
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βｉ ｇｉ ｘ ｊ( ) ， （１）

　 　 其中， Ｌ 为隐层节点个数，ｇ ｘ( ) 为激活函数，是
连接 ｉ 个隐含层节点的输出权值。

式（１）可表示成矩阵形式为：
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极限学习机训练目标的最优化模型可以表示

成：

ＬＥＬＭ ＝ １
２

β ２ ＋ ϕ １
２ ∑

Ｎ

ｉ ＝ １
ε２
ｉ ， （３）

ｈ ｘｉ( ) β ＝ ｔｉ － εｉ 　 ｉ ＝ １，２，…，Ｎ ， （４）
　 　 其中， βＮ 为隐层输出权值； ϕ 为常参数； ε ｉ 为

理论输出 ｔｉ 与 实际输出 ｆ ｘ( ) 的最大绝对误差；
ｈ ｘｉ( ) 为隐层关于样本 ｘｉ 的输出向量，求解上式，可
得：

βＮ ＝ （ １
ϕ

＋ ＨＴ
Ｎ ＨＮ）

－１

ＨＴ
Ｎ ＴＮ， （５）

　 　 其中，ＨＮ ＝ ｈＴ ｘ１( ) ，…，ｈＴ ｘＮ( )[ ] Ｔ 为神经网络

关于 训 练 样 本 集 的 隐 含 层 输 出 矩 阵， ＴＮ ＝
ｔ１，…，ｔＮ[ ] Ｔ 为训练样本的目标矩阵。 得到 ＥＬＭ 模

型的实际最优输出为：
ｆ ｘｏｐ( ) ＝ ｈ ｘｏｐ( ) βＮ， （６）

　 　 在 ＥＬＭ 的训练过程中， ｆ ｘｏｐ( ) 是通过随意赋值

的方式产生，因此容易产生一系列非最优的输入权

值和隐层节点的问题。 为了得到更稳定的输出权

值，针对电价数据的特点， 将 ＲＢＦ （ ｒａｄｉａｌ ｂａｓｉｓ
ｆｕｎｃｔｉｏｎ）作为极限学习机的核函数通过 Ｍｅｒｃｅｒ 条件

定义 ＥＬＭ 核矩阵：
ΩＮ ＝ ＨＮ ＨＴ

Ｎ ＝ Ｋ（ｘｉ，ｘ ｊ）， （７）
　 　 其中， ｉ，ｊ ＝ １，２，…，Ｎ；Ｋ（ｘｉ，ｘ ｊ） 为核函数，是该

核矩阵位于第 ｉ 列、第 ｊ 列的元素。 因此式（７） 可以

写成：
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　 　 其中， αＲＢＦ 为 ＫＥＬＭ 模型的输出权值。 从式

（８）的推导可得，核极限学习机通过核函数将输出

数据映射至高维空间，通过核映射避免了随机赋值

导致的一定概率的隐层权值偏差，得到稳定的输出

值。

１．２　 在线核极限学习机

针对 ＥＬＭ 的离线状态到在线状态的拓展模型

训练算法分为 ２ 个阶段［６］，对此可阐释如下。
Ｓｔｅｐ １　 离线阶段。 利用随机设置的输入权值

ｗ ｉ 和 ｂｉ（ ｉ ＝ １，２，…，Ｎ０） 计算隐含层输出矩阵 Ｈ０ ；
并计算初始输出权值，其数学公式可表述如下：

β０ ＝ Ｐ０ ＨＴ
０ Ｔ０， （９）

　 　 其中，初始中间矩阵 Ｐ０ ＝ ＨＴ
０ Ｈ０( ) －１， Ｔ０ ＝

ｔ１，ｔ２，…，ｔＮ０
[ ] Ｔ；

设置 ｋ ＝ ０。
Ｓｔｅｐ ２　 在线阶段

（１）假设 ｋ ＋ １ 时刻以前的历史电价训练样本

Ｘ ｔ，Ｙｔ( ) 已经被全部训练完成，其中 Ｘ ｔ ＝ ｘｉ{ } Ｍ
ｉ ＝ １，Ｙｔ

＝ ｙｉ{ } Ｍ
ｉ ＝ １，Ｍ 表示离线状态结束后初始化训练数据

个数，假设 ｋ ＋ １ 时刻的训练数据为 Ｘｓ，Ｙｓ( ) ， 而且

Ｘｓ ＝ ｘｉ{ } Ｍ＋ｋ
ｉ ＝ Ｍ＋１，Ｙｓ ＝ ｙｉ{ } Ｍ＋ｋ

ｉ ＝ Ｍ＋１， 针对第 ｋ ＋ １ 个获取

的实时电价数据： ｗｋ＋１ ＝ （ｘＭ＋ｋ＋１，ｔＭ＋ｋ＋１）， 令 Ｔｋ＋１ ＝
ｔＭ＋ｋ＋１[ ] Ｔ， 计算新到 ｋ ＋ １ 时刻训练样本的隐含层

输出矩阵 Ｈｋ＋１，计算公式如下：

Ｈｋ＋１ ＝
ｇ（ｗ１·ｘＭ＋ｋ＋１ ＋ ｂ１）

…
ｇ（ｗＬ·ｘＭ＋ｋ＋１ ＋ ｂＬ）
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　 　 （２）计算输出权值，即：
β ｋ＋１ ＝ β ｋ ＋ Ｐｋ＋１ ＨＴ

ｋ＋１ Ｔｋ＋１ － Ｈｋ＋１ β ｋ( ) ． （１１）
（３）置 ｋ ＝ ｋ ＋ １，若 ｋ ＜ Ｎ， 返回 Ｓｔｅｐ １ 中的式

（９）；否则算法结束。

２　 数据处理算法比较

（１）串行数据处理算法［７］。 使用串行数据处理

算法的设计过程如图 １ 所示。 该算法对每一个核极

限学习机模型的权重矩阵 Ｈ 进行串行化处理，依次

选取每个节点进行训练，通过长时间的集群处理，可
基于容错率来提高模型算法的稳定性。
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图 １　 串行数据处理算法

Ｆｉｇ． １　 Ｓｅｒｉａｌ ｄａｔａ ｐｒｏｃｅｓｓｉｎｇ ａｌｇｏｒｉｔｈｍ

　 　 （ ２） 并行数据处理算法。 本文提出的基于

ＭａｐＲｅｄｕｃｅ 的多个在线核极限学习机模型的并行算

法（ＭＲＯＳ－ＫＥＬＭ）如图 ２ 所示，该算法分别在 Ｍａｐ 阶

段和 Ｒｅｄｕｃｅ 阶段对每一个核极限学习机模型的权重
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矩阵 Ｈ 以及输出的权值 β 进行并行化处理， 避免了

串行数据算法中每一个核极限学习机模型只有一个

节点在运算处理的缺点，明显提高了集群运算效率。

β1

β2

β3

H1 H2

H3,2

H3,2

Map Reduce

节点1

节点2

节点3

图 ２　 并行数据处理算法

Ｆｉｇ． ２　 Ｐａｒａｌｌｅｌ ｄａｔａ ｐｒｏｃｅｓｓｉｎｇ ａｌｇｏｒｉｔｈｍ

３　 ＯＳ－ＫＥＬＭ 并行化算法设计

集成学习的基本思想是通过多个单一学习器集

成组合在一起，使其共同完成学习任务，结合不同模

型的结果进行新的组合来求出最终结果，得到比单

个模型更好的学习性能。 研究得到多个在线核极限

学习机训练模型框架如图 ３ 所示，本文在集成学习

框架下根据 Ｂａｇｇｉｎｇ、随机森林以及交叉验证思想结

合多个在线核极限学习机提出基于集成学习在线核

极限学习机模型。 其中， （ Ｘｔｒａｉｎ
ｍ，ｋ ， Ｔ ｔｒａｉｎ

ｍ，ｋ ）、 （ Ｘｖａｌｉｄ
ｍ，ｋ ，

Ｔｖａｌｉｄ
ｍ，ｋ ） 分别表示子模型ｍ的第 ｋ组训练数据、验证数

据，最后结果为子模型的测试数据。
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图 ３　 多个在线核极限学习机训练模型框架

Ｆｉｇ． ３ 　 Ｍｕｌｔｉｐｌｅ ｏｎｌｉｎｅ ｋｅｒｎｅｌ ｅｘｔｒｅｍｅ ｌｅａｒｎｉｎｇ ｍａｃｈｉｎｅ ｔｒａｉｎｉｎｇ
ｍｏｄｅｌ ｆｒａｍｅｗｏｒｋ

　 　 然而，在传统串行数据处理技术的环境下，基于

集成学习的多个在线核极限学习机模型却会使该集

成框架的并行处理优势受到限制，因此本文通过

ＭａｐＲｅｄｕｃｅ 的并行处理技术对 ＯＳ－ＫＥＬＭ 模型进行

并行化处理。 针对 ＯＳ－ＫＥＬＭ 模型的并行训练主要

用最大期望（ＥＭ）算法，ＥＭ 算法在数学中常可用于

寻找在不容易观察的隐形变量的模型中的参数最大

似然估计。 文中，关于 ＥＭ 算法的流程步骤可分述

如下。

（１）初始化分布参数。
（２）ＥＭ 过程具体如下：
① Ｅ Ｓｔｅｐ：估计未知参数期望值，给出当前的参

数估计。
② Ｍ Ｓｔｅｐ：重新估计分布参数，使数据训练的

似然性最大。
（３）重复，直到收敛结束。

３．１　 ＭＲＯＳ－ＫＥＬＭ 算法的 Ｍａｐｐｅｒ 设计

通过 ＭａｐＲｅｄｕｃｅ 过程实现 ＥＭ 算法基本上遵循

以下的操作过程：在每一次迭代过程中，Ｍａｐｐｅｒ 过

程训练数据实例。 Ｒｅｄｕｃｅｒ 整合各类期望参数，为
下一轮迭代生成参数估计。

其中，Ｍａｐｐｅｒ 过程主要处理 ２ 个部分。 对每一

部分内容可做研究表述如下。
（１）初始化 ＯＳ－ＫＥＬＭ 模型。 根据框架相关参

数，对 ＯＳ－ＫＥＬＭ 模型初始化中间转移矩阵 Ｐｍ，ｋ、 隐

层矩阵 Ｈｍ，ｋ、 输入权重 βｍ，Ｋ。
（２） ｍａｐ（） 函数运算。 训练 ＯＳ－ＫＥＬＭ 模型的

Ｍａｐｐｅｒ 部分算法的伪代码详见如下。
Ｆｏｒ ｍ ＝ ０ Ｔｏ Ｍ － １
　 　 Ｉｆ ｃｈｏｏｓｅＦｏｒＴｈｉｓＭｏｄｅｌ（） Ｔｈｅｎ
　 　 　 添加到 ｂｌｏｃｋｍ 中；
　 　 　 ｃｏｕｎｔｍ ＋ ＋ ；
　 　 　 Ｉｆ ｃｏｕｎｔｍ ≥ Ｂ Ｔｈｅｎ
　 　 　 Ｘｓｔｒａｉｎｍ ＝ ＧｅｔＳｕｂＳｐａｃｅ（ｂｌｏｃｋｍ）；
　 　 　 Ｈｍ，ｋ ＝ ｃａｌＨ（Ｘｓｔｒａｉｎｍ ）；
　 　 　 Ｔｍ，ｋ ＝ ｃａｌＨ（ｂｌｏｃｋｍ）；
　 　 　 输出 （（ｍ，ｋｍ，ＴｒａｉｎＴａｇ），（Ｈｍ，ｋ，Ｔｍ，ｋ））；

／ ／输出一个 ｋｅｙ ／ ｖａｌｕｅ 对
　 　 　 ｃｏｕｎｔｍ ＝ ０；
　 　 　 ｋｍ ＋ ＋；
　 　 　 ＥｎｄＩｆ
　 　 ＥｎｄＩｆ
　 　 Ｉｆ ｃｈｏｏｓｅＦｏｒＶａｌｉｄ（） Ｔｈｅｎ
　 　 　 添加到 ｖａｌｉｄｍ 中；
　 　 　 ｃｏｕｎｔｖａｌｉｄｍ ＋ ＋
　 　 　 Ｉｆ ｃｏｕｎｔｖａｌｉｄｍ ≥ Ｂ Ｔｈｅｎ
　 　 　 Ｘｓｖａｌｉｄｍ ＝ ＧｅｔＳｕｂＳｐａｃｅ（ｖａｌｉｄｍ）；
　 　 　 Ｈｖａｌｉｄ

ｍ，ｋ ＝ ｃａｌＨ（Ｘｓｖａｌｉｄｍ ）；
　 　 　 Ｔｖａｌｉｄ

ｍ，ｋ ＝ ｃａｌＨ（ｖａｌｉｄｍ）；
　 　 　 输出 （（ｍ，ｋｖａｌｉｄ

ｍ ，ＶａｌｉｄＴａｇ），（Ｈｖａｌｉｄ
ｍ，ｋ ，Ｔｖａｌｉｄ

ｍ，ｋ ））；
　 　 　 ｃｏｕｎｔｖａｌｉｄｍ ＝ ０；
　 　 　 ｋｖａｌｉｄ

ｍ ＋ ＋ ；
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　 　 　 ＥｎｄＩｆ
　 ＥｎｄＩｆ
ＥｎｄＦｏｒ

３．２　 ＭＲＯＳ－ＫＥＬＭ 算法的 Ｒｅｄｕｃｅｒ 设计

在每次 ＯＳ －ＫＥＬＭ 模型训练的迭代过程中，
Ｒｅｄｕｃｅｒ 部分伪代码详见如下。

　 ｍ ＝ ｇｅｔｍ（ｋｅｙ）；
　 ｔａｇ ＝ ｇｅｔｔａｇ（ｋｅｙ）；
　 Ｉｆ ｔａｇ ＝ ＴｒａｉｎＴａｇ Ｔｈｅｎ
　 　 　 Ｈｍ，ｋ ＝ ｇｅｔＨ（ｖａｌｕｅ）；
　 　 　 Ｔｍ，ｋ ＝ ｇｅｔＴ（ｖａｌｕｅ）；
　 　 　 Ｐｍ，ｋ ＝Ｐｍ，ｋ－１ － Ｐｍ，ｋ－１ ＨＴ

ｍ，ｋ（Ｉ ＋Ｈｍ，ｋ Ｐｍ，ｋ－１

ＨＴ
ｍ，ｋ）

－１ Ｈｍ，ｋ Ｐｍ，ｋ－１；
　 　 　 βｍ，ｋ ＝ βｍ，ｋ－１ ＋ Ｐｍ，ｋ ＨＴ

ｍ，ｋ（Ｔｍ，ｋ － Ｈｍ，ｋ

βｍ，ｋ－１）；
　 　 ＥｎｄＩｆ
　 　 　 Ｉｆ
　 　 　 Ｆｏｒ
　 　 　 Ｈｖａｌｉｄ

ｍ，ｋ ＝ ｇｅｔＨ（ｖａｌｕｅ）；
　 　 　 Ｔｖａｌｉｄ

ｍ，ｋ ＝ ｇｅｔＴ（ｖａｌｕｅ）；
　 　 　 ＣｒｏｓｓＶａｌｉｄ（βｍ，Ｋ，Ｈｖａｌｉｄ

ｍ，ｋ ，Ｔｖａｌｉｄ
ｍ，ｋ ）；

　 　 　 ＥｎｄＦｏｒ
　 　 　 ＥｎｄＩｆ
整个 ＭａｐＲｅｄｕｃｅ 过程需要迭代多次，直到 ＯＳ－

ＫＥＬＭ 模型的训练参数达到收敛。

４　 ＯＳ－ＫＥＬＭ 算法的并行化实现

下面拟详尽给出 ＯＳ－ＫＥＬＭ 并行化算法代码的

设计实现。 在这里使用 ＡｒｒａｙＷｒｉｔａｂｌｅ 数组数据类

型，用来分别存储 ＯＳ－ＫＥＬＭ 模型的中间转移矩阵、
隐层矩阵、输入权重的一行数据，代表收集到的相关

值的集合。
４．１　 ＭＲＯＳ－ＫＥＬＭ 算法的 Ｍａｐｐｅｒ 实现

４．１．１　 初始化 ＯＳ－ＫＥＬＭ 模型

Ｍａｐｐｅｒ 最先要处理的就是 ＫＥＬＭ 模型。 根据

相关参数，对 ＫＥＬＭ 模型初始化中间转移矩阵、隐
层矩阵、输入权重。 该过程在 Ｍａｐｐｅｒ 的 ｓｅｔｕｐ（） 初

始化方法中完成。 部分的代码如图 ４ 所示。
４．１．２　 Ｍａｐ 方法实现

ＯＳ－ＫＥＬＭ 模型的并行化 ｍａｐ（） 函数部分可做

解析阐述如下。
　 　 研究可知， 输入的 ＜ ｋｅｙ，ｖａｌｕｅ ＞ 对中，ｋｅｙ 值

是训练数据；Ｖａｌｕｅ值存储的是测试数据。 对每个训

练实例来说， 输出多个 ｓｔｒｉｐｅｓ 并且每个训练实例都

输出相同的 ｋｅｙ 值集合。 每个 ｋｅｙ 值都会在 Ｍ－ｓｔｅｐ
进行优化处理。

图 ４　 模型初始化阶段

Ｆｉｇ． ４　 Ｍｏｄｅｌ ｉｎｉｔｉａｌｉｚａｔｉｏｎ ｐｈａｓｅ

　 　 而输出的 ＜ ｋｅｙ，ｖａｌｕｅ ＞ 对包括着：在 ｑ 状态

开始时的初始化中间转移矩阵概率、ｑ 状态产生隐

层矩阵概率、ｑ 状态输入权重调整概率。 在讨论时，
该部分研究中可参考设计代码如下。
／ ／ 将 ｍａｐ（） 结果发射出去

　 ｆｏｒ（ｉｎｔ ｉ ＝ ０；ｉ ＜ ｋｅｌｍ．ｎｕｍＳｔａｔｅｓ；ｉ ＋ ＋）｛
Ｐｉ＿ｔｍｐ［ ｉ］ ＝ ｎｅｗ ＤｏｕｂｌｅＷｒｉｔａｂｌｅ（ｋｅｌｍ．

ｉｎｉｔｉａｌＰｒｏｂａｂｉｌｉｔｉｅｓ［ ｉ］）；
　 ｝
　 ｐｉＳｔｒｉｐｅ．ｓｅｔ（ｐｉ＿ｔｍｐ）；
　 ｃｏｎｔｅｘｔ．ｗｒｉｔｅ（ｎｅｗ Ｔｅｘｔ（＇＇ｉｎｉｔｉａｌ＇＇），ｐｉＳｔｒｉｐｅ）；
　 ｆｏｒ（ｉｎｔ ｉ ＝ ０；ｉ ＜ ｋｅｌｍ．ｎｕｍＳｔａｔｅｓ；ｉ ＋ ＋）｛
　 　 ｆｏｒ（ｉｎｔ ｊ ＝ ０；ｊ ＜ ｋｅｌｍ．ｓｉｇｍａＳｉｚｅ；ｊ ＋ ＋）｛
ｅｍ＿ｔｍｐ［ ｊ］ ＝ ｎｅｗ ＤｏｕｂｌｅＷｒｉｔａｂｌｅ（ｋｅｌｍ．

ａｄｊｕｓｔｍｅｎｔＭａｔｒｉｘ［ ｉ］［ ｊ］）；
　 　 ｝
　 　 ａｄｊｕｓｔｍｅｎｔＳｔｒｉｐｅ．ｓｅｔ（ｅｍ＿ｔｍｐ）；
　 　 Ｃｏｎｔｅｘｔ．ｗｒｉｔｅ（ｎｅｗ Ｔｅｘｔ（＇＇ａｄｊｕｓｔ ｆｒｏｍ＇＇ ＋

ｈｉｄｄｅｎＳｅｑｕｅｎｃｅ．ｔｏＳｔｒｉｎｇ（）），ａｄｊｕｓｔｍｅｎｔＳｔｒｉｐｅ）；
　 ｝

４．２　 ＭＲＯＳ－ＫＥＬＭ 算法的 Ｒｅｄｕｃｅｒ 实现

输入的 ＜ ｋｅｙ， ｖａｌｕｅ ＞ 对是 Ｍａｐｐｅｒ 部分的输

出，即 ＜ ｓｔｒｉｎｇ ‘ ｉｎｉｔｉａｌ’， ｉｎｉｔｉａｌＰｒｏｂａｂｉｌｉｔｉｅｓ ＞； ＜ ｓｔｒｉｎｇ
‘ｅｍｉｔ ｆｒｏｍ’， ＋ ｓｔａｔｅｓ， Ｓｔｒｉｐｅ ａｄｊｕｓｔｍｅｎｔＭａｔｒｉｘ ＞和 ＜
ｓｔｒｉｎｇ ‘ｐｒｏｄｕｃｅ ｆｒｏｍ’， ＋ｓｔａｔｅｓ， Ｓｔｒｉｐｅ ｐｒｏｄｕｃｅＭａｔｒｉｘ
＞；Ｒｅｄｕｃｅｒ 部分对不同的 Ｍａｐｐｅｒ 部分发射来的数

据进行整合迭代，即 ＫＥＬＭ 在线状态，为下一轮迭

代做准备。 因此输出的 ＜ ｋｅｙ， ｖａｌｕｅ ＞ 对依然为＜
ｓｔｒｉｎｇ ‘ ｉｎｉｔｉａｌ’， ｉｎｉｔｉａｌＰｒｏｂａｂｉｌｉｔｉｅｓ ＞； ＜ ｓｔｒｉｎｇ ‘ ｅｍｉｔ
ｆｒｏｍ’， ＋ ｓｔａｔｅｓ， Ｓｔｒｉｐｅ ａｄｊｕｓｔｍｅｎｔＭａｔｒｉｘ ＞和 ＜ ｓｔｒｉｎｇ
‘ｐｒｏｄｕｃｅ ｆｒｏｍ’， ＋ｓｔａｔｅｓ， Ｓｔｒｉｐｅ ｐｒｏｄｕｃｅＭａｔｒｉｘ＞。
　 　 ＭＲＯＳ－ＫＥＬＭ 算法的 Ｒｅｄｕｃｅｒ 实现部分研究中

可参考如下设计代码。
Ｐｕｂｌｉｃ ｓｔａｔｉｃ ｃｌａｓｓ ＫｅｌｍＰａｒａｌｌｅｌＲｅｄｕｃｅ ｅｘｔｅｎｄｓ
Ｒｅｄｕｃｅｒ＜Ｔｅｘｔ， ＡｒｒａｙＷｒｉｔａｂｌｅ，Ｔｅｘｔ，ＡｒｒａｙＷｒｉｔａｂｌｅ＞｛

Ｐｒｉｖａｔｅ ＡｒｒａｙＷｒｉｔａｂｌｅ Ｃｆ；
Ｐｒｉｖａｔｅ ＤｏｕｂｌｅＷｒｉｔａｂｌｅ（ ） Ｃｆ＿ｔｍｐ；
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Ｄｏｕｂｌｅ［］ ｄｏｕｂｌｅＶａｌｕｅ；
｛
　 ｛
　 ／ ／ ｒｅｄｕｃｅ 函数部分

　 Ｐｕｂｌｉｃ ｖｏｉｄ ｒｅｄｕｃｅ （ Ｔｅｘｔ ｋｅｙ， Ｉｔｅｒａｂｌｅ ＜
ＡｒｒａｙＷｒｉｔａｂｌｅ＞ ｖａｌｕｅｓ， Ｃｏｎｔｅｘｔ ｃｏｎｔｅｘｔ）

　 　 Ｔｈｒｏｗｓ ＩＯＥｘｃｅｐｔｉｏｎ ＩｎｔｅｒｒｕｐｔｅｄＥｘｃｅｐｔｉｏｎ｛．．．

５　 算例测试

本文对在线核极限学习机模型算法 （ ＯＳ －
ＫＥＬＭ）、基于集成学习的在线核极限学习机模型算

法（ＥＯＳ－ＫＥＬＭ）以及提出的基于 ＭａｐＲｅｄｕｃｅ 的多

个在线核极限学习机模型的并行算法 （ＭＲＯＳ －
ＫＥＬＭ）进行实验性能对比。 对此可展开论述如下。
５．１　 实验设置

实验环境：在搭建异构环境的 Ｈａｄｏｏｐ 集群上进行

了实验。 本地测试平台包含 １ 个主节点（ＮａｍｅＮｏｄｅ 和

ＪｏｂＴｒａｃｋｅｒ ） 和 ２ 个 从 节 点 （ ＤａｔａＮｏｄｅｓ 和

ＴａｓｋＴｒａｃｋｅｒｓ）。 通过在每个节点上搭载各种 ＣＰＵ 类

型、内存大小和磁盘空间来测量集群中的异构性。 每

台服务器配置为 Ｘｅｏｎ Ｅ５－２６２０ ｖ２（６ 核双线程）ＣＰＵ、
１６ Ｇ 内存，集群中的所有节点都与千兆以太网交换机

连接，并在 Ｃｅｎｔｏｓ６．４ ６４ 位操作系统上运行。
在实验中，集群环境部署配置的系统是市场上

企业应用最多，结合最好的稳定版本 Ｈａｄｏｏｐ ２．６．０，
块大小为 １２８ ＭＢ，ＪＤＫ 版本 ８。 并为此集群中的每

个数据块维护 ３ 个副本，以提高数据的可用性。
在这里，真实数据使用的是 ＭＩＮＩＳＴ 和 ＩｍａｇｅＮｅｔ

数据集。 其中，ＭＩＮＩＳＴ 数据集是最受欢迎的深度学

习数据集之一，这是一个手写数字数据集，包含一组

６０ ０００ 个示例的训练集和一个包含 １０ ０００ 个示例

的测试集。 这是一个很好的数据库，用于在实际数

据中尝试引入学习技术和深度识别模式，同时可以

在数据预处理中花费最少的时间和成本。
主要用于对各个算法的准确率、训练速率进行

评测。 数据集的特征数、训练样本和测试样本数以

及数据块大小见表 １。
表 １　 数据集说明

Ｔａｂ． １　 Ｄａｔａｓｅｔ ｄｅｓｃｒｉｐｔｉｏｎ

数据集 训练样本数 测试样本数 数据块大小 ／ ＫＢ

ＭＩＮＩＳＴ
ＩｍａｇｅＮｅｔ

５０ ０００
１ ７８０

２０ ０００
１ １５３

１６８ ００３．１４７
１ ４８３．１７８

　 　 ＭＲＯＳ －ＫＥＬＭ、ＥＯＳ － ＫＥＬＭ、ＯＳ － ＫＥＬＭ 采用

ｇ ｘ( ) ＝ １
１ ＋ ｅ －ｘ 作为激活核函数。 在真实数据测评

中，由于数据集比较小，为了比较其准确性将隐含层

节点数 Ｌ 设定为 ６０。
５．２　 数据分析

真实数据集的准确率与训练时间见表 ２，从测

评表中可以推得以下结论：
（１）ＥＯＳ－ＫＥＬＭ 的训练准确度和测试准确度都

高于 ＯＳ－ＫＥＬＭ。 说明基于集成学习的模型算法在

减少噪声数据影响与增加准确率方面具有优势。
（２）ＭＲＯＳ－ＫＥＬＭ 的训练准确率与测试准确率

都与 ＥＯＳ－ＫＥＬＭ 基本相同。 在提升模型训练准确

率的同时，训练时间相比较 ＥＯＳ－ＫＥＬＭ 有明显的减

少。
ＭＲＯＳ－ＫＥＬＭ 的 Ｍａｐ 阶段和 Ｒｅｄｕｃｅ 阶段算法

分析与 ＥＯＳ－ＫＥＬＭ 的算法对比分析可推得，ＭＲＯＳ
－ＫＥＬＭ 并没有改变 ＥＯＳ－ＫＥＬＭ 的执行过程，因此

ＭＲＯＳ－ＫＥＬＭ 方法在保证原有集成框架算法的优点

的基础上同时也使用 ＭａｐＲｅｄｕｃｅ 框架， ＭＲＯＳ －
ＫＥＬＭ 具备更好的模型并行处理能力，在 Ｍａｐ 阶段

与 Ｒｅｄｕｃｅ 阶段分别对各子模型的 Ｈ 和 β 矩阵进行

并行计算，加速了各个模型的训练流程，因此相比

ＥＯＳ－ＫＥＬＭ 方法，ＭＲＯＳ－ＫＥＬＭ 的训练速度更快。
表 ２　 数据集结果评测

Ｔａｂ． ２　 Ｄａｔａｓｅｔ ｒｅｓｕｌｔ ｅｖａｌｕａｔｉｏｎ

数据集 算法 训练时间 ／ ｓ 训练准确率 测试准确率

ＭＩＮＩＳＴ ＯＳ－ＫＥＬＭ
ＥＯＳ－ＫＥＬＭ
ＭＲＯＳ－ＫＥＬＭ

３ ９６１．３５２
３ ８７３．４１１
１ ０１６．１２３

０．７６５
０．９５２
０．９６５

０．８１１
０．９２３
０．９３４

ＩｍａｇｅＮｅｔ ＯＳ－ＫＥＬＭ
ＥＯＳ－ＫＥＬＭ
ＭＲＯＳ－ＫＥＬＭ

３６９．２００
３５７．１００
１６９．５００

０．７１１
０．８０８
０．８３１

０．７６３
０．８７１
０．８９１

　 　 其中，针对 ＭＲＯＳ－ＫＥＬＭ 和 ＥＯＳ－ＫＥＬＭ 基于

不同数据块大小情况下的准确率比较如图 ５ 所示。
由图 ５ 可以看出，ＭＲＯＳ－ＫＥＬＭ 和 ＥＯＳ－ＫＥＬＭ 分别

在 ２ 种不同数据集的不同数据块大小下的准确率基

本一致。 其中，每个数据块的前两项和后两项分别

是 ＩｍａｇｅＮｅｔ 数据集和 ＭＩＮＩＳＴ 数据集的准确性能对

比，只有 ＩｍａｇｅＮｅｔ 数据集下的不同大小数据块的准

确率略有偏差，主要是因为数据的特征数量和训练

样本数量的规模与 ＭＩＮＩＳＴ 数据集相比带来更多的

数据噪声所造成的影响。 综合来说，在大数据环境

下基于 ＭａｐＲｅｄｕｃｅ 的 ＭＲＯＳ－ＫＥＬＭ 算法并不会影

响 ＥＯＳ－ＫＥＬＭ 集成算法的准确性。
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图 ５　 不同数据块下的准确率比较

Ｆｉｇ． ５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ａｃｃｕｒａｃｙ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｄａｔａ ｂｌｏｃｋｓ

　 　 图 ６ 展示了基于 ＭａｐＲｅｄｕｃｅ 的多个在线核极

限学习机模型的并行算法（ＭＲＯＳ－ＫＥＬＭ）、基于集

成学习的在线核极限学习机模型算法 （ ＥＯＳ －
ＫＥＬＭ）以及在线核极限学习机模型算法 （ ＯＳ －
ＫＥＬＭ）训练时间随训练样本数量的变化趋势。 从

图 ６ 中可以看出 ＭＲＯＳ－ＫＥＬＭ 的训练时间随着训

练样本数量呈线性增长，也说明了 ＭＲＯＳ－ＫＥＬＭ 模

型算法具有更好的泛化性能。 同时也可以对比出

ＭＲＯＳ－ＫＥＬＭ 比 ＯＳ－ＫＥＬＭ 训练速度快了一个数量

级，这说明 ＭＲＯＳ－ＫＥＬＭ 通过并行化的算法更好地

提高了模型训练效率。
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图 ６　 训练时间随训练样本数变化

Ｆｉｇ． ６　 Ｔｒａｉｎｉｎｇ ｔｉｍｅ ｖａｒｉｅｓ ｗｉｔｈ ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｔｒａｉｎｉｎｇ ｓａｍｐｌｅｓ

６　 结束语

本文主要对大数据并行处理技术结合多个在线

核极限学习机模型算法的问题进行探讨。 针对传统

的串行数据处理技术难以处理多个极限学习机模型

所造成的模型训练时间过长的缺点，研究中通过

ＭａｐＲｅｄｕｃｅ 并行处理技术提出基于 ＭａｐＲｅｄｕｃｅ 的在

线核极限学习机集成学习的并行模型算法，通过算

例测试验证了本文的基于 ＭａｐＲｅｄｕｃｅ 的集成学习

算法可以有效提高模型的准确度和实时的训练速

度，也说明了本文使用的基于大数据处理技术的预

测模型在大数据环境中具备良好的适应性。
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ＭＮＩＳＴ 数据集类似。 最后使用自己的数据集通过

ＬｅＮｅｔ－５ 模型训练卷积神经网络，对输入的手写体

图片进行特征提取，取得了较好的识别效果。 日后

在实际应用中如何统一手写体图片的采集标准和扩

展数据集数量，这将是深度卷积神经网络后期需要

解决的问题。
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