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摘　 要： 慢性病已成为人类健康的主要威胁，找出慢性病发生直接的或间接的因素，做好疾病风险预测有着重要意义。 本文

采用 ３ 种集成学习算法 ＲＦ、ＧＢＤＴ 和 Ｘｇｂｏｏｓｔ 对 ３ 种慢性病进行分类，采用分类效果最好的 Ｘｇｂｏｏｓｔ 进行特征选择，使用

Ｋｅｒａｓ 深度学习框架构建神经网络进行多疾病风险预测，采用问题转化中 ＢＲ 和 ＬＰ 二种方法将多疾病风险预测转化为多标签

分类问题。
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０　 引　 言

随着计算机技术广泛应用于医疗领域，医院信

息化建设得到快速发展。 医院信息系统中存储了大

量的数据资源，运用数据挖掘技术可以有效的分析、
整合和利用这些数据，以达到辅助诊疗的目的。 利

用数据挖掘技术对疾病风险预测，对疾病的管理、预
防、干预等有着重要意义。

慢性病非传染性疾病通常具有发病潜伏期长、
病因复杂、反复发作、难以彻底治愈的特点，导致的

负担占总疾病负担的 ７０％以上，成为制约健康预

期，寿命提高的重要因素［１］。 因此，在慢性病还没

有显现时，就应当做好疾病的预测，提前发现，及时

处理，将疾病的影响降到最低。 利用数据挖掘技术，
找出慢性病发生直接或者间接的危险因素，就能够

通过监测这些因素，及时采取预防措施，从而降低发

病率。
１　 理论方法

１．１　 分类算法

集成学习本质上是通过学习并结合多个弱分类

器来获得比单一分类器优越的泛化性能［２］。 ＲＦ、
ＧＢＤＴ 和 Ｘｇｂｏｏｓｔ 的弱学习器都是树模型，利用多棵

决策树对样本数据训练、分类和预测。 在对数据分

类时，给出各特征的重要性得分，评价各特征在分类

中的作用。
随机森林 （ Ｒａｍｄｏｍ Ｆｏｒｅｓｔ， ＲＦ） 是一种基于

Ｂａｇｇｉｎｇ 算法改进的模型，做分类时，各弱分类器之

间无强依赖关系，相互独立，每一个弱分类器都有一

个分类结果，最后根据森林内决策树投票，按照少数

服从多数的原则，对最终结果进行判定。 随机森林

具有二个特点：数据随机和特征随机。 数据随机指

的是对训练集有放回的采样，这样不同的树用到的

训练集就会有所差异；特征随机指的是每次从所有

特征中随机选择特征子集进行划分，可以增强数据

的适应能力，优化高维特征的训练速度。
梯度提升决策树 （ Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｉｎｇ Ｄｅｃｉｓｉｏｎ

ＴＲＥＥ，ＧＢＤＴ）是一种将弱学习器限定为分类回归树

（ＣＡＲＴ）模型的前向分布算法，是 ｂｏｏｓｔｉｎｇ 算法中的

一种，由多棵决策树组成，每一棵决策树模型的建立



是为了不断学习之前树的结果，拟合残差，最后将所

有决策树的预测值结合起来得到最终答案。 ＧＢＤＴ
可处理离散或连续型数据，进行少量参数调优，可以

达到很好的预测效果，具有较快的运算速度和较强

的泛化能力。
Ｘｇｂｏｏｓｔ（ｅＸｔｒｅｍｅ Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｉｎｇ）也称为极端

梯度提升算法，是在 ＧＢＤＴ 基础上的改进，其特点是

模型能自动利用 ＣＰＵ 进行多线程并行计算，提高运

算速度，并且对损失函数进行泰勒公式二阶展开，使
得预测精度更高。 在损失函数后面增加正则项，可
以约束损失函数的下降和模型整体的复杂度［３］。
Ｘｇｂｏｏｓｔ 的目标函数 Ｏｂｊ 为式（１）：

Ｏｂｊ ＝ ∑ｍ

ｉ ＝ １
ｌ ｙｉ，ｙ^ｉ( ) ＋ ∑ Ｋ

ｋ ＝ １
Ω ｆｋ( ) （１）

　 　 其中，第一项代表传统损失函数，衡量真实标签

ｙｉ 与预测值 ｙ^ｉ 之间的差异，第二项代表模型的复杂

度，引入正则惩罚项，整体求最优解，实现模型表现

和运算速度的平衡。
１．２　 超参数优化

网格搜索参数寻优法是一种最基本的参数优化

算法。 其核心思想是利用穷举搜索，遍历设定参数

范围内所有的值，并以验证系统中的评分结果作为

指标，得到最优参数。 该算法是对参数的每一组情

况进行试算，因此，当网格划分的比较密集时，每多

一个参数，计算量就会呈几何倍增张，网格搜索寻优

法就会非常耗时。
随机搜索区别于网格搜索的暴力搜索方式，采

用随机在参数空间中采样的方式，只要随机次数够

多，总能找到最优或者近优参数，尽管每次随机结果

不一致，但大大提高了高维参数的寻优速度。
１．３　 神经网络

神经网络由输入层、隐藏层和输出层构成，如图

１ 所示。 隐藏层的层数是任意的，夹在输入层和输

出层之间，每层由神经元组成，输入层由训练集的实

例特征向量传入，数据集有几个特征输入层就有几

个神经元，本文对 ３ 种疾病进行二分类，所以输出层

是 ３ 个神经元。 对于每一个神经元模型，当前神经

元的输出 ｙ ｊ 都与上一层神经元 ｘｉ 有式（２）的关系：

ｙ ｊ ＝ ｆ ∑
ｉ

Ｗｉｊ ｘｉ ＋ θ ｊ( ) ． （２）

　 　 其中， Ｗｉｊ 为神经元 ｊ 与上一层神经元 ｉ 的权重；
θ ｊ 为神经元的偏向； ｆ 为激活函数，引入激活函数增

强了神经网络的表达能力。
１．４　 Ｋｅｒａｓ 框架

Ｋｅｒａｓ 是一个高层神经网络 ＡＰＩ，能够使用

Ｔｅｎｓｏｒｆｌｏｗ 和 Ｔｈｅａｎｏ 任一平台作为后端，快速完成

深度学习的开发。 用户的体验始终是 Ｋｅｒａｓ 考虑的

首要内容，具有易使用、可抽象、兼容性和灵活性的

特点［４］。 Ｋｅｒａｓ 具有许多模块，网络层、损失函数、
优化器、参数初始化、激活函数、正则化方法都是独

立的模块，可以使用这些模块来构建自己的模型，大
大加快了建模速度［５］。
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图 １　 神经网络

Ｆｉｇ． １　 Ｎｅｕｒａｌ ｎｅｔｗｏｒｋ

２　 特征选择

本文基于训练模型分类性能为标准，以特征重

要性排序为主的包裹式选取［６］。
使用前面介绍的 ３ 种分类算法（参数为默认

值）对几种慢性病建模，对比得到一个准确率较高

的算法，重新对几种慢性病建模（使用随机搜索进

行参数调优），最后将每种慢性病排名前 １０ 的特征

选择出来。
２．１　 数据预处理

本研究采用的是 ＵＣＩ 机器学习存储库：Ｃｈｒｏｎｉｃ
＿Ｋｉｄｎｅｙ＿Ｄｉｓｅａｓｅ 数据集，选择其中高血压 Ｈｔｎ、糖尿

病 Ｄｍ 和冠状动脉疾病 Ｃａｄ 三条属性做分类研究，
将“？”做空值处理，将二分类属性做 ０ 和 １ 处理，每
条属性的均值填入空值处，删掉 ３ 种疾病属性中原

含有空值的样本，得到一个 ３９７×２５ 的数据集。
２．２　 模型建立

采用 Ｐｙｔｈｏｎ 语言建模，将数据集按照 ７：３ 的比

例划分， ７０％作为训练数据来训练模型；３０％作为测

试数据，用来检测模型的性能。 使用机器学习库

ｓｋｌｅａｒｎ 中的 ＲＦ、ＧＢＤＴ 和 Ｘｇｂｏｏｓｔ３ 种分类算法，不
对各算法调参下建模。

使用准确率、精确率（查准率）、召回率（查全

率）、Ｆ１ 值作为评价标准对分类器模型进行性能评

价，由表 １～表 ３ 可知，Ｘｇｂｏｏｓｔ 在 ３ 种疾病上的预测

准确率最高，并降低了误诊率和漏诊率。
２．３　 超参数优化

ＧｒｉｄＳｅａｒｃｈＣＶ（网格搜索）和 Ｒａｎｄｏｍ－ｉｚｅｄＳｅａｒｃｈＣＶ
（随机搜索）都是 ｓｋｌｅａｒｎ 包中自动调参的方法，系统
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地遍历多种参数组合，通过交叉验证确定最佳效果

参数。 这里选择寻优速度更好的随机搜索法。
　 　 Ｘｇｂｏｏｓｔ 中有 ６ 项主要参数，不同参数有不同的

功能，这些参数设定是否合理，对于模型的好坏有重

要影响［７］。 选择的 ６ 项参数以及搜索范围如表 ４ 所

示，以“Ｆ１”为准确度评价标准，随机搜索次数 ｎ＿ｉｔｅｒ
设为 １０００。 由于随机搜索的特性，记录 １０ 次调参

结果，取最优的结果，见表 ４、表 ５。
表 １　 Ｈｔｎ 各分类器性能比较

Ｔａｂ．１　 Ｔｈｅ ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｃｌａｓｓｉｆｉｅｒｓ ｆｏｒ Ｈｔｎ

模型类型 准确率 ／ ％ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１ 值

ＧＢＤＴ ８３．３３ ０．７９ ０．７１ ０．７５

ＲＦ ８５．８３ ０．８２ ０．７６ ０．７９

Ｘｇｂｏｏｓｔ ８６．６７ ０．８４ ０．７６ ０．８０

表 ２　 Ｄｍ 各分类器性能比较

Ｔａｂ． ２　 Ｔｈｅ ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｃｌａｓｓｉｆｉｅｒｓ ｆｏｒ Ｄｍ

模型类型 准确率 ／ ％ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１ 值

ＧＢＤＴ ８２．５０ ０．７５ ０．７３ ０．７４

ＲＦ ８４．１７ ０．７９ ０．７３ ０．７６

Ｘｇｂｏｏｓｔ ８５．００ ０．７７ ０．８０ ０．７９

表 ３　 Ｃａｄ 各分类器性能比较

Ｔａｂ． ３　 Ｔｈｅ ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｃｌａｓｓｉｆｉｅｒｓ ｆｏｒ Ｃａｄ

模型类型 准确率 ／ ％ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１ 值

ＧＢＤＴ ９０．８３ ０．４３ ０．３０ ０．３５

ＲＦ ９１．６７ ０．５０ ０．１０ ０．１７

Ｘｇｂｏｏｓｔ ９２．５０ ０．５６ ０．５０ ０．５３

表 ４　 Ｘｇｂｏｏｓｔ 最佳参数及调参范围

Ｔａｂ． ４　 Ｔｈｅ ｂｅｓｔ ｐａｒａｍｅｔｅｒｓ ａｎｄ ｒａｎｇｅ ｏｆ ｐａｒａｍｅｔｅｒｓ ｆｏｒ Ｘｇｂｏｏｓｔ

参数名 Ｈｔｎ Ｄｍ Ｃａｄ 调参范围 步长

ｌｅａｒｎｉｎｇ＿ｒａｔｅ ０．４ ０．５ ０．２ ［０．１，０．５］ ５

ｎ＿ｅｓｔｉｍａｔｏｒｓ ９０ １３６ ２０６ ［５０，５００］ ４５０

ｍａｘ＿ｄｅｐｔｈ ３ １４ ６ ［３，２０］ １８

ｍｉｎ＿ｃｈｉｌｄ＿ｗｅｉｇｈｔ ２ ３ １ ［１，５］ ５

ｇａｍｍａ ０．９ ０．６ ０．１ ［０，１］ １１

ｃｏｌｓａｍｐｌｅ＿ｂｙｔｒｅｅ ０．５ １．０ ０．８ ［０．５，１］ ６

表 ５　 Ｘｇｂｏｏｓｔ 调参性能

Ｔａｂ． ５　 Ｘｇｂｏｏｓｔ ｐａｒａｍｅｔｅｒ ｔｕｎｉｎｇ ｆｏｒ ｐｅｒｆｏｒｍａｎｃｅ

疾病种类 准确率 ／ ％ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１ 值

Ｈｔｎ ８８．３３ ０．８５ ０．８１ ０．８３

ＤＭ ８７．５０ ０．８２ ０．８０ ０．８１

Ｃａｄ ９２．５０ ０．５６ ０．５０ ０．５３

２．４　 特征重要性

使用 ｘｇｂｏｏｓｔ 模块中 ｐｌｏｔ＿ｉｍｐｏｒｔａｎｃｅ 函数对特

征进行重要性排序，使用特征在所有树中被用作分

割样本的特征的次数“ｗｅｉｇｈｔ”作为特征重要程度的

判断指标，留下排名前 １０ 的特征。 得到 ３ 种慢性疾

病的主要危险因素，如图 ２～图 ４ 所示。
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图 ２　 Ｈｔｎ 特征重要性

Ｆｉｇ． ２　 Ｆｅａｔｕｒｅ ｉｍｐｏｒｔａｎｃｅ ｏｆ Ｈｔｎ
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图 ３　 Ｄｍ 特征重要性

Ｆｉｇ． ３　 Ｆｅａｔｕｒｅ ｉｍｐｏｒｔａｎｃｅ ｏｆ Ｄｍ
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图 ４　 Ｄｍ 特征重要性

Ｆｉｇ． ４　 Ｆｅａｔｕｒｅ ｉｍｐｏｒｔａｎｃｅ ｏｆ Ｃａｄ

　 　 对 ３ 种慢性疾病的主要危险因素做并集处理，
得到 Ｂｕ 血液尿素、Ｂｇｒ 血糖、Ａｇｅ 年龄、Ｐｃｖ 红细胞

压积、Ｓｃ 血清肌酐、Ｂｐ 血压、Ｒｂｃｃ 红细胞计数、Ｓｏｄ
钠、Ｈｅｍｏ 血红蛋白、Ｗｂｃｃ 白细胞计数、Ｓｕ 糖、Ｐｏｔ
钾、Ａｐｐｅｔ 胃口，共 １３ 种主要危险因素，其中 ６ 项 ３
种疾病共同拥有；５ 项 ２ 种疾病共同拥有，只有两项

是单独拥有，因此慢性病在预测时不好判断，将医生

多年的诊断经验模型化，利用限特征进行疾病预测。

１１１第 ９ 期 黄旭， 等： 基于 Ｘｇｂｏｏｓｔ 和 Ｋｅｒａｓ 框架的多疾病风险预测



３　 多疾病风险预测

一种疾病危险因素可能是多种疾病的判断标

准。 因此，采用相同危险因素对多种疾病同时进行

风险预测，用问题转化的方法将多疾病风险预测问

题转化为多标签分类问题。
３．１　 多疾病标签转换

问题转化方法中 Ｂｉｎａｒｙ Ｒｅｌｅｖａｎｃｅ（ＢＲ）和 Ｌａｂｅｌ
－Ｐｏｗｅｒｓｅｔ（ＬＰ）是两种具有代表性的方法［８］。 ＢＲ 方

法是将多标签转化为多个相互独立的单标签二分类

问题；ＬＰ 方法是将多个标签转化为多分类单标签问

题，３ 个标签就有２３个类。 本文选择神经网络作为基

础算法，利用深度学习框架 Ｋｅｒａｓ 建立神经网络模

型，选择损失函数 ｂｉｎａｒｙ ｃｒｏｓｓ ｅｎｔｒｏｐｙ 和 ｃａｔｅｇｏｒｉｃａｌ
ｃｒｏｓｓ ｅｎｔｒｏｐｙ 分别对应问题转化中的 ＢＲ 和 ＬＰ 方法。
３．２　 构建神经网络模型

神经网络采用序贯模型。 输入层有 １３ 个神经

元；经过多次试验，隐藏层设置为 ４，神经元都为 １０，
后面 ３ 层引入 Ｄｒｏｐｏｕｔ 和 Ｌ２ 正则化来防止模型过拟

合，激活函数选择使用非线性函数 ＲｅＬＵ 函数。
ＲｅＬＵ 函数是分段线性函数，在梯度下降算法运算

中拥有较好的性能；输出层，ＢＲ 方法神经元设置为

３，配合使用 ｓｉｇｍｏｉｄ 函数作为激活函数，ＬＰ 方法神

经元设置为 ８，配合使用 ｓｏｆｔｍａｘ 函数作为激活函

数。 对于已有数据集标签，ＢＲ 方法可直接使用；对
于 ＬＰ 方法，需要对 ３ 个标签组合，再将二进制数转

化为 １０ 进制数，最后进行 ｏｎｅｈｏｔ 编码。
３．３　 训练模型

将数据按 ８：２ 划分，８０％用于网络训练，２０％用

于精度测试，将数据归一化处理，避免数值量级差异

引起权值过大或过小，并提升了运算速度。 优化方

法选择了一种自适应梯度下降方法 Ａｄａｍ，与其他优

化算法相比，其收敛速度较快，学习效果更为有效；
二种方法都以 ａｃｃ 作为度量标准。 经过多次实验，
模型训练的轮数 ｅｐｏｃｈｓ 设置为 １００，指定权重更新

的每个批次所使用实例的个数为 ３。
３．４　 结果分析

使用 ｅｖａｌｕａｔｉｏｎ 函数来评估模型的准确率，由训

练返回值 ｈｉｓｔｏｒｙ 作 ａｃｃ－ｌｏｓｓ 曲线，如图 ５ 所示。 得

到 ＬＰ 方法的 ａｃｃ 为 ６７．５０％，ｌｏｓｓ 为 ０．９３；ＢＲ 方法的

ａｃｃ 为 ８６．２５％，ｌｏｓｓ 为 ０．３３，可以看出 ＢＲ 方法的准

确度更高，损失值更趋近于 ０，预测效果更好。 但是

这种方法不考虑疾病间的关联性，模型简单，需要进

一步优化增加标签之间关联性才能用于多疾病预

测；ＬＰ 方法考虑了标签与标签之间的关联，增加了

复杂度，使得准确率降低，使用此方法对某一样本预

测时，输出端 ８ 个值的和为 １，其中最大值对应索引

即为预测结果，最大值就是预测概率。
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图 ５　 ａｃｃ－ｌｏｓｓ曲线

Ｆｉｇ． ５　 Ｔｈｅ ａｃｃ－ｌｏｓｓ ｃｕｒｖｅ

４　 结束语

本文阐述了随机森林、ＧＢＤＴ 和 Ｘｇｂｏｏｓｔ３ 种集

成学习算法的原理及特点，基于 ３ 种慢性病，使用寻

优速度较好的随机搜索法对其中分类效果最好的

Ｘｇｂｏｏｓｔ 进行超参数优化，分别得到 ３ 种慢性病特征

重要性排名前 １０ 的危险因素。 使用 ｋｅｒａｓ 框架构建

神经网络模型，对这些危险因素进行多疾病风险预

测，对比分析了 ＢＲ 和 ＬＰ 两种问题转化方式得到的

结果。 在今后的研究中，要进一步丰富数据，采用更

好的数据处理方法，构建更为复杂的神经网络；对损

失函数进行研究，在 ＢＲ 方法的基础上考虑标签之

间的关联性。
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