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基于 ＴＦ－ＩＤＦ 特征词提取的不平衡文本分类

陈　 欢， 王忠震
（上海工程技术大学， 电子电气工程学院， 上海 ２０１６２０）

摘　 要： 在文本分类的过程中，文本类别分布不均衡会导致分类准确率下降。 针对这个问题，本文提出了一种基于注意力机

制的不平衡文本分类方法。 首先，利用 ＴＦ－ＩＤＦ 对每个类别的特征词进行词特征提取；其次，将提取到的词特征和原有的文本

拼接进行注意力权重分配；最后，使用 ｓｏｆｔｍａｘ 分类。 实验在复旦大学开源文本数据集上进行，结果表明本文提出的方法相对

于其他对比方法更加稳定，准确率有所提高。
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０　 引　 言

随着 ｗｅｂ２．０ 时代的到来，我国的网民规模飞速

增长，达到了 ９．０４ 亿，网络文本数据也随时间大量

累积。 对文本分类、整理，发掘文本中的潜在信息成

为了研究的热点。 然而在实际的网络文本分类过程

中，类别分布不均衡制约着文本分类技术的发展。
传统的解决数据类别分布不均衡的方法是通过

重采样，数据增强等方法。 如张忠林等针对不平衡

分类过程中，数据集中存在噪声数据使得边界模糊

的现象，提出了将少数样本划分，只对边界样本进行

ＳＭＯＴＥ 插值，然后数据清洗，去除噪声数据［１］；蒋华

等针对不平衡数据集分类时边界偏移的问题，提出

用 ＡＤＡＳＹＮ 和 ＳＭＯＴＥ 算法生成小类样本点［２］；史
明华等通过使用聚类算法进行聚类，根据类别簇不

平衡比的大小对该簇进行相应的处理［３］。
随着深度学习技术的发展，给文本的不平衡分

类技术发展提供了新的思路。 如陈志等针对训练神

经网络模型时参数会被多数类所主导，在损失函数

中加入类别标签，强化少数类对模型参数的影

响［４］；林怀逸等利用小类别区分的预训练词向量来

初始化目标模型，并结合均衡过采样，保持模型在大

类别上的精度［５］；万志超等针对文本分布不均衡分

类时局限于特征维数过高、数据稀疏、分布不均衡的

特点，通过使用有监督的特征选择方法，减少特征词

数量，降低特征维度［６］；程艳等提出将不平衡数据

划分为若干组均衡数据，使用 ＣＮＮ 神经网络训练，
并使用 ＥＷＣ 克服 ＣＮＮ 的灾难性遗忘的缺点［７］；唐
焕玲等使用有监督的主题模型 ＳＬＤＡ，建立主题和

稀少类别之间的映射，以提高少数类分类的精

度［８］；钟将等针对文本特征维度大和训练样本分布

不均衡的问题，提出使用 ＬＳＡ 降维，并利用改进的

ＫＮＮ 进行文本分类［９］。
综上所述，在进行数据不平衡分类的过程中，主

要通过强化类别的边界，去除噪声数据等方法［１０］。
与其不同的是，在文本分类过程中，解决数据类别分

布不均衡的方法，主要有强化类别标签、过采样等方

法。 因此，本文通过使用 ＴＦ－ＩＤＦ 构建类别特征词，
与原有文本拼接来强化各类的类别特征，并使用注

意力机制进行文本特征权重分配。
本文的主要工作如下：
（１）利用 ＴＦ－ＩＤＦ 给文本中词赋权的方法进行

类别关键词提取。 将数据集划分为若干个平衡的子



数据集，输入到 ＴＦ－ＩＤＦ 模型进行类别关键词提取。
（２）将训练集和测试集输入到 ｗｏｒｄ２ｖｅｃ 词嵌入

模型进行词向量训练，得到 ＴＦ－ＩＤＦ 提取到的关键

词和原有的文本数据拼接后的词向量表达，输入到

注意力机制模型训练和权重分配，最终进行文本分

类。
１　 基础理论

１．１　 ＴＦ－ＩＤＦ 特征权重计算方法

ＴＦ－ＩＤＦ 是一种用于信息检索的文本加权技术，
在文本信息检索的过程中，通过对文本赋予不同的

权重，从而判断与检索词的关系，提高检索的准确率

和召回率。
ＴＦ－ＩＤＦ 的具体思想可以表述为：在一篇文章

中，如果一个词在该篇文章中出现的频率较高，而在

语料集的其它文章中出现的频率较低，则该词更能

代表该篇文章。 其中，ＴＦ 表示词频；ＩＤＦ 表示包含

该词的文档数目。 在数学上可以表示为公式（１）、
（２）、（３）。

ＴＦ － ＩＤＦ ＝ ｔｆｉ，ｊ∗ｉｄｆｉ， （１）

ｔｆｉ，ｊ ＝
ｎｉ，ｊ

ｊ
， （２）

ｉｄｆｉ ＝ ｌｏｇ
Ｄ

ｄｆｉ＋１２ ． （３）
　 　 其中， ｎｉ，ｊ 表示词语 ｉ 在文档 ｊ 中的频率； ｊ 表

示文档 ｊ 中词的总数； Ｄ 表示语料集中文档的总

数； ｄｆｉ 表示语料集中包含词语 ｉ 的文档总数。 ｉｄｆｉ 的
计算过程中分母加 １ 是为了防止违反运算法则的情

况出现。
１．２　 ＬＤＡ 文本降维

ＬＤＡ 模型是一种主题概率模型，将文本表示为

文本－主题、主题－词的概率分布。 ＬＤＡ 的概率图模

型如图 １ 所示。 其中， Ｋ 表示主题数； Ｄ 表示文档

数； Ｎ 表示一篇文档中词的数目。
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图 １　 ＬＤＡ 概率图模型

Ｆｉｇ． １　 ＬＤＡ ｐｒｏｂａｂｉｌｉｔｙ ｄｉａｇｒａｍ ｍｏｄｅｌ

　 　 （１）模型假设文档的主题先验分布服从参数为

α 的 Ｄｉｒｉｃｈｌｅｔ 概率分布，其中文档 ｄ 的主题概率分

布为 θｄ ＝ Ｄｉｒｉｃｈｌｅｔ（α）。
（２）模型假设主题中的词的先验分布服从参数

为 β 的先验概率分布。 其中，主题 ｋ 的词概率分布

为 φｋ ＝ Ｄｉｒｉｃｈｌｅｔ（β）。

（３）文档 ｄ 中的第 ｎ 个词， 从主题分布获得其

主题编号概率分布为 ｚｄｎ ＝ ｍｕｌｔｉ（θｄ）。
（４）文档 ｄ 中的第 ｎ 个词分布 ｗｄｎ 的概率分布

为 ｗｄｎ ＝ ｍｕｌｔｉ（φｚｄｎ）。
由于 Ｄｉｒｉｃｈｌｅｔ－ｍｕｌｔｉ 是共轭分布，可以利用贝叶

斯推断的方法求得后验分布，在得到文档主题，主题

词的后验概率分布后，利用 Ｇｉｂｂｓ 采样的方法获得

每个文档的主题分布和每个主题的词分布。
１．３　 注意力机制

注意力机制首先被提出用于图像特征提取领

域，其次被 Ｂａｈｄａｎａｕ 等人推广到自然语言处理领

域。 其思想可以描述为通过改变模型参数来加强某

个输入对输出的影响［１１－１２］。 其中 ｇｏｏｇｌｅ 提出的最

初注意力计算方法如公式（４）所示， ｋｓ （ ｋｅｙ）与 ｖｓ
（ｖａｌｕｅ）一一对应，通过计算 ｑｔ （ｑｕｅｒｙ）和各个 ｋｓ 的

内积，求得与各个 ｖｓ 的相似度，然后加权求和归一

化。

Ａｔｔｅｎｔｉｏｎ（ｑｔ，Ｋ，Ｖ） ＝ ∑
ｍ

ｓ ＝ １

１
Ｚ
ｅｘｐ（

＜ ｑｔ，ｋｓ ＞

ｄｋ

）ｖｓ，

（４）

　 　 其中， ｄｋ 为输入词嵌入向量的维度，起到调

节因子的作用，使得内积不至于太大。
２　 模型描述

２．１　 模型框架

基于词嵌入的不平衡文本数据分类框架如图 ２
所示。
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与类别关键词
进行拼接

LDA文本降维

不平衡数据集

图 ２　 模型结构

Ｆｉｇ． ２　 Ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ

　 　 模型主要分为三个部分：首先，使用 ＴＦ－ＩＤＦ 进

行类别关键词提取， 与原有文本拼接， 输入到

ｗｏｒｄ２ｖｅｃ 模型进行词向量训练；其次，使用 ＴＦ－ＩＤＦ
对文本降维，并和类别关键词拼接，并将其用词向量

表示；最后，使用 Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ 对词向量表示后的

文本进行特征权重分配。
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２．２　 ＴＦ－ＩＤＦ 类别关键词特征提取

类别关键词特征作为类别之间的区分，具有明

显的类别特性。 将数据集划分为若干个平衡的子数

据集，输入到 ＴＦ－ＩＤＦ 模型，获得子数据集每个文本

的 ＴＦ－ＩＤＦ 表示，统计每个类别的 ＴＦ－ＩＤＦ 权值大的

词作为类别的关键词特征。
划分为平衡数据集是为了 ＴＦ－ＩＤＦ 在词特征提

取的过程中能够有更好的效果。 否则可能出现少数

类别文章关键词存在本文属于高频，而在语料集中

很少出现，就会导致该词的权重过大，但该词并不能

代表该类别。
２．３　 ＬＤＡ 文本降维

将文本输入到 ＬＤＡ 模型，得到每篇文章的主题

词分布和主题分布，通过这两个分布可以将文章的

主要特征进行表示，从而实现文章的降维。 设每篇

文章的主题词分布为 ｔ＿ｗ ＝ ［ｗ１，ｗ２，．．．，ｗＮ］，文章主

题分布为 ｄ＿ｔ ＝ ｛ ｚ１，ｚ２，．．．，ｚＫ｝。 通过将两个分布对应

相乘，选择结果较大的词作为 ＬＤＡ 降维后的文本特征，
并将其用词向量的形式表示，进行下一步的操作。
２．４　 Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ 权重分配

传统的注意力机制通过计算源端的每个词与目

标端的每个词之间的依赖关系来更新训练参数，Ｓｅｌｆ
－Ａｔｔｅｎｔｉｏｎ 机制仅通过关注自身信息更新训练参数，
不需要添加额外的信息。 将前述通过 ＣＢＯＷ 模型

得到的融合主题特征的评论文本向量输入到 Ｓｅｌｆ－
Ａｔｔｅｎｔｉｏｎ 层，通过公式（５）计算权重分布。

Ｓｅｌｆ － Ａｔｔｅｎｔｉｏｎ ＝ ｓｏｆｔｍａｘ（Ｗ·ＷＴ

ｄｋ

）Ｗ． （５）

２．５　 模型分类

将注意力机制编码后获得的文本信息，使用交

叉熵作为损失函数，利用 ａｄａｍ 更新网络参数。 利

用公式（６）求解文本特征向量 γｘ 属于类别 ｙｘ 的概

率， ｎ＿ｃ 为类别的数目。 以公式（７）为损失函数，其
目的是通过迭代的更新参数最小化监督标签 ｇｘ 和

预测标签之间的交叉熵。

ｙｘ ＝
ｅｘｐ（γｘ）

∑
ｎ＿ｃ

ｑ ＝ １
ｅｘｐ（γｑ）

， （６）

Ｌ ＝ － ∑
ｎ＿ａ

ｇｘ ｌｏｇｙｘ ． （７）

３　 实验分析

３．１　 实验数据集

实验数据集采用复旦大学中文文本分类数据

集，该数据集分为训练集和测试集两部分，共有 ２０

个类别，类别数最多的文本有 １ ３５７ 篇，最少文本的

只有 ２７ 篇。 本文选择其中文本较多的 ９ 个类别进

行文本分类。 各个类别分布如图 ３ 所示，其中类别

数最多的有 １ ３５７ 篇，最少的有 ４６６ 篇。
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图 ３　 训练集各类别数据分布

Ｆｉｇ． ３　 Ｄａｔａ ｄｉｓｔｒｉｂｕｔｉｏｎ ｏｆ ｔｒａｉｎｉｎｇ ｓｅｔｓ

３．２　 ＴＦ－ＩＤＦ 类别关键词提取

将训练的数据集划分为两个训练集，输入到

ＴＦ－ＩＤＦ模型进行训练。 其中，低于 １ ０００ 的数据集

进行两次模型训练，高于 １ ０００ 的划分为两个部分

输入到模型训练。
ＴＦ－ＩＤＦ 提取到的类别关键词特征示例，见表

１。 可以看到，每个领域的特征词都有明显的领域特

征，因此与原有文章进行拼接可以加强少数类的类

别特征，从而提高文本分类的准确率。
表 １　 ＴＦ－ＩＤＦ 提取类别关键词特征示例

Ｔａｂ． １　 ＴＦ－ＩＤＦ ｅｘｔｒａｃｔ ｃａｔｅｇｏｒｙ ｋｅｙｗｏｒｄ ｆｅａｔｕｒｅ ｅｘａｍｐｌｅ

类别关键词特征示例

太空
液滴、雷达、图层、起动机、飞机、传感器、可靠性、雷
电、图层、飞船、发射

计算机
数据库、服务器、线程、分类器、数据仓库 、机器人、图
象、服务器、调度、消息、网络

艺术
歌剧、艺术史、后现代、审美、影视、放映论、神话、小
说、演绎、修辞、油画、大众文化、

环境
事故、水库、抽烟、生态、空气质量、采矿、清洁、燃料、
实惠、高岭土、水质、固体废物

农业
农业投入、棉田、旅游、农产品、超高产、污泥、胡萝卜、
农机、旱区、优质、生态、现代农业

经济
公共财政、合同法、道德、产业、数理经济学、发展经济
学、会计信息学、工会、剥削、计划

政治
形式主义、马克思、纪检监察、政治腐败、人口、发展、
保守主义、合法性、媒体、行为主义

运动
学校、道德教育、女足、体育老师、素质奥羽、思维、花
钱、跆拳道、竞争、交流、女排、射门

历史
巴比伦、勾践、马克思、陈列、资产阶级、西方、澳门、人
文竞赛、长征、戏剧、悲剧、新文化

３．３　 模型对比分析

目前的分类评价方法评价指标有精确度、召回率

和 Ｆ１ 值，本文也采用这些指标进行分类结果评价。
使用 ｇｅｎｓｉｍ 库进行 ＬＤＡ 和 ｗｏｒｄ２ｖｅｃ 词嵌入模
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型训练，同时和其它几种基于 ＬＤＡ 和 ｗｏｒｄ２ｖｅｃ 的模

型进行训练，得到准确率对比，见表 ２。 实验证明了

本文提出的方法优于其它的传统方法。
表 ２　 结果对比分析

Ｔａｂ． ２　 Ｃｏｍｐａｒａｔｉｖｅ ａｎａｌｙｓｉｓ ｏｆ ｒｅｓｕｌｔｓ

准确率 ／ ％ 召回率 ／ ％ Ｆ１ 值 ／ ％

ＳＶＭ ８７．４２ ９０．４１ ８８．９１
ＬＤＡ＋ＳＶＭ ８８．５４ ９２．９８ ９０．２３

ｗｏｒｄ２ｖｅｃ＋ＳＶＭ ９１．４３ ９４．１２ ９２．７６
ＬＤＡ＋ｗｏｒｄ２ｖｅｃ＋ＳＶＭ ８９．１４ ８８．１８ ８８．６４

本文方法 ９４．２４ ９４．１２ ９４．１７

４　 结束语

针对文本数据分类不均衡的问题，本文提出使

用 ＴＦ－ＩＤＦ 进行类别关键词特征提取，然后输入到

注意力机制模型进行文本分类。 在复旦大学语料集

上证明了本文提出模型优于其它的经典模型，具有

更好的分类效果。 但本文提出的模型也有一定的不

足，如在 ＴＦ－ＩＤＦ 特征词提取的过程中，ＴＦ－ＩＤＦ 不

能得到很好的效果，其中有一些词不具有类别代表

性，因此需要对其进行人工筛选。
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