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传统与大模型并举：中文文本分类技术对比研究
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摘　 要： 本文专注于探索与实践中文文本分类技术的演进，通过严谨的实证对比研究，检验了传统技术方法与基于大模型的

先进算法在各类文本分类任务中的表现差异。 研究在涵盖情感分析的基础数据集和富含复杂专业信息的多类别文本数据集

上展开了深入探索，系统性地对比了传统统计学习方法、经典深度学习算法与当前极具影响力的预训练大模型（如 ＢＥＲＴ、
ＬＬＭ 等）。 研究核心围绕提升分类准确性这一关键目标，同时审视各模型在资源效率及训练时效性方面的能力。 针对预训练

大模型，利用了提示工程技术和模型微调手段，以期优化其性能表现。 实验结果揭示了大模型在理解和利用语言上下文、提
高泛化性能方面的显著优势，在不同数据集、验证集上普遍能降低 １０％以上的错误率，同时证实了在特定情境下传统技术依

然具备独特且有效的应用价值。 通过系统化的对比分析，本文旨在为中文文本分类技术的科学选型及未来发展方向提供有

力依据与导向。
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０　 引　 言

文本分类在信息检索、智能对话系统构建、任务

自动化分配等诸多现实应用场景中起着不可或缺的

作用，是现代自然语言处理技术（ＮＬＰ）的核心研发

领域之一。 工业生产的需求持续驱动着研究者们不

断追求更高性能、更快训练速度以及更具成本效益

的文本分类技术革新。 本文以探究中文文本分类技

术的进步与实践为核心，通过对传统技术手段与新

兴大模型方法在文本分类任务上的详实对比实证研

究，深度剖析其各自特性与优势。
研究将审视经典的文本特征提取方法与传统的



机器学习分类算法在文本分类任务中的应用现状。
同时，聚焦近年来引领技术潮流的大规模预训练模

型，如 ＢＥＲＴ、ＬＬＭ 等，深入探讨如何实现的变革并

优化中文文本分类的表现。 在此基础上，进行了深

入的研究实验，试图从不同角度呈现、评估各类方法

的性能。
通过这些对比与分析，本文致力于为中文文本

分类技术的未来发展提供坚实的理论依据与实用指

导，以期为科研工作者和实践者在选择与优化文本

分类技术时提供有价值的方向性参考。

１　 相关知识

１．１　 文本分类

文本分类是将文本数据自动划分为预定义的一

组类别，属于监督学习的一种。 文本分类广泛应用

于诸多场景，如情感分析、主题分类等。 文本分类技

术的发展历程见证了从传统方法到现代人工智能技

术的转变。 早期，基于规则的方法占主导地位，这一

时期的特点是手工设计特征和规则，依赖于专家知

识，泛化能力有限。 随后，随着数据量的增长和计算

能力的提升，统计学习方法逐渐兴起，这些方法开始

利用数据驱动的方式来自动学习特征，提高了模型

的泛化性能，但在处理高维稀疏数据和复杂语言结

构方面仍面临挑战。 进入 ２１ 世纪第 ２ 个 １０ 年，基
于深度学习的方法、特别是神经网络的广泛应用彻

底改变了文本分类的方式。 循环神经网络、长短时

记忆网络以及卷积神经网络等模型的引入，极大地

提升了对文本序列理解和上下文捕捉的能力，使得

模型能够自动学习到更深层次的语义特征。 近年

来，随着预训练大模型如 ＢＥＲＴ、ＧＰＴ 系列等模型的

出现，文本分类技术达到了新的高度。 这种方法不

仅大幅提高了分类任务的性能，还显著减少了对标

注数据的依赖，展示了极强的迁移学习能力，成为了

当前文本分类技术的主流趋势。
１．１．１　 基于规则的方法

（１）词语匹配：基于关键词或短语的匹配是最

早的文本分类方法之一，根据文本中是否存在特定

词语或短语来决定其类别。 这种方法简单直观，但
容易受词汇多样性、同义词和多义词，及反讽、多重

否定等修辞方法影响，准确率和泛化能力比较有限。
（２）规则引擎：基于领域专家经验根据文本关

键词、结构或者模式编写规则构建规则库，设计规则

处理系统，利用规则引擎的逻辑处理能力来分类文

本。 这种方法需要大量的人工劳动和领域知识。

１．１．２　 统计学习方法

（１）朴素贝叶斯分类器（Ｎａｉｖｅ Ｂａｙｅｓ Ｃｌａｓｓｉｆｉｅｒ，
ＮＢ）：这种分类算法通过逐一计算每个特征对目标

类别的影响程度，独立计算各个特征对结果类别的

条件概率，依据各类别条件概率的最大化原则，预测

文本分类目标类别。
（２ ） 支 持 向 量 机 （ Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅｓ，

ＳＶＭ）：ＳＶＭ 通过建立一个最优的超平面结构来分

割各种类别的训练文本信息，间隔最大化不同类别

的数据点，具有优良的泛化性能。
（３）逻辑回归（Ｌｏｇｉｓｔｉｃ Ｒｅｇｒｅｓｓｉｏｎ，ＬＲ）：这是一

种广义线性模型，将文本通过特征提取后的文本向

量作为输入特征，通过一个线性函数进行计算，得到

一个线性预测值，然后通过逻辑函数将其转换为概

率值，优势在于模型结构简单、易于解释，在数据量

不大时也能取得较好的效果。
（４）随机森林（Ｒａｎｄｏｍ Ｆｏｒｅｓｔ，ＲＦ）：这是一个高

度集成的模型，利用对决策树模型的大量集成，实现

了对数据的有效分析与回归估计，在现实应用中取

得良好效果。
（５）ＸＧＢｏｏｓｔ（ ｅＸｔｒｅｍｅ Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｉｎｇ）：这是

一个先进的梯度提升式决策树计算的实现，是最主

要的机器学习方法之一。
在利用统计学习方法进行文本分类前，需要先

对文本进行预处理和特征提取工作，对文本进行向

量化。 常用的特征提取方法有 Ｂａｇ － ｏｆ －Ｗｏｒｄｓ 和

ＴＦ－ＩＤＦ。其中，Ｂａｇ－ｏｆ－Ｗｏｒｄｓ 模型将文本表示为一

个词频向量，向量每一个维度对应字典中的一个词，
数值则为词在文本中出现的次数。 ＴＦ－ＩＤＦ 由词频

（ＴＦ）和逆文档频率（ＩＤＦ）两部分组成，综合体现了

词在文档中的局部重要性和全局重要性，其计算公

式为：

ＴＦ（ ｔ，ｄ） ＝
ｎｔ，ｄ

∑
ｗ∈ｄ

ｎｗ，ｄ

（１）

ＩＤＦ（ ｔ，Ｄ） ＝ ｌｏｇ ｜ Ｄ ｜
｜ ｛ｄ ∈ Ｄ：ｔ ∈ ｄ｝ ｜

＋ １æ

è
ç

ö

ø
÷ （２）

ＴＦ － ＩＤＦ（ ｔ，ｄ，Ｄ） ＝ ＴＦ（ ｔ，ｄ） × ＩＤＦ ｔ，Ｄ( ) （３）
　 　 其中， ｎｔ，ｄ 表示词 ｔ 在文档 ｄ 中出现的次数；

∑
ｗ∈ｄ

ｎｗ，ｄ 表示文档 ｄ中所有词出现的次数之和； ｜ Ｄ ｜

表示文档集中所有文档的总数； ｜ ｛ｄ ∈ Ｄ：ｔ ∈ ｄ｝ ｜
表示包含词 ｔ 的文档的数量。
１．１．３　 基于深度学习和神经网络的分类方法

（１）神经网络（Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ， ＮＮ）： 前馈神
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经网络被应用于文本分类的早期阶段，然而，单层或

多层神经网络在捕捉文本的序列性和上下文依赖性

时能力有限。 是基础灵活的模型，适用于简单场景

的分类任务，如基于关键词的分类。
（ ２ ） 卷 积 神 经 网 络 （ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ

Ｎｅｔｗｏｒｋｓ， ＣＮＮ）：通过对文本向量的卷积操作，ＣＮＮ
能够有效学习到文本的局部特征表示，通过池化层

转变为固定长度的全局特征向量，最后再利用一个

全连接层进行分类。 能够捕捉文本局部特征，计算

效率高，但不擅长充分捕捉文本的序列性和长距离

依赖关系。 适合短文本分类和需要识别文本局部特

征模式的任务。
（３）循环神经网络（Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ，

ＲＮＮ）：ＲＮＮ 具有循环的结构，能够保留并利用前面

序列的状态信息，捕捉数据中的序列模式，是一种设

计用来处理序列数据的神经网络模型。 特别适合序

列数据的分类任务，缺点是训练速度相对较慢，且可

能发生梯度消失或者爆炸问题。
（４ ） 长 短 时 记 忆 网 络 （ Ｌｏｎｇ Ｓｈｏｒｔ － Ｔｅｒｍ

Ｍｅｍｏｒｙ， ＬＳＴＭ）： 在 ＲＮＮ 基础上为解决长距离依

赖问题而发展出来的变体，创造性地引入门控机制，
有效地提升模型性能［１］。 在提高了模型复杂度和

计算量的同时，也对模型调试和理解带来了挑战，但
解决了 ＲＮＮ 的梯度消失问题，在处理长序列数据时

表现优异，适用于复杂、高级文本分类任务。
１．１．４　 基于 Ｔｒａｎｓｆｏｒｍｅｒ 的大规模预训练模型分类

方法

Ｔｒａｎｓｆｏｒｍｅｒ 架构是一种深度学习模型架构，通
过对自注意力机制的成功应用，解决了长距离依赖

的问题，并由于允许大规模并行计算，极大地提高了

模型训练效率。 自注意力机制的计算公式为：
Ｑ ＝ ＸＷＱ， Ｋ ＝ ＸＷＫ， Ｖ ＝ ＸＷＶ （４）

Ａｔｔｅｎｔｉｏｎ（Ｑ，Ｋ，Ｖ） ＝ ｓｏｆｔｍａｘ
ＱＫＴ

　 ｄｋ

æ

è
ç

ö

ø
÷ Ｖ （５）

　 　 其中， Ｘ 表示输入数据； Ｑ，Ｋ，Ｖ 分别表示查询

（Ｑｕｅｒｙ）、键（Ｋｅｙ）和值（Ｖａｌｕｅ）向量； ＷＱ，ＷＫ，ＷＶ

分别表示其对应的权重矩阵； 　 ｄｋ 表示缩放因

子［２］。 Ｔｒａｎｓｆｏｒｍｅｒ 架构在机器翻译、文本分类、问答

系统、文本生成、语音识别等多种自然语言处理任务

中都取得了显著效果，并发展出 ＢＥＲＴ、ＲｏＢＥＲＴａ、
ＧＰＴ 系列等大规模预训练模型。

ＢＥＲＴ （ Ｂｉｄｉｒｅｃｔｉｏｎａｌ Ｅｎｃｏｄｅｒ Ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ
ｆｒｏｍ Ｔｒａｎｓｆｏｒｍｅｒｓ）是在 Ｔｒａｎｓｆｏｒｍｅｒ 架构上发展出来

的一种双向编码器架构，主要特点包括预训练与微

调、双向 Ｔｒａｎｓｆｏｒｍｅｒ 编码器结构等。 在执行文本分

类任务时，在预处理阶段，对输入文本添加［ＣＬＳ］作
为序列开头标识。 在预训练过程中，其独特的双向

Ｔｒａｎｓｆｏｒｍｅｒ 编码器结构，能够同时考虑词语的所有

上下文信息。 在输出层，计算出［ＣＬＳ］标记对应的

隐藏状态向量，作为输入文本的特征向量，并利用全

连接层进行分类输出，或者进一步构建神经网络模

型进行分类输出。
ＧＰＴ 模型的核心是依托于 Ｔｒａｎｓｆｏｒｍｅｒ 架构，通

过自我监督学习策略，在大规模无标签文本数据集

上进行训练，从而深刻理解和捕捉到复杂的语言结

构与模式。 目前，ＧＰＴ 系列模型已在广泛的自然语

言处理任务上展现出了卓越性能。 尽管原始设计初

衷并非专门针对文本分类任务，但鉴于其对自然语

言深度理解的能力，ＧＰＴ 模型可以通过创新的应用

策略、如提示工程技术（Ｐｒｏｍｐｔ Ｅｎｇｉｎｅｅｒｉｎｇ）以及模

型微调（ｆｉｎｅ－ｔｕｎｉｎｇ）手段，成功地拓展到文本分类

应用场景中，并取得良好的分类效果。 这意味着

ＧＰＴ 模型经过适当的调整和配置，同样能够成为一

种有力的文本分类工具。
１．２　 提示工程技术

提示工程技术（ Ｐｒｏｍｐｔ Ｅｎｇｉｎｅｅｒｉｎｇ）是与预训

练大语言模型进行沟通的艺术，通过技术性精巧设

计的提示词，规范、引导大语言模型的行为和输出，
从而获得更好的性能，更具有实用性和准确性的输

出产物［３］。 在与像 ＧＰＴ 这样的大语言模型打交道

时，提示词不仅仅是简单的输入指令，而是通过构造

具有一定上下文、结构和目标导向性的文本序列，来
激发模型更好地理解用户意图并生成符合期望的答

案或内容。 通常包括提示词设计、参数调整、实验与

优化等环节。 通过提示工程技术，不仅可以提高模

型的实用性和准确性，还可以探索模型潜在能力的

边界，推动自然语言处理技术的实际应用价值。
思维链（Ｃｈａｉｎ－ｏｆ－Ｔｈｏｕｇｈｔ， ＣｏＴ）是提示工程技

术的一种形式，要求预训练大语言模型在处理复杂

推理任务时，按照用户的要求，执行并显式地输出思

考推理过程，而不是按照大语言模型的“直觉”直接

输出结果，通过推理过程的思考，可以显著提高大语

言模型解决特定问题的能力，提高输出的准确

性［４］。
１．３　 Ｆｉｎｅ－ｔｕｎｉｎｇ

Ｆｉｎｅ－ｔｕｎｉｎｇ 是机器学习和深度学习领域中的

一种常见技术。 为了让预训练模型在具体的任务上

有更强的表现力，往往需要对其进行微调（ Ｆｉｎｅ －

０９ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １４ 卷　



ｔｕｎｉｎｇ），即在预训练模型的基础上，利用目标任务

的特定数据集重新训练模型的部分或全部参数，以
进一步优化模型在特定任务上的表现。 微调过程

中，模型会学习到更具体的模式和特征，从而更好地

适应新任务的需求。
ＬｏＲＡ（Ｌｏｗ－Ｒａｎｋ Ａｄａｐｔａｔｉｏｎ） 是 Ｆｉｎｅ－ｔｕｎｉｎｇ 技

术的一种，通过向模型中的指定权重矩阵添加低秩

矩阵进行修正优化，而不需要修改所有的权重矩阵，
通过非常少量的参数调整，大量减少训练优化时间

和资源成本，并提升模型的性能。 这意味着 ＬｏＲＡ
只微调一小部分额外参数（低秩矩阵分解出的因

子），而不是直接调整整个模型的大量参数。
具体来说，ＬｏＲＡ 在保持预训练模型原有大部

分权重不变的同时，通过引入 ２ 个较小的低秩矩阵

（通常维度较低）相乘，来更新原始权重矩阵，这种

方式有效地限制了模型在微调阶段所需的计算资源

和存储空间，同时减少了对预训练知识的潜在破坏。
就是强调在不显著改变预训练模型参数的前提下，
通过低秩近似来进行高效且有效的微调操作。 经过

ＬｏＲＡ 微调后，原权重矩阵的操作变为：
ｈ ＝ Ｗ０ｘ ＋ ＢＡｘ （６）

　 　 其中， Ｗ０ 表示原权重矩阵； Ａ、Ｂ 表示 ＬｏＲＡ 引

入的低秩矩阵； ｘ 表示输入向量； ｈ 表示输出矩

阵［５］。 ＬｏＲＡ 可将可训练参数减少上万倍，资源需

求降低 ３ 倍以上，同时保持甚至提升模型性能。
随着预训练大模型技术的突飞猛进的发展，利

用预训练大模型进行文本分类的研究也越来越受到

关注和重视。 Ｈｅｇｓｅｌｍａｎｎ 等学者 ［６］（２０２３）探讨了

预训练大语言模型在零样本和少量样本情况下的性

能，显示其能与传统方法相媲美； Ｓｕｎ 等学者［７］

（２０２３）提出了名为“线索与推理提示” （Ｃｌｕｅ Ａｎｄ
Ｒｅａｓｏｎｉｎｇ Ｐｒｏｍｐｔｉｎｇ，ＣＡＲＰ）的新方法用于提升预训

练大模型的分类性能，刷新了多项基准测试的纪录；
Ｚｈａｎｇ 等学者［８］（２０２４）提出了 ＲＧＰＴ 的自适应提升

框架，在基准测试中胜过多个最先进的预训练模型

和最先进的 ＬＬＭ，并超过了人类分类的表现。

２　 实验

２．１　 情感分析文本分类实验

本研究旨在对各类分类方法在相对清晰明了的

情感分类数据集上的性能进行基础验证。 此次实验

拟将初步考察多种分类技术的基准性能，尚未进行

全面的参数调优，故所得结果仅反映了各方法在未

经精细优化条件下的基本效能，而非其潜在的最佳

性能表现。
在本研究中，选用 ＭｏｄｅｌＳｃｏｐｅ 平台上提供的商

品评论情感预测数据集“ｊｄ”作为实验数据源。 训练

集总共有４５ ３６７条数据，在实验中，使用了包括传统

统计学习方法、ＢＥＲＴ 和基于大模型的 Ｐｒｏｍｐｔ 及微

调分类方法进行了测试验证和效果评估。
对于 ＢＥＲＴ 分类任务，采用了 Ｂｅｒｔ Ｆｏｒ Ｓｅｑｕｅｎｃｅ

Ｃｌａｓｓｉｆｉｃａｔｉｏｎ 模型架构，并对 ２ 种不同预训练模型—
“ｂｅｒｔ－ｂａｓｅ－ｃｈｉｎｅｓｅ”及“ｂｇｅ－ｌａｒｇｅ－ｚｈ－ｖ１．５”进行了

测试。
在运用大模型进行 ｐｒｏｍｐｔ 分类时，采取了直接

询问大模型并获取分类结果的方式，暂未采用提示

词工程技术进行优化。 评估的大模型包括但不限于

ｑｗｅｎ－ｔｕｒｂｏ、ｑｗｅｎ－７ｂ－ｃｈａｔ、ｑｗｅｎ－ｍａｘ 和 ｃｈａｔｇｌｍ３－
６ｂ。

在设计 ｐｒｏｍｐｔ 时，遵循了角色明确、指示清晰

的原则，并结合实例引导，构造了由角色描述、指示

信息、实例展示以及输入和输出共同构成的提示词

模板（见表 １），以适应不同模型的特点并提高其在

文本分类任务中的表现。

表 １　 提示词模板

Ｔａｂｌｅ １　 Ｐｒｏｍｐｔ ｔｅｍｐｌａｔｅ

角色描述 你是一个情感分类模型

指示信息 请根据用户评价进行分类，１ 表示正面评价，０ 表示负

面评价，只需要输出分类结果（０ 或者 １），不需要输出

任何其它内容

实例展示 用户评价：一百多和三十的也看不出什么区别，包装

精美，质量应该不错

输出结果：１

输入 用户评价：｛ｕｓｅｒ＿ｉｎｐｕｔ｝

输出 输出结果

　 　 此处，运用了 ｏｎｅ－ｓｈｏｔ ｌｅａｒｎｉｎｇ 策略，通过固定

示范样本来指导和规范模型的输出格式，以期在保

持输出一致性的同时，提高分类结果的准确性。
针对大模型微调分类任务，鉴于硬件资源配置

和训练时间成本的考量，选择了开源的 ｃｈａｔｇｌｍ３－６ｂ
模型进行精细化微调。 为了适应有限资源条件，训
练过程中采用了小规模训练集方案，具体为从训练

集中分别抽取了前 １００ 条和前 ５００ 条样本进行训

练。 经实验验证，所得测试结果见表 ２。
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表 ２　 ｊｄ 数据集情感分类结果比较

Ｔａｂｌｅ ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｓｅｎｔｉｍｅｎｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｆｏｒ ｊｄ ｄａｔａｓｅｔ

Ｍｅｔｈｏｄ Ｍｅｍｏｒｙ ｕｓａｇｅ ／ ＧＢ ＧＰＵ ｕｓａｇｅ ／ ＧＢ Ｔｒａｉｎｉｎｇ ｔｉｍｅ ／ ｓ Ａｃｃｕｒａｃｙ

Ｎａｉｖｅ Ｂａｙｅｓ Ｃｌａｓｓｉｆｉｅｒ ０．２３５ － ０．０１３ ０．８８０

Ｌｏｇｉｓｔｉｃ Ｒｅｇｒｅｓｓｉｏｎ ０．２４０ － ０．３４７ ０．９００

Ｒａｎｄｏｍ Ｆｏｒｅｓｔ ０．３７１ － ９０．００９ ０．８８０

Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅｓ ０．２４３ － ５０９．２００ ０．８８０

ＸＧＢｏｏｓｔ ０．２８１ － ４７７．９３１ ０．７９０

ＴｅｘｔＣＮＮ ２．５２３ ０．８１３ １６４．８７６ ０．８８５

ＢＥＲＴ （ｂａｓｅｄ ｏｎ ｔｈｅ ｂｅｒｔ－ｂａｓｅ－Ｃｈｉｎｅｓｅ ｍｏｄｅｌ） ３．４７３ ５．４２９ ５．３３５×１０３ ０．９３５

ＢＥＲＴ （ｂａｓｅｄ ｏｎ ｔｈｅ ｂｇｅ－ｌａｒｇｅ－ｚｈ－ｖ１．５ ｍｏｄｅｌ） ４．５０１ １３．０４１ １７．３５９×１０３ ０．９２０

Ｐｒｏｍｐｔ（ｂａｓｅｄ ｏｎ ｔｈｅ ｃｈａｔｇｌｍ３－６ｂ ｍｏｄｅｌ） － － － ０．８７０

Ｐｒｏｍｐｔ（ｂａｓｅｄ ｏｎ ｔｈｅ ｑｗｅｎ－７ｂ－ｃｈａｔ ｍｏｄｅｌ） － － － ０．８５５

Ｐｒｏｍｐｔ（ｂａｓｅｄ ｏｎ ｔｈｅ ｑｗｅｎ－ｍａｘ ｍｏｄｅｌ） － － － ０．９００

Ｐｒｏｍｐｔ（ｂａｓｅｄ ｏｎ ｔｈｅ ｑｗｅｎ－ｔｕｒｂｏ ｍｏｄｅｌ） － － － ０．８８０

Ｆｉｎｅ－ｔｕｎｉｎｇ（ｂａｓｅｄ ｏｎ ｔｈｅ ｃｈａｔｇｌｍ３－６ｂ ｍｏｄｅｌ，１００ ｓａｍｐｌｅｓ） ２．５１２ ２２．７６６ ５２８．８５４ ０．９１０

Ｆｉｎｅ－ｔｕｎｉｎｇ（ｂａｓｅｄ ｏｎ ｔｈｅ ｃｈａｔｇｌｍ３－６ｂ ｍｏｄｅｌ，５００ ｓａｍｐｌｅｓ） ２．５０５ ２２．７６６ ２．６４８×１０３ ０．９３０

　 　 通过上述实验数据分析可见，ＢＥＲＴ 模型在执

行文本分类任务时的性能表现极为出色。 在情感分

类场景中，即便未经专门训练与细致调优，大型语言

模型（ＬＬＭ）依旧能够展现出令人满意的性能水平，
这有力证明了此类大模型对于自然语言的语义内涵

及情感色彩已有深刻理解，并且随着模型参数规模

的扩大，其性能也相应得到了显著提升。
通过分析实验数据，不难发现，大模型经过训练

微调后，可显著提升其性能。 即使在一个参数规模

相对不是很大的模型基础上，通过对一个小规模的

训练集进行微调训练，微调后的模型性能也能超越

参数规模更大的未经微调的预训练模型，说明微调

对模型性能作用较大，可显著降低大语言模型的训

练及应用成本，有着重大的实践意义。 这意味着，在
有限的训练数据条件下，通过微调大模型同样可以

达到较高的分类性能。 也意味着，小参数量大模型

在适当微调后，也能达到媲美、甚至超越大参数量模

型的优秀效果。 鉴于这些小参数量大模型的开源属

性、训练和运行成本较低的优势，在实际应用中具有

广泛的实用性与巨大的发展潜力。
值得注意的是，不论是机器学习模型、还是预训

练模型，往往伴随着较高的内存占用和 ＧＰＵ 资源需

求。 这一需求随着模型参数量的指数级增长而急剧

上升，直接导致训练时间和维护成本的大幅增加。
尤其是预训练大语言模型，其训练成本往往不是一

般的项目可以接受的。 因此，在生产环境的选型决

策中，模型的资源效率、训练时间成本及其后续维护

开销成为了不可忽视的关键考量要素。
另外，考虑到数据集中存在评论内容与标签不

符或矛盾的现象，通过人工筛查并剔除了一部分问

题数据，实验结果见表 ３。 这一举措对训练集质量

的改善产生了积极影响，各模型的分类准确率均有

显著提升。 在排除这些干扰因素后，特别是对于超

大规模参数的大模型、例如 ｑｗｅｎ－ｍａｘ，即使在未经

任何微调优化的状态下，在情感分类任务中也已然

展现出了极为优越的性能。
表 ３　 清洗后数据集情感分类结果比较

Ｔａｂｌｅ ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｓｅｎｔｉｍｅｎｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｆｏｒ ｆｉｌｔｅｒｅｄ ｄａｔａｓｅｔ

Ｍｅｔｈｏｄ Ａｃｃｕｒａｃｙ

Ｎａｉｖｅ Ｂａｙｅｓ Ｃｌａｓｓｉｆｉｅｒ ０．９２０
Ｌｏｇｉｓｔｉｃ Ｒｅｇｒｅｓｓｉｏｎ ０．９４０
Ｒａｎｄｏｍ Ｆｏｒｅｓｔ ０．９３０
Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅｓ ０．９４０
ＸＧＢｏｏｓｔ ０．８４０
ＴｅｘｔＣＮＮ ０．９２５
ＢＥＲＴ （ｂａｓｅｄ ｏｎ ｔｈｅ ｂｅｒｔ－ｂａｓｅ－Ｃｈｉｎｅｓｅ ｍｏｄｅｌ） ０．９８０
ＢＥＲＴ （ｂａｓｅｄ ｏｎ ｔｈｅ ｂｇｅ－ｌａｒｇｅ－ｚｈ－ｖ１．５ ｍｏｄｅｌ） ０．９７０
Ｐｒｏｍｐｔ（ｂａｓｅｄ ｏｎ ｔｈｅ ｃｈａｔｇｌｍ３－６ｂ ｍｏｄｅｌ） ０．９０５
Ｐｒｏｍｐｔ（ｂａｓｅｄ ｏｎ ｔｈｅ ｑｗｅｎ－７ｂ－ｃｈａｔ ｍｏｄｅｌ） ０．９０５
Ｐｒｏｍｐｔ（ｂａｓｅｄ ｏｎ ｔｈｅ ｑｗｅｎ－ｔｕｒｂｏ ｍｏｄｅｌ） ０．９４５
Ｐｒｏｍｐｔ（ｂａｓｅｄ ｏｎ ｔｈｅ ｑｗｅｎ－ｍａｘ ｍｏｄｅｌ） ０．９８５
Ｆｉｎｅ－ｔｕｎｉｎｇ（ｂａｓｅｄ ｏｎ ｔｈｅ ｃｈａｔｇｌｍ３－６ｂ ｍｏｄｅｌ，１００ ｓａｍｐｌｅｓ） ０．９７５
Ｆｉｎｅ－ｔｕｎｉｎｇ（ｂａｓｅｄ ｏｎ ｔｈｅ ｃｈａｔｇｌｍ３－６ｂ ｍｏｄｅｌ，５００ ｓａｍｐｌｅｓ） ０．９７５

　 　 通过实验数据分析，总结了各种文本分类方案

的特点见表 ４。
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表 ４　 文本分类方案比较

Ｔａｂｌｅ ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｅｘｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｓｃｈｅｍｅ

方案 准确率 优点 缺点

统计学习方法 ／ ＴｅｘｔＣＮＮ 中 模型小，训练快，资源要求低，成本低 性能和泛化能力相对较弱

ＢＥＲＴ 高 模型中等 训练时间长，资源要求中等

大模型 Ｐｒｏｍｐｔ 中 ／ 高 不需要训练，可直接利用大模型的能力 资源要求高，成本高

高性能的大语言模型往往不开源

大模型微调 高 可以对小参数量大模型进行小数据量微调，达
到媲美大参数量模型的优秀效果，有诸多开源

模型可以选用

资源要求相对较高

２．２　 复杂文本多分类实验

２．１ 节的实验虽然突显了大模型在某些文本分

类任务中的卓越性能，但仍不能据此断定大模型能

完美应对所有文本分类挑战。 事实上，在面对复杂

文本的多类别分类问题时，大模型的性能表现并未

臻至理想，这意味着还要探寻更加有效的策略，有助

于大模型适应此类复杂任务。
接下来的实验采用了 ＮＣＡＡ２０２４－中文糖尿病问

题分类评测数据集，该数据集源自糖尿病医学专业领

域，其内含问题的复杂性较高。 部分问题涉及到医学

专业知识，分类的界限也比较精妙，需要充分掌握相

关的领域专业知识，并仔细研究分类规律斟酌分类界

限，即便如此，人工标注也可能存在误差。
与情感分类实验一样，使用相同的方法，对这

个数据集进行了测试评估，得到的实验结果见表 ５。
表 ５　 ＮＣＡＡ２０２４ 数据集文本分类结果比较

Ｔａｂｌｅ ５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｅｘｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｆｏｒ ＮＣＡＡ２０２４ ｄａｔａｓｅｔ

Ｍｅｔｈｏｄ Ａｃｃｕｒａｃｙ

Ｎａｉｖｅ Ｂａｙｅｓ Ｃｌａｓｓｉｆｉｅｒ ０．６９０
Ｌｏｇｉｓｔｉｃ Ｒｅｇｒｅｓｓｉｏｎ ０．７１０
Ｒａｎｄｏｍ Ｆｏｒｅｓｔ ０．６７０
Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅｓ ０．７１０
ＸＧＢｏｏｓｔ ０．６７０
ＴｅｘｔＣＮＮ ０．６９５
ＢＥＲＴ （ｂａｓｅｄ ｏｎ ｔｈｅ ｂｅｒｔ－ｂａｓｅ－Ｃｈｉｎｅｓｅ ｍｏｄｅｌ） ０．７６９
ＢＥＲＴ （ｂａｓｅｄ ｏｎ ｔｈｅ ｂｇｅ－ｌａｒｇｅ－ｚｈ－ｖ１．５ ｍｏｄｅｌ） ０．７７０
Ｐｒｏｍｐｔ（ｂａｓｅｄ ｏｎ ｔｈｅ ｃｈａｔｇｌｍ３－６ｂ ｍｏｄｅｌ） ０．５２０
Ｐｒｏｍｐｔ（ｂａｓｅｄ ｏｎ ｔｈｅ ｑｗｅｎ－７ｂ－ｃｈａｔ ｍｏｄｅｌ） ０．５２０
Ｐｒｏｍｐｔ（ｂａｓｅｄ ｏｎ ｔｈｅ ｑｗｅｎ－ｔｕｒｂｏ ｍｏｄｅｌ） ０．５３０
Ｐｒｏｍｐｔ（ｂａｓｅｄ ｏｎ ｔｈｅ ｑｗｅｎ－ｍａｘ ｍｏｄｅｌ） ０．５２０
Ｆｉｎｅ－ｔｕｎｉｎｇ（ｂａｓｅｄ ｏｎ ｔｈｅ ｃｈａｔｇｌｍ３－６ｂ ｍｏｄｅｌ，５００ ｓａｍｐｌｅｓ） ０．７３７
Ｆｉｎｅ－ｔｕｎｉｎｇ（ｂａｓｅｄ ｏｎ ｔｈｅ ｃｈａｔｇｌｍ３－６ｂ ｍｏｄｅｌ，９ ０００ ｓａｍｐｌｅｓ） ０．７８３

　 　 从实验数据中能够看出，ＢＥＲＴ 和经过微调的

预训练大语言模型继续保持了优秀的性能表现。 与

此相反，单纯依赖大语言模型 Ｐｒｏｍｐｔ 直接进行专业

领域文本分类的准确率并不理想。 究其原因可知，
仅凭一个分类名去精准划分专业文本类别，即使是

人类专家也可能面临很大挑战。
然而，进一步分析得到，是否可以通过对分类

依据进行详细的描述，让大模型掌握基本分类规则，
从而提升分类准确率呢？ 研究可知，这个问题并

不容易解决。 一方面，往往难以用简洁的语言来完

整表述分类标准；另一方面，即使设法将分类规则进

行了精炼表达，大模型对这些规则的理解和运用也

无法与人类智慧相提并论。 此外，尤其在多类别

间的边界模糊地带，大模型的表现则常常不尽如人

意。
详细描述分类规则后采用大语言模型 Ｐｒｏｍｐｔ

方法分类的实验结果见表 ６。 尽管研究尝试优化分

类提示以期提升准确率，但从实验结果来看，此类改

进并未带来显著的效果提升。 进一步引入思维链

（Ｃｈａｉｎ ｏｆ Ｔｈｏｕｇｈｔ）后，虽然分类性能略有增长，但总

体提升幅度依然有限，表明当前技术下，在复杂专业

文本分类问题上，大模型的表现仍有很大的提升空

间。
表 ６　 大语言模型提示工程分类结果比较

Ｔａｂｌｅ ６　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｏｍｐｔ ｅｎｇｉｎｅｅｒｉｎｇ ｒｅｓｕｌｔｓ ｆｏｒ ＬＬＭｓ

Ｍｅｔｈｏｄ Ａｃｃｕｒａｃｙ

ｃｈａｔｇｌｍ３－６ｂ ０．５２５

ｑｗｅｎ－７ｂ－ｃｈａｔ ０．５２５

ｑｗｅｎ－ｔｕｒｂｏ ０．５３０

ｑｗｅｎ－ｍａｘ ０．５２５

ｑｗｅｎ－ｍａｘ（ｅｍｐｌｏｙｉｎｇ ＣＯＴ） ０．５９０

　 　 为提升大语言模型 Ｐｒｏｍｐｔ 分类方法的准确性，
尝试采用 ｋｎｎ－ｆｅｗ－ｓｈｏｔ ｌｅａｒｎｉｎｇ 策略，即在分类请

求的 Ｐｒｏｍｐｔ 中融入相关示例。 具体来说，通过从训

练集文本向量中选出最近似的 １０ 个样本作为参照

案例，随后将这些示例与待分类文本一起提交至大

模型以获取分类结果。 从实验结果（见表 ７）分析不

难发现，这种方法显著提升了分类准确率，而且大语

言模型的参数量越大，提升的效果越明显。
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表 ７　 大语言模型提示工程仿真结果比较

Ｔａｂｌｅ ７　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｏｍｐｔ ｅｎｇｉｎｅｅｒｉｎｇ ｒｅｓｕｌｔｓ ｆｏｒ ＬＬＭｓ

Ｍｅｔｈｏｄ Ａｃｃｕｒａｃｙ

ｃｈａｔｇｌｍ３－６ｂ ０．５６５
ｑｗｅｎ－７ｂ－ｃｈａｔ ０．６５５
ｑｗｅｎ－ｔｕｒｂｏ ０．７４０
ｑｗｅｎ－ｍａｘ ０．７７５

３　 结束语

通过本次实验探究，得出以下关键发现：传统的统

计学习和机器学习分类技术，在处理较为简洁、要求适

度准确率的文本分类任务时，仍保持可观的性能表现，
并在对运行效率和资源要求严苛的环境中展现出广泛

应用价值。 而对于复杂度较低的任务场景，这类方法

因其实现简易、资源需求较小而广受欢迎。
ＢＥＲＴ 模型在实验中展现了稳定优秀的性能，且模

型尺寸适中，运行维护成本不高，这都有利于生产实践

中的应用。 训练时则需要一定的硬件资源投入，尤其

是面对大规模训练数据集时训练耗时较长，成本较高。
基于预训练大语言模型的分类方案在处理通用

性场景下有不错的性能，在资源消耗和成本方面相对

较高，同时也带来了效果突出的性能优点。 这些大语

言模型可以称作智能底座，具有零样本学习和小样本

学习的能力，只需要少量样本即可通过微调等技术手

段获得出色的性能。 其灵活性使其能在不同生产环境

下适应各种应用场景，特别是在文本分类乃至整个自

然语言处理领域的广阔潜力尚待深度挖掘，预期将在

未来带来更多的创新成果，创造更大实际应用价值。
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