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摘　 要： 影视评分能直接反映影视作品的上映效果或收益情况，然而目前影视特征的提取方法单一，信息挖掘不充分。 针对

这一问题，提出一种基于混合特征表示向量的深度神经网络影视评分预测模型。 根据影视作品的属性特征通过词袋模型、特
征拆分、ＴＦ－ＩＤＦ 文本矢量化方法生成影视混合特征表示向量，并构建基于深度神经网络的影视评分预测模型。 实验结果表

明：测试集 ＭＡＥ、ＭＳＥ、ＳｍｏｏｔｈＬ１ Ｌｏｓｓ指标值在模型 １００轮迭代训练后收敛，ＭＡＥ为 ０．８２，ＭＳＥ为 １．０７，ＳｍｏｏｔｈＬ１Ｌｏｓｓ为 ０．４５， 验

证了所提方法对影视作品的评分预测有很好效果，能有效评估影视作品上映后的价值。
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０　 引　 言

随着人工智能和深度学习技术的快速发展，文
化产品的价值评估引起了人们的极大关注。 影视作

品是重要的文化产品，在文化领域受众广泛，市场价

值占比高。 影视评分是衡量影片质量的重要指标，
构建模型预测影视评分，能够为进一步发展影视推

荐系统建立基础，同时可根据影片的属性特征例如

类型、概述等为用户推荐评分值较高的相关影视作

品集。 在影视行业，对影片的评分预测研究能拓宽

对其价值评估的渠道，反映收益情况。 运用深度神

经网络的方法对影视评分进行预测能够为更宏观概

念的文化产品的产权价值评估提供一定的思路。
深度神经网络模型已广泛应用于图片分类、语

音识别、气象预测等多个领域，在分类或回归任务中

取得了很好的效果。 深度神经网络能够对输入特征

进行全局特征的识别提取，能够抽取数据潜在的信

息，挖掘属性特征与影视作品评分的关系。 在影视

作品的自身属性中，存在多种不同类型的数据，需要

进行不同的矢量化表示，例如，短文本数据仅需要通

过词汇空间进行矢量化，而要充分挖掘长文本向量

信息，则需要进行词频、权重的考虑，因此对不同特

征的信息提取存在一定难度。
为解决影视作品数据类型复杂的问题，提出一



种上游任务以特征工程、词袋模型、ＴＦ－ＩＤＦ 矢量化

方式与下游任务深度神经网络结合的预测方法，对
不同的影视作品属性数据进行不同的建模，输入到

预测模型当中，充分提取序列信息，提高预测精度。

１　 相关工作

影视作品的评分或票房预测研究得到广泛关

注［１］，现有预测方法主要分为 ２ 类。 一类是传统机器

学习的预测方法，何琦等学者［２］依托大数据展开实证

研究，运用机器学习与模型融合方法构造有更高拟合

性与精度的票房预测模型。 李香君等学者［３］ 研究了

支持向量机（ＳＶＭ）回归预测对电影评分预测，取得较

好的效果。 李旺泽［４］提出 Ｌａｓｓｏ－ＸＧＢｏｏｓｔ 组合预测模

型，相比传统机器学习提高了准确率。 李振兴［５］ 建立

了决策树模型、朴素贝叶斯模型和随机森林模型，对电

影票房进行了分类预测。 张红丽等学者［６］使用逐步回

归方法筛选出变量构建评分预测模型。 任丹［７］提出多

元线性回归的票房预测模型，并基于 ＳＳＨ 框架，采用

ＭＶＣ 开发模式实现了可对电影票房预测的系统。 为了

提高电影评分的预测精度， Ｚｈａｎｇ［８］建立改进鲸鱼算法

对 ＩＭＤＢ 电影评分进行预测。 Ｙｏｕ 等学者［９］提出了指

数形式的多元非线性回归电影评分预测模型，并揭示

了评分与相关变量之间的关系。 Ｚａｈａｂｉｙａ 等学者［１０］利

用随机森林和 ＸＧＢｏｏｓｔ 算法对电影评分预测。 Ｓａｔｈｉｙａ
等学者［１１］ 基于特征工程的方法建立预测评分模型。
Ｓｏｏｊｉｎ 等学者基于推荐系统技术的预测系统，使用协同

过滤和模糊系统来解决协同过滤问题，预测用户对电

影的评分。 另一类是基于神经网络的预测方法，魏明

强等学者［１２］运用神经网络模型根据网络评价得分探讨

在不同阶段网络评分变化对于票房走势的影响。
Ｍｏｈａｍｍｅｄ 等学者［１３］利用反向传播和 Ｄｅｌｔａ 规则技术

训练的特征神经网络建立电影评分模型。 Ｓｕ 等学

者［１４］设计了一系列电影评分指标，提出了一种基于神

经网络算法的电影评分预测模型。
科研人员运用了传统的机器学习模型和神经网

络等方法对于评分或票房进行预测，能够达到一定

的预测效果。 然而，现有的方法对特征的提取手段

单一，对属性信息挖掘不充分，精度提升有限，为解

决该问题，本文提出一种基于混合特征表示向量的

深度神经网络影视评分预测模型。

２　 模型流程的框架

影视评分预测模型的构建包括 ２ 个阶段，分别是：
图 １ 中，混合特征表示向量构建阶段和模型应用阶段，
如图 １ 所示。 图 １ 中，混合特征表示向量构建阶段为

建模上游任务，主要目标是构建影视属性信息的表示

向量，步骤包括影视数据预处理、空值异常值处理、文
本属性清洗、分词等；特征表示，对 ｊｓｏｎ 格式属性字段

拆分，按类别构建双值表示向量；词袋模型，对文本信

息较少的属性忽略语法及词元出现的顺序构建短文本

表示向量；ＴＦ－ＩＤＦ 模型，对文本内容较多的属性考虑词

元对于样本的重要性程度，结合词频构建长文本表示向

量；构建表示向量，合并双值表示向量、短文本表示向量、
长文本表示向量组成影视混合特征表示向量并进行归一

化处理。
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图 １　 模型框架
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　 　 模型应用阶段，构建基于深度神经网络的影视

作品评分模型，根据用户输入的影视属性预测作品

最终的评分情况。 具体的步骤为：输入影视混合特

征表示向量对神经网络模型进行训练，调整模型权

重参数并保存，此后可得到对新影视作品属性数据

的评分结果输出。
构建基于混合表示特征的深度神经网络影视作

品评分预测模型利用影视自身属性信息进行评分预

测，能使影视领域从业者根据预测结果从多角度对

影视作品上映效果进行分析，规避风险。

３　 影视混合特征表示向量

３．１　 双值表示向量

影视双值表示向量构建采用特征拆分的方式。
特征拆分是特征工程中的一种方式，数据的特征表

示建模会影响模型最终的预测效果，流程如图 ２ 所

示。 为了能够充分挖掘数据信息，将部分原始数据

进行整合转换，对影视属性中 ｊｓｏｎ 格式的字段影视

类型、影视语言、出版公司、出版国家通过特征拆分

的方法进行处理并转化成多个维度的布尔值，进而

构建双值表示向量，并根据下游任务的测试和评估

效果反馈，调整双值表示向量结构，使得影视作品元

数据中的特征更具体化、表示效果更好。

电影数据
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测试与
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开始 数据获取 数据
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图 ２　 特征拆分流程
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　 　 下面以影视类型字段处理为例，主要步骤如下：
步骤 １　 统计数据集中每种类型的影片数量，

得到影视类型数量降序序列 ［ ｇｅｎｒｅ１， ｇｅｎｒｅ２，…，
ｇｅｎｒｅｃ］；

步骤 ２　 设定选择影视类型拆分数量 ｎ（ｎ ＜ ｃ）

并剔除剩余类型（从高到低），得到新序列［ｇｅｎｒｅ１，
ｇｅｎｒｅ２，…，ｇｅｎｒｅｎ］；

步骤 ３　 每个数据样本新增 ｎ 个字段，将影视

作品对应类型字段设置为 １，非对应的类型字段设

置为 ０；每一样本新增字段 ［ ｇｅｎｒｅ＿ ｆｅａｔｕｒｅ１， …，
ｇｅｎｒｅ＿ ｆｅａｔｕｒｅｎ］ １×ｎ，其中 ｇｅｎｒｅ＿ ｆｅａｔｕｒｅ１ ～ ｎ 为离散值

０ 或 １。
影视语言、影视出版公司、影视出版国家均按照

同样步骤处理。 通过在原始影视作品数据的基础上

将 ｊｓｏｎ 格式字段进行扩展，可使得影片特征进一步

细化，较全面地凸显出各数据样本的属性特点，表达

能力更强。
３．２　 短文本表示向量

影视短文本表示向量利用词袋模型进行构建。
词袋模型是自然语言处理中对文本建模常用的表示

方法，不考虑文本中词与词之间的上下文关系，忽略

语法及词元出现的顺序，将文本语句仅看作是若干

个词汇的集合，并只考虑所有词的权重［１５］，使用一

组无序的单词来表示文本，其核心思想是将文本语

句转换成机器可识别的向量。 影视数据字段中的影

视名字、发行状态、发行日期、原始语言等文本型数

据单样本内容较少，考虑词之间的联系或者顺序的

意义不大，针对此类属性使用词袋模型转换成短文

本表示向量，主要步骤如下：
步骤 １　 短文本分词、去停用词， 建立包含所有

词的特征空间［ｗｏｒｄ１，ｗｏｒｄ２，…，ｗｏｒｄＬ］，其中 Ｌ为词

空间的长度大小；
步骤 ２　 利用特征词空间建立词袋模型；
步骤 ３　 每个样本对应的文本型数据转换为向

量 ［Ｓ１，…，ＳＬ］，向量维度为词空间的长度大小 Ｌ。
短文本表示向量仅考虑词汇的权重情况，能充

分提取上下文关系较弱文本的字段特征，向量转化

关系如图 ３ 所示。
３．３　 长文本表示向量

影视属性数据中存在长文本字段，例如影视作

品标语、影视作品概述等，将每一个长文本字段作为

一个文档，利用 ＴＦ－ＩＤＦ 构建长文本表示向量。 ＴＦ－
ＩＤＦ 是一种统计方法，用以评估一个字词对于一个

文件集或一个语料库中的一份文件的重要程度。 样

本字词的重要性与该字词在文件中出现的次数成正

比，但同时会随着该字词在语料库中出现的频率成

反比下降。 主要的思想如下：某个单词在一篇文章

中出现的频率 ＴＦ 高，并且在其他文章中很少出现，
则认为此词或短语具有很好的类别区分能力。
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图 ３　 短文本向量

Ｆｉｇ． ３　 Ｓｈｏｒｔ ｔｅｘｔ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ ｖｅｃｔｏｒ

　 　 ＴＦ 的计算公式如下［１５］：

ＴＦ（ ｔ，ｄ） ＝ 出现在文档 ｄ 中的次数

文档 ｄ 中所有词总数
（１）

　 　 其中， ｔ 表示词， ｄ 表示文档。
　 　 ＩＤＦ 是逆文档频率，ＩＤＦ 表示一个词在文档集中

出现的次数，即在文档集中的多少个文档中出现。
ＩＤＦ 值越小，即在很少的文档中出现，那么这个词就

有越强的文档区分能力。 ＩＤＦ 的计算公式如下：

ＩＤＦ（ ｔ，Ｄ） ＝ ｌｏｇ ｜ Ｄ ｜
｜ ｛ｄ ∈ Ｄ ∶ ｔ ∈ ｄ｝ ｜

（２）

　 　 其中， ｜ Ｄ ｜ 表示文档集中的文档总数； ｜ ｛ｄ ∈
Ｄ ∶ ｔ ∈ ｄ｝ ｜ 表示文档集中出现词 ｔ 的文档数。

ＴＦ－ＩＤＦ 算法是 ＴＦ 算法和 ＩＤＦ 算法的综合使

用。 其计算公式如下：

ＴＦＩＤＦ（ ｔ，ｄ，Ｄ） ＝ ＴＦ（ ｔ，ｄ） × ＩＤＦ（ ｔ，Ｄ） （３）
　 　 ＴＦ－ＩＤＦ 在影视作品长文本字段的转化步骤如

下：
步骤 １　 长文本分词、去停用词，建立特征的词

空间［ ｗｏｒｄ１，ｗｏｒｄ２，…，ｗｏｒｄＬ］，其中，Ｌ 为词空间的

长度；
步骤 ２ 　 计算每一个文档中词汇的 ＴＦ、ＤＦ、

ＩＤＦ、ＴＦ － ＩＤＦ；
步骤 ３　 将每个样本对应的长文本文本型数据

根据 ＴＦ － ＩＤＦ 计算结果转换为向量［ Ｌ１， Ｌ２，…，
ＬＬ］，维度为词空间的长度 Ｌ。

影视作品长文本数据的向量由文档中每个词汇

的 ＴＦ － ＩＤＦ 值构成，能够考虑词汇的重要性情况，
长文本向量转化过程如图 ４ 所示。
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图 ４　 长文本向量

Ｆｉｇ． ４　 Ｌｏｎｇ ｔｅｘｔ ｖｅｃｔｏｒ ｔｒａｎｓｆｏｒｍａｔｉｏｎ

３．４　 影视混合特征表示向量

影视混合特征表示向量由双值表示向量、短文

本表示向量、长文本表示向量及数值数据组合生成。
表示向量有着不同的量纲和单位，会影响数据矢量

化后的分析结果，将整个训练样本向量矩阵进行标

准化归一化处理，以消除数据在数值指标的差异性

和指标之间的量纲影响，将所有值映射到 ０～ １ 范围

之间。 对此给出阐释分述如下。

（１）标准化（Ｓｔａｎｄａｒｄｉｚａｔｉｏｎ）。 数学公式为：
ｘ － μ
σ

（４）

　 　 其中， ｘ 表示原始数据； μ 表示数据均值， σ 表

示标准差。
　 　 （２）归一化（Ｎｏｒｍａｌｉｚａｔｉｏｎ）。 数学公式为：

ｘ － ｍｉｎ（ｘ）
ｍａｘ（ｘ） － ｍｉｎ（ｘ）

（５）
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４　 影视评分预测模型

影视评分预测模型采用有监督学习的训练方

式，基于深度神经网络对训练集中已标记好的评分

数据进行迭代学习，有着较强的表达能力和拟合能

力。 深度神经网络包括输入层、隐藏层和输出层，其
中输入层接收影视作品混合特征表示向量，数据经

隐藏层计算流向输出层，输出层输出影视作品评分

值，其层次结构体系是一个有向无环图。
４．１　 深度神经网络

模型初始化相关参数，输入上游任务构建的影

视混合特征表示向量，迭代训练，计算梯度并反向传

播更新权重，当满足收敛条件或者达到所需效果后

停止训练并输出结果。 每层神经网络的节点数按照

从少到多的原则设计，输入的特征维度先降后升，网
络风格窄而深。 数据流从每一层网络（除输出层）
中输出后均经过 ＲｅＬＵ 激活函数计算，增加网络模

型的非线性效果。 为减少过拟合情况，在模型中加

入 ２ 层 Ｄｒｏｐｏｕｔ 层，比例权重参数设定为 １０％，即去

掉其中 ２ 层神经网络中 １０％的参数。 神经网络大致

结构如图 ５ 所示。

影视片名
发行状态
发行日期
原始语言
影片类型
出版公司
出版国家
发行语言
影片标语
影片概述

电影评分

图 ５　 神经网络结构

Ｆｉｇ． ５　 Ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

　 　 深度神经网络能够很好地提取输入属性的全局

特征，下面将阐述网络的前向传播过程。 基于深度

神经网络的影视评分预测模型共 ６ 个隐藏层，权重

矩阵定义如下：

Ｗｋ
１１ Ｗｋ

２１

Ｗｋ
１２

Ｗｋ
１３

Ｗｋ
２２

Ｗｋ
２３

…
…
…

Ｗｋ
ｉ１

Ｗｋ
ｉ２

Ｗｋ
ｉ３

︙ ︙ ⋱ ︙
Ｗｋ

１ｊ Ｗｋ
２ｊ … Ｗｋ

ｉｊ

é

ë

ê
ê
ê
ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú
ú
ú
ú

（６）

　 　 权重矩阵为 ｉ × ｊ 形状的矩阵，其中Ｗｋ
ｉｊ 上标 ｋ 表

示第 ｋ 层神经网络，下标 ｉ 表示当前神经元节点，下
标 ｊ 是当前神经元节点与下一层所连接的神经元节

点，ｉｊ 表示神经元 ｉ 与神经元 ｊ 连接。 模型的前向传

播计算公式如下所示：
ａｋ
１ ＝ σ（Ｗｋ

１１ ａｋ－１
１ ＋ Ｗｋ

２１ ａｋ－１
２ ＋．．． ＋ Ｗｋ

ｉ１ ａｋ－１
ｉ ＋ ｂｋ１）

ａｋ
２ ＝ σ（Ｗｋ

１２ ａｋ－１
１ ＋ Ｗｋ

２２ ａｋ－１
２ ＋．．． ＋ Ｗｋ

ｉ２ ａｋ－１
ｉ ＋ ｂｋ２）

ａｋ
３ ＝ σ（Ｗｋ

１３ ａｋ－１
１ ＋ Ｗｋ

２３ ａｋ－１
２ ＋．．． ＋ Ｗｋ

ｉ３ ａｋ－１
ｉ ＋ ｂｋ３）

　 　 　 　 　 　 　 　 ︙
ａｋ
ｊ ＝ σ（Ｗｋ

１ｊ ａｋ－１
１ ＋ Ｗｋ

２ｊ ａｋ－１
２ ＋．．． ＋ Ｗｋ

ｉｊ ａｋ－１
ｉ ＋ ｂｋｊ ）

ì

î

í

ï
ï
ïï

ï
ï
ïï

（７）

其中， ａｋ
ｊ 定义隐藏层输出节点； ｋ表示第 ｋ 层神

经网络； ｊ 表示该层神经元编号； σ 表示 ＲｅＬＵ 激活

函数；ｂ 表示偏置项。
影视混合特征表示向量将经过输入层、隐藏层

后在输出层返回结果，输出层仅有一个神经元，即输

出影视作品的评分预测值。
４．２　 评分预测模型

基于深度神经网络的影视作品评分预测模型的

结构如图 ６ 所示。 由图 ６ 可知，模型由输入层、隐藏

层、输出层组成，其中隐藏层由 ６ 层线性网络构成和

２ 层 Ｄｒｏｐｏｕｔ 组成。 影视混合特征表示向量依次输

入到各层网络，并且均经过 ＲｅＬＵ 激活函数，采用

Ａｄａｍ 优化器进行模型的优化，迭代训练模型得到

最优的影视作品评分预测模型并输出结果。
４．２．１　 损失函数和 Ａｄａｍ 优化器

实验采取均方损失函数 ＭＳＥ Ｌｏｓｓ， 影视作品评

分预测模型在训练迭代时通过计算评分预测值和真

实值的损失函数进行反向传播，并对模型中的权重

参数进行更新，数学定义公式如下：

ＭＳＥ Ｌｏｓｓ（ｙｉ，ｙ^ｉ） ＝ １
Ｎ∑

Ｎ

ｉ ＝ １
（ｙｉ － ｙ^ｉ） ２ （８）

　 　 其中， ｙｉ 表示真实值； ｙ^ｉ 表示预测值；Ｎ 表示样

本数量。
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图 ６　 影视作品评分预测模型

Ｆｉｇ． ６　 Ｐｒｅｄｉｃｔｉｏｎ ｍｏｄｅｌ ｏｆ ｆｉｌｍ ａｎｄ ｔｅｌｅｖｉｓｉｏｎ ｓｃｏｒｅｓ

　 　 影 视 评 分 预 测 模 型 选 用 Ａｄａｐｔｉｖｅ Ｍｏｍｅｎｔ
Ｅｓｔｉｍａｔｉｏｎ 优化器，一种对随机梯度下降法的扩展，
是带动量的梯度下降算法和 ＲＭＳＰｒｏｐ 算法的结合，
计算效率高，内存需求少，其更新的步长能通过设置

初始学习率被限制在大致的范围内。 Ａｄａｍ 的定义

公式如下：
ｍｔ ＝ β１ ｍｔ －１ ＋ （１ － β１） ｇｔ

ｖｔ ＝ β２ ｖｔ －１ ＋ （１ － β２） ｇ２
ｔ

ｍ⌒ ｔ ＝
ｍｔ

１ － βｔ
１

ｖ⌒ｔ ＝
ｖｔ

１ － βｔ
２

ｗ ｔ ＝ ｗ ｔ －１ ＋ ａ
　
ｖ⌒ｔ ＋ ε

ｍ⌒ ｔ

ｇ ＝ １
ｍ

Ñｗｔ∑
ｉ
Ｌ（ ｆ（ｘ（ ｉ）；ｗ ｔ），ｙ（ ｉ））

ì

î

í

ï
ï
ï
ï
ï
ï
ïï

ï
ï
ï
ï
ï
ï
ïï

（９）

　 　 其中， ｍｔ 和 ｖｔ 分别表示对梯度的一阶矩估计和

二阶矩估计； ｍ⌒ ｔ 和ｖ⌒ｔ表示修正后的值；ｇ和 ａ分别表

示梯度和学习率； β１ 和 β２ 表示衰减速率； ε为１０ －８，
（ ｆ（ｘ（ ｉ）；ｗ ｔ），ｙ（ ｉ）） 表示样本。
４．２．２　 Ｄｒｏｐｏｕｔ 层和 ＲｅＬＵ 函数

Ｄｒｏｐｏｕｔ 层是指在深度神经网络训练过程中，按
一定的概率随机地丢弃神经网络中训练的神经元，
从而达到一种对神经网络模型正则化的作用。 深度

网络拟合的参数较多，因此在某些层之间加入

Ｄｒｏｐｏｕｔ 层，去除权重比例为 １０％。
ＲｅＬＵ 激活函数是常用的神经网络激活函数，可

增加模型的非线性的因素，增加模型的表达能力，加
强模型的训练效果，其图像如图 ７ 所示。 函数实质

是将所有的小于 ０ 的负值均变成 ０，而大于等于 ０
的正值保持不变，定义公式如下：

ＲｅＬＵ（Ｘ） ＝
Ｘ，　 Ｘ ≥ ０
０，　 Ｘ ＜ ０

＝ ｍａｘ（Ｘ，０）{ （１０）

　 　 其中， Ｘ 表示输出矩阵。
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图 ７　 ＲｅＬＵ 函数

Ｆｉｇ． ７　 ＲｅＬＵ ｆｕｎｃｔｉｏｎ

５　 实验与结果分析

５．１　 实验环境及参数设置

本文所有实验均基于 Ｗｉｎｄｏｗｓ 系统实现，使用

Ｐｙｔｈｏｎ３．７ 和 ＰｙＴｏｒｃｈ１． １２ 框架，硬件为 Ｉｎｔｅｌ ｉ５ 的

ＣＰＵ。 实验中参数设置如下：初始化学习率，０．００５；
训练批量 （ｂａｔｃｈ＿ｓｉｚｅ）， ６４； ｄｒｏｐｏｕｔ 层数， ２（ｐ ＝
０．２）；优化算法，Ａｄａｍ；损失函数， ＭＳＥ Ｌｏｓｓ； 训练

批量 （ｅｏｐｃｈ）， １５０。 训练集不乱序 ｓｈｕｆｆｌｅ ＝ Ｆａｌｓｅ，
测试集乱序 ｓｈｕｆｆｌｅ ＝ Ｔｒｕｅ。
５．２　 实验数据

影视作品数据集来自 ｋａｇｇｌｅ 网站公开数据集，
由 ２０１７ 年 ７ 月及之前发布的影视作品组成，囊括了

多种类型影片，包含大量已上映的热门影视作品和

小众影片资源。 该数据集能较好反映 ２０ 世纪以来

主流的影视作品方向，覆盖领域广，数据泛化性强。
同时，影视作品涉及的年份跨度广，时间轴长，研究

价值较为突出，电影发行年份统计如图 ８ 所示。
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图 ８　 影视作品发行年份统计

Ｆｉｇ． ８　 Ｓｔａｔｉｓｔｉｃｓ ｏｆ ｔｈｅ ｙｅａｒ ｏｆ ｐｕｂｌｉｃａｔｉｏｎ

　 　 原始影视作品数据集共 ４５ ４６６ 条数据，预处理

包括缺失值 ／异常值处理，去除干扰项等。 过滤评分

的异常值，得到１９ １６２条影视作品样本数据，评分值

分布情况前后对比如图 ９ 所示。
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图 ９　 影视作品评分分布

Ｆｉｇ． ９　 Ｓｃｏｒｅ ｄｉｓｔｒｉｂｕｔｉｏｎ

　 　 筛选后数据集中的文本型数据转换成机器能够

识别的向量模式，对于不同类型的文本型数据，分别

采用词袋模型、ＴＦ－ＩＤＦ、特征拆分的方法进行向量

化，归并数值型数据构成影视混合特征表示向量。
５．３　 评估方法

本研究采用在回归任务中常用的 ３ 个模型评价

指标： ＭＳＥ、ＭＡＥ、ＳｍｏｏｔｈＬ１ Ｌｏｓｓ。 影视作品数据集

进行训练集和测试集划分后，深度神经网络模型利

用训练集进行模型训练，迭代更新权重参数，并统计

评价指标值，在每轮模型迭代中，统计测试数据集的

平均值。 各指标的研究剖析具体如下。
（１）均方误差（Ｍｅａｎ Ｓｑｕａｒｅ Ｅｒｒｏｒ， ＭＳＥ）。 反

映估计量与被估计量之间差异程度的一种度量：

ＭＳＥ（ｙｉ，ｙ^ｉ） ＝ １
Ｎ∑

Ｎ

ｉ ＝ １
（ ｙ^ｉ － ｙｉ） ２ （１１）

　 　 其中， ｙｉ 表示真实值； ｙ^ｉ 表示预测值；Ｎ 表示样

本数量，下同。

（２ ） 平 均 绝 对 误 差 （ Ｍｅａｎ Ａｂｓｏｌｕｔｅ Ｅｒｒｏｒ，
ＭＡＥ）。 预测值和真实值之间绝对误差的平均数：

ＭＡＥ（ｙｉ，ｙ^ｉ） ＝ １
Ｎ∑

Ｎ

ｉ ＝ １
ｙ^ｉ － ｙｉ （１２）

　 　 （３） ＳｍｏｏｔｈＬ１ Ｌｏｓｓ。 当误差在（－１，１）上是平

方误差，其他情况是 Ｌ１ 损失，分段使用均方误差和

平均绝对误差，用于回归模型：
ＳｍｏｏｔｈＬ１ Ｌｏｓｓ（ｙｉ，ｙ

⌒
ｉ） ＝

　 　 　

１
２

（ ｙ⌒ｉ － ｙｉ） ２， 　 ｉｆ ｙ⌒ｉ － ｙｉ ＜ １

ｙ⌒ｉ － ｙｉ － １
２
，　 ｏｔｈｅｒｗｉｓｅ

ì

î

í

ï
ï

ï
ï

（１３）

５．４　 实验结果

当指标值逐渐收敛并达到平稳时， 对 ＭＳＥ、
ＭＡＥ、ＳｍｏｏｔｈＬ１Ｌｏｓｓ 评价指标进行统计，保存深度神

经网络的模型结构和参数并输出测试集中的影视作

品评分预测值。 部分影视作品评分真实值和预测值

可视化如图 １０ 所示。
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图 １０　 影视作品数据预测值和真实值

Ｆｉｇ． １０　 Ｐｒｅｄｉｃｔｅｄ ｖａｌｕｅ ａｎｄ ｔｒｕｅ ｖａｌｕｅ ｏｆ ｐｕｂｌｉｃａｔｉｏｎ

　 　 测试集中的影视作品评分真实值和预测值在总

的趋势上吻合，走势大致相同，基于深度神经网络的

影视作品评分预测模型有很好的预测效果，在影视

作品价值评估的应用领域具有一定的研究意义。
５．５　 模型评价指标效果

基于深度神经网络的影视作品评分模型利用训

练集进行训练， ＭＡＥ 在前 ９０ 轮迭代训练中出现一

定程度的波动，９０ 轮迭代后开始收敛，经过 １００ 轮

迭代后数值保持平稳， 训练集 ＭＡＥ 为 ０．８３。
在对影视作品评分预测模型的迭代更新中，统

计每轮测试集评分预测值和真实值的 ＭＳＥ，ＭＡＥ，
ＳｍｏｏｔｈＬ１ Ｌｏｓｓ，３ 个评价指标值于同一次实验中进

行统计，趋势相同，随训练轮数 ｅｐｏｃｈ变化如图 １１ 所

示。
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图 １１　 ＳｍｏｏｔｈＬ１ Ｌｏｓｓ、ＭＡＥ、ＭＳＥ 趋势图

Ｆｉｇ． １１　 Ｔｒｅｎｄ ｃｈａｒｔ ｏｆ ＳｍｏｏｔｈＬ１ Ｌｏｓｓ， ＭＡＥ， ＭＳＥ

　 　 在影视作品数据集上共进行 １５０ 轮的训练， 对

ＭＡＥ、ＭＳＥ、ＳｍｏｏｔｈＬ１ Ｌｏｓｓ 的观察分析， 模型在 ９０
轮迭代后开始收敛，１００ 轮迭代后 ３ 个指标值波动

情况逐渐减少， 趋向平稳。 ＭＡＥ、ＭＳＥ、ＳｍｏｏｔｈＬ１
Ｌｏｓｓ 数值收敛后统计结果见表 １。
　 　 模型评价指标值反映影视作品不同属性经过特

征提取、词袋模型、ＴＦ－ＩＤＦ 三种文本矢量化方法构

建影视混合特征表示向量，输入到网络训练得出的

评分预测值与真实值差距较小，预测效果良好，能充

分评估未上映影视作品潜在的市场价值，可为决策

人员提供必要的参考，将作品的最终价值最大化。
表 １　 评价指标

Ｔａｂｌｅ １　 Ｅｖａｌｕａｔｉｏｎ ｉｎｄｅｘ

指标 指标值

ＭＳＥ １．０７５ １
ＳｍｏｏｔｈＬ１ Ｌｏｓｓ ０．４５３ ２

ＭＡＥ ０．８２７ １

５．６　 案例研究

在数据集中随机选取 ３ 条影视作品数据来对基

于混合特征表示向量的深度神经网络影视评分预测

模型进行实例演示，评分预测结果见表 ２。 通过对

模型的迭代训练得到最优模型后，将“影视片名”、
“发行状态”、“发行日期”、“原始语言”、“影视类

型”、“出版公司”、“出版国家”、“发行语言”、“影片

标语”、“影片概述”输入到最优模型当中，预测模型

将会输出影视作品的评分预测结果。
　 　 用户输入影视作品 “ Ｔｏｙ Ｓｔｏｒｙ”， “ Ｊｕｍａｎｊｉ”，
“Ｇｒｕｍｐｉｅｒ Ｏｌｄ Ｍｅｎ”的多项属性，模型将会分别输

出 ７．９１２，６．８５３，６．４８９ 为最终的预测评分值。

表 ２　 案例研究

Ｔａｂｌｅ ２　 Ｃａｓｅ ｓｔｕｄｙ

作品属性
影视片名

Ｔｏｙ Ｓｔｏｒｙ Ｊｕｍａｎｊｉ Ｇｒｕｍｐｉｅｒ Ｏｌｄ Ｍｅｎ

发行状态 Ｒｅｌｅａｓｅｄ Ｒｅｌｅａｓｅｄ Ｒｅｌｅａｓｅｄ

发行日期 １９９５ ／ １０ ／ ３０ １９９５ ／ １２ ／ １５ １９９５ ／ １２ ／ ２２

原始语言 ＥＮ ＥＮ ＥＮ

影视类型 Ａｎｉｍａｔｉｏｎ， Ｃｏｍｅｄｙ， Ｆａｍｉｌｙ Ａｄｖｅｎｔｕｒｅ，Ｆａｎｔａｓｙ，Ｆａｍｉｌｙ Ｒｏｍａｎｃｅ，Ｃｏｍｅｄｙ

出版公司 Ｐｉｘａｒ Ａｎｉｍａｔｉｏｎ Ｓｔｕｄｉｏｓ ＴｒｉＳｔａｒ Ｐｉｃｔｕｒｅｓ， Ｔｅｉｔｌｅｒ Ｆｉｌｍ， Ｉｎｔｅｒｓｃｏｐｅ
Ｃｏｍｍｕｎｉｃａｔｉｏｎｓ

Ｗａｒｎｅｒ Ｂｒｏｓ， Ｌａｎｃａｓｔｅｒ

出版国家 Ｕｎｉｔｅｄ Ｓｔａｔｅｓ ｏｆ Ａｍｅｒｉｃａ Ｕｎｉｔｅｄ Ｓｔａｔｅｓ ｏｆ Ａｍｅｒｉｃａ Ｕｎｉｔｅｄ Ｓｔａｔｅｓ ｏｆ Ａｍｅｒｉｃａ

发行语言 Ｅｎｇｌｉｓｈ Ｅｎｇｌｉｓｈ Ｅｎｇｌｉｓｈ

影片标语 Ｌｅｄ ｂｙ Ｗｏｏｄｙ， Ａｎｄｙ＇ｓ ｔｏｙｓ ｌｉｖｅ ｈａｐｐｉｌｙ
ｉｎ ｈｉｓ ｒｏｏｍ ｕｎｔｉｌ．．．

Ｗｈｅｎ ｓｉｂｌｉｎｇｓ Ｊｕｄｙ ａｎｄ Ｐｅｔｅｒ ｄｉｓｃｏｖｅｒ ａｎ
ｅｎｃｈａｎｔｅｄ．．．

Ａ ｆａｍｉｌｙ ｗｅｄｄｉｎｇ ｒｅｉｇｎｉｔｅｓ ｔｈｅ ａｎｃｉｅｎｔ．．．

影片概述 Ｎｏｗ， ｅｍｐｔｙ ｔｈａｔ ｓａｆｅ！ Ｒｏｌｌ ｔｈｅ ｄｉｃｅ ａｎｄ ｕｎｌｅａｓｈ ｔｈｅ ｅｘｃｉｔｅｍｅｎｔ！ Ｓｔｉｌｌ Ｙｅｌｌｉｎｇ． Ｓｔｉｌｌ Ｆｉｇｈｔｉｎｇ． Ｓｔｉｌｌ Ｒｅａｄｙ ｆｏｒ
Ｌｏｖｅ．

预测评分 ７．９１２ ６．８５３ ６．４８９

６　 结束语

影视作品是文化领域的重要组成部分，利用其

自身的属性信息通过特征拆分、词袋模型、ＴＦ－ＩＤＦ
矢量化方法构建影视混合特征表示向量，基于深度

神经网络建立影视作品评分预测模型，能达到很好

的预测效果。 实验表明，模型评价指标收敛情况很

好，在 １００ 次迭代训练后收敛，测试集的 ３ 个指标值

为： ＭＳＥ，１．０７５ １、ＳｍｏｏｔｈＬ１ Ｌｏｓｓ，０．４５３ ２、ＭＡＥ，
０．８２７ １。 通过挖掘影视作品属性信息建立影视作

６８ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １４ 卷　



品评分模型可以有效预测作品上映后的评分，满足

影视行业对作品收益情况初步评估要求。
在对属性信息提取过程中，还存在表示向量维

度过高或样本矩阵局部稀疏、字段不完整、语义偏差

等问题。 另外，影视作品导演、影视作品演员阵容、
主要制作团队、影视作品关键词等信息未加入到考

虑当中。 因此，在未来对影视作品评分预测模型的

优化探索中，可进一步考虑更多属性信息，并可通过

降维等方法提取表示向量的主要特征，以达到更好

的预测效果。
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