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基于深度强化学习的群体对抗策略研究

刘　 强， 姜　 峰
（哈尔滨工业大学 计算机科学与技术学院， 哈尔滨 １５００００）

摘　 要： 多智能体强化学习方法之前一直在博弈论和控制论的基础上进行研究，但是实验结果表明，这一类多智能体强化学

习方法无法处理现实生活中的复杂问题。 直到最近几年深度强化学习技术的成熟，给群体智能的研究带来了新的解决方案。
通过深度神经网络来拟合策略函数，使得智能体有更强的处理复杂问题的能力。 本文主要研究多智能体强化学习方法在对

抗与协作环境下的应用，以及算法稳定性的提升和智能体规模的扩大，使得智能体能够像人类一样在复杂环境下互相协作地

与其他智能体进行对抗。
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０　 引　 言

早在 ２０００ 年，美国国防预先研究计划局 （
ＤＡＲＰＡ） 就曾借鉴蚂蚁信息素交互行为，开展过无

人机集群的空战仿真研究。 ２０１５ 年 ９ 月美国国防

高级 研 究 计 划 局 （ ＤＡＲＰＡ） 发 布 了 “ 小 精 灵 ”
（Ｇｒｅｍｌｉｎｓ）项目公告，项目设想通过发射大量微小

无人机对敌防御系统进行饱和攻击，如通过 Ｃ－１３０
运输机在防区外发射携带侦察与电子战装备的无人

机蜂群执行离岸电子攻击与侦察等任务，在执行完

任务后，对幸存的无人机进行回收。 ２０１７ 年 １ 月，
美国海军 ３ 架 Ｆ ／ Ａ －１８Ｆ “超级大黄蜂”战斗机以

０．６马赫的速度投放了 １０３ 架 Ｐｅｒｄｉｘ 无人机，创下美

军军用无人机蜂群最大规模飞行纪录。 试验中，
“山鹑”蜂群未预先编写飞行程序，而是在地面站指

挥下自主实现协同，展现了集体决策、自修正和自适

应编队飞行能力。 鉴于为对抗无人机集群的攻击，
目前最可能有效的方法是利用无人机集群对入侵的

无人机集群进行拦截，而进行群对抗的关键就是多

智能体强化学习方法。 本文提出结合已有的深度学

习和强化学习方法，以 ｇｙｍ 为研究平台，在虚拟对

战平台中实现无人机群的群对抗策略。
１　 多智能体深度强化学习理论

１．１　 单智能体强化学习

强化学习（Ｒｅｉｎｆｏｒｃｅｍｅｎｔ Ｌｅａｒｎｉｎｇ）是关于决策

优化的科学， 是一种环境状态映射到动作的学习，
目标是使 Ａｇｅｎｔ 在与环境的交互过程中获得最大的

累积奖励。 马尔科夫决策过程 （ Ｍａｒｋｏｖ Ｄｅｃｉｓｉｏｎ
Ｐｒｏｃｅｓｓ，ＭＤＰ）可以用来对 ＲＬ 问题建模。 通常将

ＭＤＰ 定义为一个四元组 Ｓ，Ａ，ρ，ｆ( ) ［１］，其中：
（１） Ｓ 为所有环境状态的集合， ｓｔ ∈ Ｓ 表示

Ａｇｅｎｔ 在 ｔ 时刻所处的状态。
（２） Ａ为 Ａｇｅｎｔ 可执行动作的集合， ａｔ ∈Ａ表示

Ａｇｅｎｔ 在 ｔ 时刻所采取的动作。
（３） ρ：Ｓ × Ａ→ Ｒ 为奖赏函数， ｒｔ ～ ρ ｓｔ，ａｔ( ) 表



示 Ａｇｅｎｔ 在状态 ｓｔ 下执行动作 ａｔ 获得的立即奖赏

值。
（４） ｆ：Ｓ × Ａ × Ｓ→ ０，１[ ] 为状态转移概率分布

函数， ｓｔ ＋１ ～ ｆ ｓｔ，ａｔ( ) 表示 Ａｇｅｎｔ 在状态 ｓｔ 执行动作

ａｔ 转移到下一个状态 ｓｔ ＋１ 的概率。
Ａｇｅｎｔ 的目标是最大化累积奖励，式（１）：

Ｇ ｔ ＝ Ｒ ｔ ＋ Ｒ ｔ ＋１ ＋ Ｒ ｔ ＋２ ＋ … ＋ ＲＴ ． （１）
　 　 其中， Ｇ ｔ 代表目标，Ｔ 代表结束的时间节点。

为了使目标最大，需要一个策略 π 计算每个状

态 ｓ 映射到 ａ 的概率，Ａｇｅｎｔ 要学习的就是何如找到

一个最优的策略 π 使得 Ｇ ｔ 最大。 在实际问题中，考
虑累积奖励时会在每一项上加上衰减因子 γ， 用来

调节不同时间的奖励对目标的影响。 具体来讲就是

距离当前状态越近，获得的回报对现在的影响越大。
所以，式（１）可以修改为式（２）：

Ｇ ｔ ＝ ∑ Ｔ

ｔ＇ ＝ ｔ
γｔ＇－ｔ Ｒ ｔ＇ ． （２）

　 　 其中， γ ∈ ［０，１］ 。 根据 Ｇ ｔ 的定义，在状态 ｓ
下， 它的期望回报（价值函数 Ｖａｌｕｅ Ｆｕｎｃｔｉｏｎ）定义

如下：
Ｖ ｓ( ) ＝ Ｅ Ｇ ｔ Ｓｔ ＝ ｓ[ ] ． （３）

　 　 将（３）式展开：
Ｖ ｓ( ) ＝ Ｅ Ｇ ｔ Ｓｔ ＝ ｓ[ ] ＝
　 Ｅ Ｒ ｔ ＋ γ Ｒ ｔ ＋１ ＋ γ２ Ｒ ｔ ＋２ ＋ … ＋ γＴ－ｔＲＴ Ｓｔ ＝ ｓ[ ] ＝
　 Ｅ Ｒｔ ＋ γ Ｒｔ＋１ ＋ γＲｔ＋２ ＋ … ＋ γＴ－ｔ－１ＲＴ( ) Ｓｔ ＝ ｓ[ ] ＝
　 Ｅ Ｒ ｔ ＋ γ Ｇ ｔ ＋１ Ｓｔ ＝ ｓ[ ] ＝
　 Ｅ Ｒ ｔ ＋ γＶ Ｓｔ ＋１( ) Ｓｔ ＝ ｓ[ ] ．

因此， 可以得到 Ｖ（ ｓ） 的迭代公式（４）：
　 　 　 Ｖ ｓ( ) ＝ Ｅ Ｒ ｔ ＋ γＶ Ｓｔ ＋１( ) Ｓｔ ＝ ｓ[ ] ． （４）
这就是贝尔曼方程的基本形态［２］。 知道了每

个状态的价值是不能帮助 Ａｇｅｎｔ 直接做出决策的。
如果 Ａｇｅｎｔ 知道了当前状态下每个动作的价值，那
么直接选择一个价值最大的动作就可以了。 于是有

了强化学习中另一个重要的函数，叫做动作－价值

函数 Ｑπ（ ｓ，ａ）。 动作价值函数指的是在当前状态 ｓ
下执行动作 ａ，并一直遵循策略 π 到结束为止，这一

过程中 Ａｇｅｎｔ 所获得的累积回报表示为式（５）：
Ｑπ ｓ，ａ( ) ＝ Ｅ ｒｔ ＋ γ ｒｔ＋１ ＋ γ２ ｒｔ＋２ ＋ … ＋ γＴ－ｔｒＴ ｓ，ａ[ ] ＝
　 Ｅｓ＇ ｒｔ ＋ γ Ｑπ ｓ＇，ａ＇( ) ｓ，ａ[ ] ． （５）

因为要找的是最优策略，所以最优策略定义为

式（６）：
Ｑ∗ ｓ，ａ( ) ＝ ｍａｘ

π
Ｑπ（ ｓ，ａ） ． （６）

　 　 结合（４）式，可以得到动作价值函数的迭代公

式（７）：

　 Ｑ∗ ｓ，ａ( ) ＝ Ｅｓ＇ ｒｔ ＋ γ ｍａｘ
ａ＇

Ｑ∗（ ｓ＇，ａ＇） ｓ，ａ[ ] ． （７）

状态值函数（Ｖａｌｕｅ Ｆｕｎｃｔｉｏｎ）和动作价值函数

（Ｑ Ｆｕｎｃｔｉｏｎ）是强化学习中最重要的两个函数，状
态值函数负责评估当前状态的平均价值，动作价值

函数负责得出做出某一个具体动作的价值是多少。
１．２　 深度强化学习

强化学习的概念早在上世纪就已经被提出了，
由于计算能力等问题一直没有取得突破性的进展。
直到深度神经网络的出现，Ｍｎｉｈ 等人将深度神经网

络和传统的 Ｑ 学习算法相结合，提出了 Ｄｅｅｐ Ｑ－
Ｎｅｔｗｏｒｋ（ＤＱＮ）算法［３］。 这是深度强化学习领域开

创性的进展，网络模型如图 １ 所示。

输
入 深度卷积神经网络

全连接层 输出Q值

图 １　 深度 Ｑ－Ｎｅｔｗｏｒｋ 模型

Ｆｉｇ． １　 Ｄｅｅｐ Ｑ－Ｎｅｔｗｏｒｋ ｍｏｄｅｌ

　 　 ＤＱＮ 算法是一种基于价值 Ｖａｌｕｅ 的算法，是一

种间接的方法。因为在决策的时候还要根据１ － ε策

略选择动作。 １ － ε策略是以１ － ε为概率，选择状态

价值最大的动作，以 ε 为概率随机选择动作。 既然

可以利用深度神经网络去近似表达动作价值函数或

值函数，那么也可以利用深度神经网络直接近似表

达策略 π［４］。 Ｐｏｌｉｃｙ Ｎｅｔｗｏｒｋ 也就是策略网络，输入

是当前的状态，输出直接就是动作。 一般情况下，策
略网络的输出一般是动作的概率，如图 ２ 所示。

π(s)NNS

图 ２　 策略网络图

Ｆｉｇ． ２　 Ｐｏｌｉｃｙ ｎｅｔｗｏｒｋ

　 　 Ｑ－Ｌｅａｒｎｉｎｇ 是一种基于价值的方法，即通过计

算每个状态动作的价值，选择价值最大的动作执行，
这是一种间接的做法，更直接的做法是直接更新策

略网络（指网络直接根据状态输出动作或者动作的

概率）。 对于策略网络的训练思路和价值网络稍有

不同，因为它要表达的是在状态 ｓ 下每个可选动作

的可能性大小，所以损失函数不容易构造。 一个最

简单的想法就是根据执行完动作后的奖励大小来调

整动作出现的概率，即获得的奖励越大，动作出现的

概率越大。 可以构造一个评价网络来评判当前决策
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的好坏，来指导策略网络的训练，这就是 Ａｃｔｏｒ －
Ｃｒｉｔｉｃ［５］模型的基本思想，结构如图 ３ 所示。

Value
Function

Policy

Reward

Action

Environment

State
Critic

Actor

TD
error

图 ３　 Ａｃｔｏｒ－Ｃｒｉｔｉｃ 模型结构图

Ｆｉｇ． ３　 Ａｃｔｏｒ－Ｃｒｉｔｉｃ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ

１．３　 多智能体强化学习

多智能体强化学习也要服从马尔可夫决策过

程［６］，马尔可夫决策过程的多智能体扩展（ＭＤＰｓ），
称为部分可观察马尔可夫博弈。 Ｎ 个智能体的马尔

可夫博弈定义为描述所有智能体的可能配置的一组

状态 Ｓ， 动作 Ａ１，．．．， ＡＮ 和每个智能体的观测值

Ｏ１，．．．，ＯＮ， 具体如图 ４ 所示。
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图 ４　 多智能体与环境交互图

Ｆｉｇ． ４　 Ｍｕｌｔｉ－ａｇｅｎｔ ａｎｄ ｅｎｖｉｒｏｎｍｅｎｔ ｉｎｔｅｒａｃｔｉｏｎ ｄｉａｇｒａｍ

　 　 动作 ａ１，．．．，ａＮ 成为多智能体的联合动作，如果

每个智能体的观测值 Ｏ１，．．．，ＯＮ 都是可观察的，叫做

完全可观察。 但是在现实生活中，每个智能体是不

可能知道其他智能体的全部信息的，对于单个智能

体来说环境对它来讲就是非稳定的，不符合最基本

的马尔可夫假设，这也是多智能体强化学习中的一

个难点。 当选择动作时，每个智能体使用随机策略

πθｉ：Ｏｉ × Ａｉ➝ ０，１[ ] ，根据状态转移函数产生下一个

状态 Ｔ：Ｓ × Ａ１ × … × ＡＮ➝ Ｓ２。 每个智能体都是根

据在当前状态下执行的动作获得相应的奖励 ｒｉ：
Ｓ × Ａｉ➝Ｒ， 并收到与各自状态相关的观测值：
ｏｉ：Ｓａ ｜➝Ｏｉ。 每个智能体旨在最大化自己的总预期

回报 Ｒ ｉ ＝∑ Ｔ

ｔ ＝ ０
γｔ ｒｔｉ， 其中 γ 是折扣因子， Ｔ 是时间

范围。 与单智能体强化学习不同，多智能体中对每

个智能体动作的奖励和状态转移函数不仅取决于智

能体自身的动作和观测值，也取决于其他智能体的

动作和观测值。 多智能体的目的是最大化累积奖

励，如式（８）所示：

Ｊｉ πｉ( ) ＝

　 Ｅａ１ ～ π１，…，ａＮ ～ πＮ，ｏ ～ Ｔ ∑¥

ｔ ＝ ０
γｔ ｒｉｔ（ｏｔ，ａ１ｔ，… ａｎｔ）[ ] ．

（８）
２　 ＭＡＤＤＰＧ 方法

ＭＡＤＤＰＧ（Ｍｕｌｔｉ Ａｇｅｎｔ Ｄｅｅｐ Ｄｅｔｅｒｍｉｎｉｓｔｉｃ Ｐｏｌｉｃｙ
Ｇｒａｄｉｅｎｔ）算法采用的是去中心化策略，用一个中心

化的 Ｃｒｉｔｉｃ 和去中心化的 Ｐｏｌｉｃｉｅｓ［７］。 它的意思是每

个智能体执行的动作仅依据于它们自己的动作观察

历史上。 但是这又可能损失一些交互信息，单个智

能体无法找到对于全局来说最优的动作。 ＭＡＤＤＰＧ
算法是基于 ＤＤＰＧ 算法，所以依然是 Ａｃｔｏｒ－Ｃｒｉｔｉｃ 架

构。 在训练时，每个智能体的 Ａｃｔｏｒ 网络部分仍然

是以自己的局部观察作为输入，不同于 ＤＤＰＧ 算法

的是，Ｃｒｉｔｉｃ 网络部分是以全局观察作为输入。 假定

目前的智能体数目是两个，对应的结构图如图 ５ 所

示。

Critic1Critic2

Actor1Actor2

Environment

S1S2

v2 a2 a1

Sall

(Sall,a1,a2)

v1

图 ５　 ＭＡＤＤＰＧ 算结构简图

Ｆｉｇ． ５　 ＭＡＤＤＰＧ ａｌｇｏｒｉｔｈｍ ｓｔｒｕｃｔｕｒｅ

　 　 具体地说，考虑策略由 θ ＝ ｛θ１，．．．，θＮ｝ 参数化

的具有 Ｎ 个智能体的博弈，令所有智能体策略的集

合为 π ＝ ｛π１，．．．，πＮ｝，那么可以表示出智能体 ｉ 的
期望收益的梯度 Ｊ（θｉ） ＝ Ｅ［Ｒ ｉ］ 如式（９）所示：
ÑθｊＪ θｉ( ) ＝
　 Ｅｓ ～ ｐμ，ａｉ ～ πｉ

Ñθｉ ｌｏｇπｉ
ａｉ ｜ ｏｉ( ) Ｑπ

ｉ ｘ，ａ１，…，ａＮ( )[ ] ．

（９）
这里 Ｑπ

ｉ （ｘ，ａ１，…，ａＮ） 是一个集中的动作值函

数，函数的输入是所有的智能体的动作 ａ１，…，ａＮ ，
以及它们的状态信息 ｘ ，输出则是智能体 ｉ 的 Ｑ 值。
如果环境比较简单的话， ｘ 可以是所有智能体的观

测值也就是 ｘ ＝ （ｏ１，…，ｏＮ）； 如果环境比较复杂，为
了便于训练，可能还会加入通讯信息等。 由于每个

Ｑπ
ｉ 是分开学习的，可以随意的给智能体设置对应的

奖赏方式，比如达到某一目的而受到奖励，或者是碰

到某一障碍而受到惩罚。 将以上的思路应用于确定

性策略中。 考虑 Ｎ 个策略 μθｉ ，其对应参数是 θｉ （缩
写为 μｉ ），则梯度可以写成式（１０）的形式：
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ÑθｉＪ μｉ( ) ＝
　
Ｅｘ，ａ ～Ｄ Ñθｉ μｉ ａｉ ｜ ｏｉ( ) Ñａｉ Ｑ

ｕ
ｉ ｘ，ａ１，…，ａＮ( ) ｜ ａｉ ＝ μｉ ｏｉ( )[ ] ．

（１０）
ＭＡＤＤＰＧ 算法为了提高样本的利用率，采用

ｏｆｆ－ｐｏｌｉｃｙ的方式训练，将元组 （ｘ，ｘ＇， ａ１，．．．， ａＮ，
ｒ１，．．．，ｒＮ） 放入 ｒｅｐｌａｙ ｂｕｆｆｅｒ Ｄ 中，记录下所有智能

体的经验。 集中的动作值函数 Ｑμ
ｉ 更新方式如式

（１１）、（１２）所示：
Ｌ（θｉ） ＝ Ｅｘ，ａ，ｒ，ｘ＇［（Ｑμ

ｉ（ｘ，ａ１，…，ａＮ） － ｙ ）２］，（１１）
ｙ ＝ ｒｉ ＋ γ Ｑμ＇

ｉ （ｘ＇，ａ＇
１，．．．，ａ＇

Ｎ） ｜ ａ＇ｊ ＝ μ＇ｊ（ｏ ｊ） ． （１２）
　 　 其中， μ＇ ＝ ｛μθ＇１，．．．，μθ＇Ｎ｝ 是具有延迟参数 θ＇

ｉ 的

目标策略集合。
３　 带注意力机制的群体对抗策略

３．１　 ＴＲＰＧ（Ｔｒｕｓｔ Ｒｅｇｉｏｎ Ｐｏｌｉｃｙ Ｇｒａｄｉｅｎｔ）算法思想

ＤＤＰＧ 方 法 的 Ａｃｔｏｒ 网 络 也 是 基 于 Ｐｏｌｉｃｙ
Ｇｒａｄｉｅｎｔ 方法的，Ｐｏｌｉｃｙ Ｇｒａｄｉｅｎｔ 的缺点是更新的幅

度和训练的步长难以确定。 如果训练步长太大，那
么训练出来的策略会很躁动，难以收敛；而与之相

反，若训练步长过小，那么训练的速度将会大打折

扣，难以付出那么多的时间与代价去等待它完成训

练，效率会很低。 Ｐｏｌｉｃｙ Ｇｒａｄｉｅｎｔ 的另一个缺点是参

数更新比较慢，每更新一次参数都需要进行重新采

样，这其实就是 ｏｎ－ｐｏｌｉｃｙ 策略，即想要训练的智能

体和与环境交互的智能体是同一个智能体；与之对

应的就是 ｏｆｆ－ｐｏｌｉｃｙ 策略，即想要训练的智能体和与

环境交互的智能体不是同一个智能体［８］。 也就说

拿别人的经验来训练自己。 为了提升训练速度，让
采样的数据可以重复使用，将 ｏｎ－ｐｏｌｉｃｙ 方式转换为

ｏｆｆ－ｐｏｌｉｃｙ，具体方法就是 ｒｅｐｌａｙ ｂｕｆｆｅｒ（经验回放）。
ＤＤＰＧ 方法采用的就是 ｏｆｆ－ｐｏｌｉｃｙ 策略，但是这种方

法涉及到了置信域问题［８］，也就是说与环境交互的

智能体的策略 πｏｌｄ 和要训练的智能体的策略 πｎｅｗ 的

分布不能够差太大，否则要进行多次的采样，才能得

到近似的结果。 这里的 πｏｌｄ 和 πｎｅｗ 的分布不能差太

大的意思是输入同样的 ｓｔａｔｅ，网络得到的动作的概

率分布不能差太远，那么只要限制参数更新的幅度。
Ａｃｔｏｒ 的新的参数更新方式如式（１３）：
Ｌ θ( ) ＝

　 Ｅｔ [Ｍｉｎ
πθ

πθｏｌｄ

Ａｔ，ｃｌｉｐ（
πθ

πθｏｌｄ

θ( ) ，１ － ε，１ ＋ ε） Ａｔ
æ

è
ç

ö

ø
÷ ] ．

（１３）
其中， Ａｔ 叫优势函数（ａｄｖａｎｔａｇｅ ｆｕｎｃｔｉｏｎ），在规

定时间只向后算一个时间步长的情况的 ＴＤ 误差就

是优势函数。 在传统的 Ａｃｔｏｒ－Ｃｒｉｔｉｃ 框架中，只有一

个 Ｃｒｉｔｉｃ 网络用来计算优势函数，基于 ＤＤＰＧ 方法

的双 Ｃｒｉｔｉｃ 的优势，可以将 Ａｔ 改写如式（１４）：
Ａｔ ＝ ｒｔ ＋ γ∗ Ｖｔａｒｇｅｔ ｓ＇( ) － Ｖｏｎｌｉｎｅ（ ｓ） ． （１４）

３．２　 带注意力机制的多智能体 ＴＲＰＧ 算法

本文针对 ＤＤＰＧ 算法的不足之处提出了 ＴＲＰＧ
算法，ＭＡＴＲＰＧ 算法的核心思想是将 ＤＤＰＧ 算法的

改进算法 ＴＲＰＧ 算法应用到多智能体的环境当中。
将式（１３）中的策略梯度应用到多智能体强化学习

中，得到 ＭＡＴＲＰＧ 算法中每个智能体 Ａｃｔｏｒ 网络的

策略梯度如式（１５）所示：

ÑθｉＪ πｉ( ) ＝ Ｅｘ，ａ ～ Ｄ [ÑθｉＭｉｎ（
πθｉ

πθ＇ｉ

， ｃｌｉｐ（
πθｉ

πθ＇ｉ

，１ － ε，１ ＋

　 　 ε）） Ñａｉ Ａ
π
ｉ ｘ，ａ１，…，ａＮ( ) ｜ ａｉ ＝ πｉ ｏｉ( ) ] ． （１５）

ＭＡＤＤＰＧ 算法虽然解决了整体状态评估的问

题，但是没有解决在智能体的规模逐渐增加时纬度

爆炸问题。 即使采用了去中心化的思想，每个智能

体的 Ａｃｔｏｒ 网络只需要以自己的局部信息作为输

入，但是中心的 Ｃｒｉｔｉｃ 网络还是要以所有智能体的

状态信息作为输入，当智能体的规模不断增加的时

候，会因为状态空间过大产生难以收敛的问题。 本

文为解决智能体集群规模较大时群体强化学习算法

难以收敛的问题，引入 Ａｔｔｅｎｔｉｏｎ 机制。 说针对某一

个智能体，它不必对于每一个伙伴都予以相同的关

注程度，只需要关注自己周围的某些智能体。 例如，
在一个足球场上，己方的门将根本无需关注敌方门

将和后卫所作的动作。 通过引入多头注意力机制，
使得智能体学会不必关注每一个智能体的状态和动

作，这样在智能体的规模变大时，可以只关注自身周

围的局部信息，减少 Ｃｒｉｔｉｃ 网络的计算复杂度。 注

意力机制构图如图 ６ 所示。
　 　 从图 ６ 可以看出，在计算每个智能体的 Ｑ －
ｆｕｎｃｔｉｏｎ 时，并不是简单的将智能体自身的观察和其

他智能体的观察在一起作为 Ｑ－ｆｕｎｃｔｉｏｎ 的输入，其
计算方式如式（１６）所示：

Ｑｉ ｏ，ａ( ) ＝ ｆｉ（ｇｉ ｏｉ，ａｉ( ) ，ｘｉ） ． （１６）

　 　 式中， ｆｉ 是一个两层的多层感知机（ＭＬＰ）网络，
ｇｉ 是一个单层的 ＭＬＰ 网络， ｘｉ 代表其他智能体的贡

献，是其他智能体的价值的加权求和。 计算方式如

式（１７）所示：

ｘｉ ＝ ∑ ｊ≠ｉ
α ｊ ｖｊ ＝ ∑ ｊ≠ｉ

α ｊｈ（Ｖ ｇ ｊ（ｏ ｊ，ａ ｊ）） ． （１７）
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图 ６　 Ｍｕｌｔｉ－Ｈｅａｄ Ａｔｔｅｎｔｉｏｎ 结构图

Ｆｉｇ． ６　 Ｍｕｌｔｉ－Ｈｅａｄ Ａｔｔｅｎｔｉｏｎｓｔｒｕｃｔｕｒｅ

　 　 式 中， ｈ 是 一 个 非 线 性 激 活 函 数 Ｒｅｌｕ，
ｖｊ 是经过将编码器ｇ ｊ和一个共享的权值矩阵Ｖ计算

而来， α ｊ 是注意力权重，代表 ａｇｅｎ ｔｉ 和 ａｇｅｎ ｔ ｊ 的相

似性权重，计算如式（１８）所示：
α ｊ ＝ ｅｘｐ （ｅＴｊ ＷＴ

ｋ Ｗｑ ｅｉ） ． （１８）
　 　 式中， Ｗｑ 将 ｅｉ 转换成“ｑｕｅｒｙ”， Ｗｋ 将 ｅｊ 转换成

“ｋｅｙ”，根据这两个矩阵的维数进行匹配，以防止梯

度消失。 多头注意力机制的每个“头”使用单独的

参数 （Ｗｑ，Ｗｋ，Ｖ）， 这就使得每个智能体对于其他智

能体的关注度不相同。
４　 实　 验

４．１　 单智能体算法对比

由于 ＴＲＤＰＧ 算法是基于单智能体算法的改进，
所以本文在单智能体的环境下验证算法的有效性。
实验 在 ｇｙｍ 平 台 上 进 行， 主 要 的 实 验 环 境 有

ＭｏｕｎｔａｉｎＣａｒＣｏｎｔｉｎｕｏｕｓ－ｖ０、Ｐｅｎｄｕｌｕｍ－ｖ０ 和 ＣａｒｔＰｏｌｅ－
Ｖ０。 场景如图 ７ 所示。

　 （ａ） ＭｏｕｎｔａｉｎＣａｒＣｏｎｔｉｎｕｏｕｓ－ｖ０ 　 　 　 　 （ｂ） Ｐｅｎｄｕｌｕｍ－ｖ０　 　 　 　 　 　 （ｃ） ＣａｒｔＰｏｌｅ－Ｖ０　 　 　 　
图 ７　 实验环境图

Ｆｉｇ． ７　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｅｎｖｉｒｏｎｍｅｎｔ

　 　 本文在以上三种实验环境中对 ＴＲＰＧ 算法和

ＤＤＰＧ 算法的效果进行了对比分析。 横坐标是训练

次数，纵坐标是评价指标，ｍｅａｎ＿ｅｐｉｓｏｄｅ＿ｒｅｗａｒｄｓ 是

指该智能体在当前 ｅｐｉｓｏｄｅ 获得的平均奖励。 ｍｅａｎ＿
ｅｐｉｓｏｄｅ＿ｒｅｗａｒｄｓ 由碰撞次数、能量等加权构成。 实

验结果如图 ８ 所示。

TRPG DDPG TRPG DDPG TRPG DDPG

（ａ） ＭｏｕｎｔａｉｎＣａｒＣｏｎｔｉｎｕｏｕｓ－ｖ０ 　 　 　 　 　 　 　 　 　 （ｂ） Ｐｅｎｄｕｌｕｍ－ｖ０　 　 　 　 　 　 　 　 　 　 （ｃ） ＣａｒｔＰｏｌｅ－Ｖ０　 　 　 　
图 ８　 ＴＲＰＧ 与 ＤＤＰＧ 算法对比图

Ｆｉｇ． ８　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ＴＲＰＧ ａｎｄ ＤＤＰＧ ａｌｇｏｒｉｔｈｍｓ

４．２　 多智能体算法对比

本文在 ｇｙｍ 模拟平台上对比了 ＭＡＴＲＰＧ 算法

和基础的 ＭＡＤＤＰＧ 算法。 为了适合应用场景，设计

了一个新的评价指标：平均碰撞次数，即追捕智能体

在 １００ 个回合中平均能碰撞到被追捕智能体的次

数。 两种算法在 ３Ｖ２ 的 ｓｉｍｐｌｅ＿ｔａｇ 场景（如图 ９ 所

示）下的平均碰撞次数，如图 １０ 所示。 绿色智能体

需要躲避红色智能体的追捕，红色智能体的目标是

协作围捕绿色的智能体，图中黑色部分是障碍物，追
捕者和被追捕者都无法穿过。
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图 ９　 ｓｉｍｐｌｅ＿ｔａｇ 场景图
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图 １０　 平均碰撞次数对比图

Ｆｉｇ． １０　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ａｖｅｒａｇｅ ｃｏｌｌｉｓｉｏｎ ｔｉｍｅｓ

　 　 追 捕 智 能 体 分 别 采 用 ＭＡＤＤＰＧ 算 法 和

ＭＡＴＲＰＧ 算法，被追捕智能体采用单智能体 ＤＤＰＧ
算法，对比了在 ３Ｖ２ 模式下的两种场景，分别是有

ｌａｎｄｍａｒｋ（障碍物）场景和 ｎｏ＿ｌａｎｄｍａｒｋ（无障碍物）
场景，可以看出采用加速方案后的平均碰撞次数有

所提升。 ＭＡＤＤＰＧ 方法和 ＭＡＴＲＰＧ 方法训练过程

中的损失函数如图 １１ 所示。 通过对比发现，在相同

的迭代次数的情况下，改进过后的 ＭＡＰＴＲＰＧ 算法

有更好的探索率，损失函数的下降更快。
　 　 为了验证加入注意力机制后的 ＭＡＡＴＲＰＧ
（Ｍｕｌｔｉ Ａｇｅｎｔ Ａｔｔｅｎｔｉｏｎ ＴＲＰＧ）方法的有效性，本文在

多个实验环境下分别对 ＭＡＤＤＰＧ、 ＭＡＴＲＰＧ 和

ＭＡＡＴＲＰＧ 进行对比。 实验环境分为协作环境

Ｒｏｖｅｒ－Ｔｏｗｅｒ 场景和混合环境（竞争与协作）下的

ｓｉｍｐｌｅ＿ｔａｇ 场景。 Ｒｏｖｅｒ－Ｔｏｗｅｒ 场景如图 １２ 所示，指
挥塔需要指挥与它配对的漫游者到与它颜色相匹配

的目的地。
　 　 本文首先对比了各算法在 ｓｉｍｐｌｅ＿ｔａｇ ３Ｖ２ 和

５Ｖ３ 场景下的平均碰撞次数，如图 １３ 所示。
　 　 图 １３ 对比了在 ３Ｖ２ 模式下的两种场景，分别

是有 ｌａｎｄｍａｒｋ （障碍物） 和 ｎｏ ＿ ｌａｎｄｍａｒｋ （无障碍

物），可以看出采用加速方案后的平均碰撞次数虽

然有提升但是提升效果不大，在加入注意力机制后

有比较明显的提升。 在 ３Ｖ２ 场景上获得比较好的

实验效果后，本文还对比了各算法在 ５Ｖ３ 规模下的

平均碰撞次数， 如图 １４ 所示。 这里没有统计

ＭＡＤＤＰＧ 算法是由于 ＭＡＤＤＰＧ 算法无法处理这种

规模升级的情况。 从图中可以看出加入注意力机制

后，智能体的表现更有优势。
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图 １１　 损失函数比较
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图 １２　 Ｒｏｖｅｒ－Ｔｏｗｅｒ 场景图
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