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基于混合深度神经网络的语音增强方法研究

刘　 鹏

（山西工程技术学院 信息工程与大数据科学系， 山西 阳泉 ０４５０００）

摘　 要： 针对基于混合深度神经网络的语音增强方法展开研究，阐述了该方法提出的背景、模型原理和实施过程。 搭建了基

于混合深度神经网络的深度学习语音增强模型，并与仅基于 ＤＮＮ 的语音增强模型进行了对比实验，验证了基于混合深度神

经网络的语音增强方法，进一步提高了增强语音的质量。
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０　 引　 言

近几十年来，语音增强（ｓｐｅｅｃｈ ｅｎｈａｎｃｅｍｅｎｔ）由
于其在移动电话、语音识别、助听器设计等实时应用

方面的重要性而受到研究者的关注。 语音增强方法

的主要目的是在不失真的情况下提高退化语音

（ｄｅｔｅｒｉｏｒａｔｅｄ ｓｐｅｅｃｈ）信号的语音质量。 为此，各国

学者设计了许多算法。 比如，谱减法是带噪语音减

去短期噪声频谱的估计值，从而产生纯净语音的估

计值频谱［１］。 信号子空间法是将带噪语音信号通

过矩阵分解的方法分解为信号子空间和噪声子空

间，进而获得纯净语音信号的频谱估值［２］。 但是，
在这些传统方法中经常遇到的问题是：由此产生的

增强语音经常受到一种人为因素的影响，即“音乐

噪声” ［３］。 而且，由于传统的语音增强方法往往假

设噪声信号是平稳的并且噪声信号与语音信号不存

在相关关系，这使得传统语音增强算法无法适用于

非平稳噪声的现实情况。
上世纪 ９０年代，考虑到噪声对语音干扰的复杂

过程，部分学者开始采用神经网络等非线性模型来

建立带噪语音与纯净语音信号之间的映射关系。 文

献［４］和文献［５］利用浅层神经网络（ｓｈａｌｌｏｗ ｎｅｕｒａｌ
ｎｅｔｗｏｒｋｓ）作为非线性滤波器来预测时域或频域内

的纯净信号。 然而，浅层神经网络的网络规模小，不
能充分学习带噪语音特征与目标信噪比之间的关

系。 不仅如此，浅层神经网络的随机初始化常常会

出现明显的局部极小值或停滞，对于包含更多隐藏

层的体系结构，问题会更为明显［６］。 ２００６ 年 Ｈｉｎｔｏｎ
等学者在其论文“Ａ ｆａｓｔ ｌｅａｒｎｉｎｇ ａｌｇｏｒｉｔｈｍ ｆｏｒ ｄｅｅｐ
ｂｅｌｉｅｆ ｎｅｔｓ”和 “ Ｒｅｄｕｃｉｎｇ ｔｈｅ ｄｉｍｅｎｓｉｏｎａｌｉｔｙ ｏｆ ｄａｔａ
ｗｉｔｈ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ”中提出了一种贪婪的分层学习

算法，为训练深度架构带来了突破，同时也迎来深度

学习技术的大繁荣［７－８］。 深度学习模型的每一层都

进行预训练，以学习其输入（或前一层的输出）的高

级表示。 对于回归任务，深度学习已被应用于多个

语音合成任务中［９－１０］。 在文献［１１］和［１２］中，堆叠

降噪自编码器（ ｓｔａｃｋｅｄ ｄｅｎｏｉｓｉｎｇ ａｕｔｏｅｎｃｏｄｅｒｓ）作为

一种深度模型来建立带噪语音和纯净语音信号特性

之间的关系。 为了捕捉语音信号的时间特性，部分

学者 还 引 入 了 循 环 神 经 网 络 （ ｒｅｃｕｒｒｅｎｔ ｎｅｕｒａｌ
ｎｅｔｗｏｒｋｓ）， 从 而 消 除 了 多 层 感 知 器 （ ｍｕｌｔｉｌａｙｅｒ
ｐｅｒｃｅｐｔｒｏｎｓ）中对上下文窗口的显式选择，文献［１３］
和［ １４］采用深度循环神经网络 （ ｄｅｅｐ ｒｅｃｕｒｒｅｎｔ
ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ） 为鲁棒语音识别 （ ｒｏｂｕｓｔ ｓｐｅｅｃｈ
ｒｅｃｏｇｎｉｔｉｏｎ）进行特征增强。 但在有限噪声类型下训

练的深度循环神经网络泛化能力较弱。 此外，近年



来基于对带噪语音频谱图（ ｓｐｅｃｔｒｏｇｒａｍｓ）处理的语

音增强算法也不断被提出。 Ｆｕ 等学者使用卷积神

经网络（ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ）直接从带噪语

音的频谱图中估计出了纯净语音的频谱图，该方法

较基于深度神经网络（ｄｅｅｐ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ）的幅度

处理方法相比性能有了很大提高［１５］。
随着学者对深度学习模型研究的不断深入，人

们开始尝试将深度学习模型与原有机器学习模型

（如 ＳＶＭ或 ＧＭＭ）或者不同深度学习模型之间进行

联合，构建出混合的深度学习模型结构，比如：
ＤＮＮ—ＨＭＭ 结构、 ＤＮＮ—ＧＭＭ 结构、 ＣＮＮ—ＲＮＮ
结构、ＣＮＮ—ＨＭＭ 结构以及 ＲＮＮ—ＨＭＭ 结构等。
研究发现，使用这些混合网络相较于单一网络结构

能够获得更好的性能和实验效果［１６］。

１　 基本方法概述

１．１　 语音增强的概念

语音增强是指通过抑制噪声来改善听众对带噪

语音某方面的感知体验。 在实际应用中，语音增强

对带噪语音感知体验的改善主要有质量（ｑｕａｌｉｔｙ）和
可懂度（ ｉｎｔｅｌｌｉｇｉｂｉｌｉｔｙ）两个方面。 针对带噪语音质

量的改善是非常必要的，特别是在其长时间暴露于

诸如工厂生产车间或航空飞机场等高分贝噪音环境

下，语音质量的改善可以减少听众的听觉疲劳。 使

用语音增强算法可以在一定程度上降低或抑制背景

噪声，因此有时也称其为噪声抑制算法 （ ｎｏｉｓｅ
ｓｕｐｐｒｅｓｓｉｏｎ ａｌｇｏｒｉｔｈｍｓ） ［３］。
１．２　 深度学习模型

深度学习指的是广泛的机器学习技术以及基于

多层非线性信息处理的体系结构，这些信息处理本

质上被认为是分层的。 深度学习的模型结构可以分

为单一独立 （ Ｓｔａｎｄａｌｏｎｅ）结构 （通常包括 ＤＮＮｓ、
ＣＮＮｓ 和 ＲＮＮｓ 等） 和混合 （ ｈｙｂｒｉｄ ） 结构 （包括

ＤＮＮ—ＨＭＭ、ＤＮＮ—ＧＭＭ、ＣＮＮ—ＲＮＮ、ＣＮＮ—ＨＭＭ
和 ＲＮＮ—ＨＭＭ等） ［１６］。

卷积神经网络（ＣＮＮｓ）被认为是一个由多个特

征提取阶段所构成的深层体系结构，其中每个阶段

都包含一个卷积层和一个池化层以及非线性激活函

数（ＲｅＬＵ），通过这样的组合方式力求接近复杂的非

线性模型函数。 卷积层共享了权值，而池化层对来

自卷积层的输出进行采样，降低了数据维度。 ＣＮＮｓ
假设特征具有不同层次结构并可以通过卷积内核提

取。 在监督训练过程中，通过学习层次特征来完成

既定的任务。

循环神经网络（ＲＮＮｓ）是一类允许通过网络的

不同层共享参数的深度神经网络。 ＲＮＮｓ 是基于类

似树的结构上循环地使用相同的权值集来开发的，
该树按拓扑顺序遍历。 ＲＮＮｓ 主要用于利用已有的

数据样本预测未来的数据序列。 当涉及到语音或文

本等序列数据的建模时，ＲＮＮｓ是非常流行的。
将卷积神经网络 （ ＣＮＮｓ） 与循环神经网络

（ＲＮＮｓ）相结合，用于对音频信号或单词序列等序列

数据进行建模，这种混合模型称为卷积循环神经网

络（ＣＲＮＮｓ）。 通过用 ＲＮＮｓ 替换最后一层卷积，可
以将 ＣＲＮＮｓ 描述为一个经过修改的 ＣＮＮｓ。 在

ＣＲＮＮｓ中，ＣＮＮｓ 和 ＲＮＮｓ 分别扮演着特征提取器

和时间归纳器的角色。 采用 ＲＮＮｓ 对特征进行聚

类，使得网络能够考虑全局结构，而局部特征由卷积

层提取。 这种结构最初是在文献［１７］中提出用于

文档分类，文献［１８］采用该结构进行了音乐标注。

２　 基于混合深度神经网络的语音增强方法

２．１　 模型概述

基于混合深度神经网络的语音增强模型由三个

部分组成：首先，将带噪语音频谱图与若干个卷积核

（ｋｅｒｎｅｌ）进行卷积，形成特征图（ ｆｅａｔｕｒｅ ｍａｐｓ），并将

所有特征图拼接成一个二维特征图；然后，利用双向

ＲＮＮｓ在时间维度对二维特征图进行进一步的变

换，建立连续帧之间的动态关联；最后，建立预测频

谱图和纯净语音频谱图之间的成本函数 （ ｃｏｓｔ
ｆｕｎｃｔｉｏｎ），利用全连接层（Ｆｕｌｌｙ Ｃｏｎｎｅｃｔｅｄ Ｌａｙｅｒ）对
纯净语音频谱图逐帧进行预测。 与已有的 ＤＮＮｓ 和
ＲＮＮｓ模型相比，由于卷积内核的稀疏性，该混合网

络具有更高的数据效率和处理效率。 此外，双向循

环网络使得模型能够自适应地对连续帧之间的动态

关联进行建模。
２．２　 模型建立

假定 ｙ 和 ｘ 分别为带噪语音和其所对应的纯净

语音频谱图，其维度均为 ｄ × ｔ。 其中， ｄ 表示频谱

图的频带数目， ｔ表示频谱图的长度。 假定 ｚ为卷积

核，其维度为 ｂ × ｗ。 将带噪语音频谱图 ｙ 与内核 ｚ
进行卷积，所形成的特征图如公式（１）所示。

ｈｚ（ｙ） ＝ σ（ｙ∗ｚ）， （１）
　 　 其中， σ（·） 为 ＲｅＬＵ 激活函数。 每个这样的

卷积 ｚ 核都会产生一个二维特征图。 将 ｋ 个单独的

卷积核应用到输入频谱图上，就得到一个二维特征

图集合 ｛ｈｚｉ（ｙ）｝
ｋ
ｉ ＝ １。 然后，将所得到的二维特征图

集合按照公式（２）所示，沿着特征维垂直拼接形成
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一个堆叠的二维特征图 Ｈ（ｙ）， 其中包含了之前卷

积特征图的所有信息。
Ｈ（ｙ） ＝ ｈｚ１（ｙ）；．．．； ｈｚｋ（ｙ）[ ] ， （２）

　 　 通过双向长短期记忆网络（ Ｌｏｎｇ Ｓｈｏｒｔ －Ｔｅｒｍ
Ｍｅｍｏｒｙ）建立双向循环神经网络。 在每一时间步 ｔ
上对二维特征图 Ｈ（ｙ） 进行变换，每个单向 ＬＳＴＭ
神经元通过门控制器按照公式（３） ～ （７）更新其隐

藏层表示 Ｈｔ
→。

ｉｔ ＝ σ ＷｙｉＨｔ ＋ Ｗｈｉ Ｈ
→

ｔ －１ ＋ Ｗｃｉｃｔ －１( ) ， （３）

ｆｔ ＝ σ ＷｙｆＨｔ ＋ Ｗｈｆ Ｈ
→

ｔ －１ ＋ Ｗｃｆｃｔ －１( ) ， （４）

ｃｔ ＝ ｆｔ☉ｃｔ －１ ＋ ｉｔ☉ｔａｎｈ ＷｙｃＨｔ ＋ Ｗｈｃ Ｈ
→

ｔ －１( ) ，（５）

ｏｔ ＝ σ ＷｙｏＨｔ ＋ Ｗｈｏ Ｈ
→

ｔ －１ ＋ Ｗｃｏｃｔ( ) ， （６）

Ｈｔ
→ ＝ ｏｔ☉ｔａｎｈ ｃｔ( ) ， （７）

　 　 其中， σ（·） 为 ｓｉｇｍｏｉｄ激活函数； ☉表示点乘

运算； ｉｔ、ｆｔ、ｏｔ 依次代表了输入门、遗忘门和输出门。

双向 ＬＳＴＭ 的隐藏层表示 Ｈｔ
 由两个不同方向

的单向隐藏层表示拼接而成，即 Ｈｔ
 ＝ ［Ｈｔ

→；Ｈｔ
←］。

利用全连接层对纯净语音频谱图逐帧进行预

测，为保证预测结果非负，采用公式（８）进行线性回

归预测。

ｘ^ｔ ＝ ｍａｘ ０，Ｗ Ｈ
～

ｔ ＋ ｂ{ } ， （８）
　 　 其中，Ｗ 为权重矩阵， ｂ 为偏置向量。 最后，通

过纯净语音预测值 ｘ^ 和对应的纯净语音 ｘ 之间的均

方误差（ＭＳＥ）建立模型的成本函数，如公式（９）。

Ｃｏｓｔ ｘ， ｘ^( ) ＝ ‖ｘ － ｘ^‖２ ． （９）
　 　 模型训练采用 Ａｄａｄｅｌｔａ算法进行模型参数的优

化。

３　 基于混合深度神经网络的语音增强实验

将基于混合深度神经网络所建立的语音增强模

型与仅基于 ＤＮＮ 的语音增强模型在语音增强的质

量效果进行了实验对比。
３．１　 实验过程

３．１．１　 数据准备

分别搭建基于混合深度神经网络和仅基于

ＤＮＮ的语音增强模型。 纯净语音选自 ＴＩＭＩＴ 数据

库，噪声信号选取 ＮＯＩＳＥＸ－９２中的 ｂａｂｂｌｅ、ｃａ、ｓｔｒｅｅｔ
和 ｔｒａｉｎ四种噪声，按照－５ ｄＢ、０ ｄＢ 和 ５ ｄＢ 分别加

噪。
两种模型的训练数据集均由 ＴＩＭＩＴ数据库中的

全部训练集４ ６２０个句子，按照不同噪声类型（４ 种）
结合不同信噪比 （３ 种）所产生的不同加噪条件

（１２种）的带噪语音和与之对应的纯净语音组成。
所以，采用了５５ ４４０个语音对来构成两种模型的训

练数据集。
两种模型的测试数据集均由 ＴＩＭＩＴ数据库中的

全部测试集１ ６８０个句子，按照不同噪声类型（４ 种）
结合不同信噪比 （３ 种）所产生的不同加噪条件

（１２种）的带噪语音和与之对应的纯净语音组成。
所以，采用了２０ １６０个语音对来构成两种模型的测

试数据集。
３．１．２　 模型参数配置

基于混合深度神经网络的语音增强模型实验

中，作为预处理步骤，首先使用短时傅里叶变换

（ＳＴＦＴ）从每个话语中提取频谱图。 每个频谱图中

有 ２５６个频带（ｄ ＝ ２５６） 和 ５００帧（ ｔ ＝ ５００）。 模型

卷积层中有 ２５６个维度为 ３２ × １１的卷积核，滑动步

长（ｓｔｒｉｄｅ）频率维度为 １６，时间维度为 １，边缘外自

动补 ０。 在卷积层之后使用了两层双向 ＬＳＴＭｓ，每
层都有 １ ０２４个隐藏单元。

仅基于 ＤＮＮ 的语音增强模型实验中，ＤＮＮ 模

型包含 ３个隐藏层，每个层都有 ２ ０４８个隐藏单元。
３．２　 实验结果及分析

实验中语音质量的评价选用 ＰＥＳＱ 方法，语音

质量的 ＰＥＳＱ评价结果见表 １～表 ３所示。
表 １　 ＳＮＲ＝ －５ ｄＢ 语音质量的 ＰＥＳＱ 值

Ｔａｂ． １　 ＰＥＳＱ ｖａｌｕｅ ｏｆ ｓｐｅｅｃｈ ｑｕａｌｉｔｙ ｕｎｄｅｒ ＳＮＲ＝－５ ｄＢ

噪声类型 仅基于 ＤＮＮ增强 基于混合网络增强

Ｂａｂｂｌｅ ２．０３ ２．４０

Ｃａｒ １．８９ ２．２４
Ｓｔｒｅｅｔ １．７５ ２．０７
Ｔｒａｉｎ １．８０ ２．１３

表 ２　 ＳＮＲ＝ ０ ｄＢ 语音质量的 ＰＥＳＱ 值

Ｔａｂ． ２　 ＰＥＳＱ ｖａｌｕｅ ｏｆ ｓｐｅｅｃｈ ｑｕａｌｉｔｙ ｕｎｄｅｒ ＳＮＲ＝ ０ ｄＢ

噪声类型 仅基于 ＤＮＮ增强 基于混合网络增强

Ｂａｂｂｌｅ ２．４９ ２．９０
Ｃａｒ ２．３２ ２．７０
Ｓｔｒｅｅｔ ２．１８ ２．５４
Ｔｒａｉｎ ２．２５ ２．６３

表 ３　 ＳＮＲ＝ ５ ｄＢ 语音质量的 ＰＥＳＱ 值

Ｔａｂ． ３　 ＰＥＳＱ ｖａｌｕｅ ｏｆ ｓｐｅｅｃｈ ｑｕａｌｉｔｙ ｕｎｄｅｒ ＳＮＲ＝ ５ｄＢ

噪声类型 仅基于 ＤＮＮ增强 基于混合网络增强

Ｂａｂｂｌｅ ２．８７ ３．３０
Ｃａｒ ２．６８ ３．０８
Ｓｔｒｅｅｔ ２．５５ ２．９４
Ｔｒａｉｎ ２．６２ ３．０１
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　 　 语音质量的 ＰＥＳＱ值越高说明对应的语音主观

听觉质量越好，从表 １～表 ３语音 ＰＥＳＱ测试值可以

看出：相较于仅基于 ＤＮＮ 的语音增强模型，基于混

合深度神经网络的语音增强模型进一步提高了增强

语音的质量。
由于在所构建的混合深度神经网络中，ＣＮＮｓ

和 ＲＮＮｓ分别扮演了特征提取器和时间归纳器的角

色。 采用双向 ＬＳＴＭｓ对特征进行聚类，使得网络能

够考虑语音的全局结构，而局部特征可以由卷积层

提取。 因此，基于混合深度神经网络的语音增强方

法较仅基于 ＤＮＮ 的语音增强方法能够学习到语音

中更多的上下文全局信息，表现出更好的语音质量

增强效果。

４　 结束语

本文针对基于混合深度神经网络的语音增强方

法展开了研究，阐述了该方法提出的背景、模型原理

和实施过程，搭建了基于混合深度神经网络的语音

增强模型和仅基于 ＤＮＮ的语音增强模型，进行了对

比实验，验证了基于混合深度神经网络的语音增强

方法，进一步提高了增强语音的质量。
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