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语境信息约束下的多目标检测网络
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摘　 要： 目标检测问题一直是计算机视觉以及机器学习领域非常重要的研究课题，并且在交通监控、医学影像、辅助驾驶等方

面有着广泛的应用。 由于现实任务对于检测速度和精度的要求，目标检测一直是计算机视觉领域具有挑战性的任务。 语境

信息可以作为推理的关键证据应用于多目标识别领域。 由此，提出语境信息约束下的直接预测目标类别和目标位置的多目

标检测网络。 该网络采取端对端的训练方式，分层提取特征，并利用语境信息微调网络的输出结果以更好地进行实时预测。
在 ＰＡＳＣＡＬ ＶＯＣ ２００７ 数据集上的定性及定量实验结果，证明了深度语境网络下的目标检测模型具有显著的目标检测性能，
优于当前先进的方法。 实验证明，利用语境信息可以为目标检测提供有效的判定依据，提高检测的准确率。
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０　 引　 言

目标检测的任务是集目标分类、目标定位两者

之所长，检测输入图像中所有感兴趣的目标的类别

属性和位置属性，输出相对应的概率标签，表明将目

标分类为该类别的概率，明确输入图像中感兴趣物

体的位置和范围，以矩形框表示物体的所在。 目标

检测问题一直是计算机视觉以及机器学习领域非常

重要的研究课题，并且在视频监控［１］、行人检测［２］、
行为识别［３］、场景理解［４］等方面有着广泛的应用。

传统目标检测模型主要由人工设计特征以及分

类决策构成。 通过人工设计特征表达，然后设计相

应的分类器对目标进行检测。 虽然这些手工制作的

方法取得了令人瞩目的成功，但其在实践中不能灵

活捕获图片信息，这可能会阻碍性能进一步提高。
随着机器学习理论逐步完善以及深度学习技术的日

益发展，深度网络模型不断发展壮大，对于特征的表

达能力日益增强，检测精度也得以提升。 目标检测

任务从传统模型逐渐向基于深度学习的模型研究，
涌现了一大批深度网络下的目标检测模型。 尽管如

此，由于现实任务高精度、高速度的目标检测需求，
当前的目标检测结果仍然差强人意。 因此，深度检

测模型设计仍然面临着巨大的压力，仍然是亟待优

化和解决的具有挑战性的研究课题。
语境线索在搜索和检测物体中有着重要作用，

并且在计算机视觉和认知神经科学等方面有着重要

的应用。 语境有助于图像理解，符合现实世界的客

观规律，语境信息对于人类识别物体也至关重要，计



算机视觉的许多研究证明，通过适当的语境建模能

够有效改进识别算法。 由于视觉对象在其外观、动
作等方面变化很大，通常难以仅使用局部线索来学

习鲁棒模型。 同时，由于物体几乎不是孤立地发生

的，其语境信息，可以用来评估目标检测模型的输出

并提高检测性能。 本文的主要贡献如下：
（１）在 ＳＳＤ 模型基础上，提出语境信息约束下

的直接预测目标类别和目标位置的多目标检测网

络，该网络采取端对端的训练方式，分层提取特征并

进行实时的目标检测。
（２）采用语境信息作为约束条件，预测目标类

别和目标位置，利用语境信息微调网络的输出结果，
以更好地进行实时预测。

（３）在 ＰＡＳＣＡＬ ＶＯＣ ２００７ 数据集上的实验结

果，证明了本文方法在公开数据集测试中具有显著

的目标检测性能，优于当前先进的方法。

１　 相关工作

针对图像目标检测问题，通常有两种常见的目

标检测模型，一种为基于滑动窗口的目标检测模型，
另一种为基于区域提议的目标检测模型。 在卷积神

经网络出现之前，ＤＰＭ［５］ 和选择性搜索［６］ 受到了许

多的关注。 在 Ｒ－ＣＮＮ［７］结合选择性搜索、区域提议

以及卷积神经网络带来显著改进后，基于区域提议

的目标检测方法变得流行。
ＳＰＰｎｅｔ［８］显著加快了原有的 Ｒ－ＣＮＮ 方法，其

引入了一个空间金字塔池化层，对区域大小和尺度

更加鲁棒，并允许分类层重用多个图像分辨率下生

成的特征映射上计算的特征。 Ｆａｓｔ Ｒ－ＣＮＮ［９］ 扩展

了 ＳＰＰｎｅｔ，使得其可以通过最小化置信度和边界框

回归的损失，来对所有层进行端到端的微调，并初次

利用 ＭｕｌｔｉＢｏｘ［１０］学习目标信息。 然而，Ｆａｓｔ Ｒ－ＣＮＮ
仍然选择使用选择性搜索进行区域提议，浪费了太

多的检测时间。 据此，Ｆａｓｔｅｒ Ｒ－ＣＮＮ［１１］ 提出区域提

议网络进行区域提议，并引入了一种方法，通过微调

共享卷积层和预测层将区域提议网络和 Ｆａｓｔ Ｒ －
ＣＮＮ 结合在一起，使用区域提议网络池化中级特

征，提升了检测速度。
基于滑动窗口的目标检测模型完全跳过提出步

骤， 直 接 预 测 多 个 类 别 的 边 界 框 和 置 信 度。
ＯｖｅｒＦｅａｔ［１２］是首先利用滑动窗口进行目标检测的方

法，在知道了底层目标类别的置信度之后，直接从最

顶层的特征映射的每个位置预测边界框。 之前常见

的检测方法都将检测转换为分类问题，而 ＹＯＬＯ［１３］

另辟蹊径，仅仅经过一个神经网络，将检测转换为回

归问题，从而实现端对端优化。 ＹＯＬＯ 使用整个最

顶层的特征映射来预测多个类别和边界框（这些类

别共享）的置信度。 ＹＯＬＯ 经过不断更新多次优化

升级得到目前的 ＹＯＬＯｖ３［１４］，并在设计上进行了一

定的改进：首先融合先前的 Ｄａｒｋｎｅｔ－１９ 网络以及残

差网络，设计出 ＤａｒｋＮｅｔ－５３ 网络进行特征提取，功
能更加强大。 此外，ＹＯＬＯｖ３ 还能够进行跨尺度预

测，利用金字塔网络的概念预测出三个不同的尺度

上边界框。
语境信息可以作为推理的关键证据应用于多目

标识别领域。 然而，上述研究忽略了语境信息的重

要作用，仅仅利用设计的目标检测器检测对象类别

及位置，结果可能会违反现实世界中的规律。 在考

虑语境信息之后，准确性得到了很大改善。 在传统

模型中，检测算法由人工设计特征及浅层分类器构

成。 语境信息可作为正则化约束条件［１５－１６］，调整检

测结果以提高性能，也可以约束深度学习模型，利用

这种丰富的且有区别的语境信息有助于机器获取行

为发生时相应的场景信息，获得图像内容的理解，提
高检测的准确度。 例如，Ｂｅｌｌ［１７］ 等人也分别对语境

和外部场景进行了建模。 利用空间循环神经网络分

别对感兴趣区域的外部环境整合了多尺度语境，有
助于特定的小目标检测。 Ｚｈｅ ［１８］等人通过可学习

的直方图层在端到端训练中学习深度神经网络中的

统计语境特征，将可学习的直方图层集成到深层网

络中，探索了语义分割和目标检测两个视觉问题。
Ｈｅｉｌｂｒｏｎ［１９］等人提出语境级联模型，通过采用与人

类活动相关的语义先验，语境级联模型产生高质量

的特定类别的行动提议，并通过级联的方式抑制无

关的活动提议。

２　 语境信息约束下的多目标检测网络

利用语境信息作为约束条件，能够准确且有效

地捕捉图片中除了目标物本身之外的所有信息（包
括其它目标信息和背景信息）。 语境信息作为目标

检测推理过程的关键证据，具有重要的作用及意义。
以此作为切入点，构建语境信息约束下实时的多目

标检测网络，如图 １ 所示。 该网络分层提取特征并

依次进行边框回归和分类，从而得到图像中所有感

兴趣的目标类别属性和位置属性。
　 　 语境信息约束下的多目标检测网络的主要贡献

如下：
（１）在 ＳＳＤ 模型基础上进行改进，提出语境信
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息约束下能够端对端训练的多目标检测网络，并依

次进行边框回归和分类。
　 　 （２）采用语境信息约束网络输出结果，微调网

络的输出结果以更好地进行实时预测。
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图 １　 语境信息约束下的多目标检测网络

Ｆｉｇ． １　 Ｍｕｌｔｉ⁃ｏｂｊｅｃｔ ｄｅｔｅｃｔｉｏｎ ｎｅｔｗｏｒｋ ｃｏｎｓｔｒａｉｎｅｄ ｂｙ ｃｏｎｔｅｘｔ ｉｎｆｏｒｍａｔｉｏｎ

２．１　 语境约束

多目标检测网络经过初步训练，将得到训练集

图像所有候选框中目标的语义类别、标签以及所有

候选框的位置坐标。 由此，可以计算出候选框中心

位置点的坐标。 已知语义类别集合，可得候选目标

ｏ 的位置属性 ｖ， 以及候选目标的语义属性 ａ。 定义

语义存在矩阵，统计每一幅图像中出现的类别，语义

存在矩阵，统计所有训练集图像中同时出现的类别，
对即可得语义类别共现频率矩阵，统计训练集图像

中同时出现的类别频率。 由候选目标的语义属性以

及语义类别共现频率矩阵作为语义信息获取目标类

别关系。 目标类别之间语义约束置信度获取方法如

下：
ｃｓｅｍａｎｔｉｃ（ａｍ，ａｎ） ＝

　
∑

Ｉ（ｎ）∈Ｉｔｒａｉｎ
∑
ｖｉ

Ⅱ（ｏｖｉ
＝ ａｍ） × ∑

ｖｊ

Ⅱ（ｏｖｊ
＝ ａｎ）( )

∑
Ｉ（ｎ）∈Ｉｔｒａｉｎ

∑
ｖｊ

Ⅱ（ｏｖｊ
＝ ａｎ）

，

（１）
其中， Ｉ表示训练集图像 Ｉ（ｎ） ∈ Ｉｔｒａｉｎ；ａ表示语义

类别集合 ａｍ，ａｎ ∈ ａ；ｖ 表示候选框 ｖｉ，ｖｊ ∈ ｖ；ｏ 候选

框中目标的语义类别标签；Ｉ 表示计数函数。

由目标对的位置信息可计算类别间的相对位置

信息。 该信息是一个向量，包含两个类别间的距离

和角度信息，由目标对的相对位置信息可计算类别

间相对位置，分别作为位置信息获取目标类别关系。
目标类别之间位置约束置信度获取方法如下：

Ｒ
→

ｉ，ｊ，ｍ，ｎ ＝ ［Δｘｉｊ，Δｙｉｊ］，ｏｖｉ
＝ ａｍ，ｏｖｊ

＝ ａｎ ． （２）
　 　 ｃｌｏｃａｔｉｏｎ（ａｍ，ａｎ） ＝ ｃｓｅｍａｎｔｉｃ（ａｍ，ａｎ）·

∑
Ｉ（ｎ）∈Ｉｔｒａｉｎ

ｆ （Ｒ
→

ｉ，ｊ，ｍ，ｎ，μ，σ２） ． （３）

　 　 其中， ［ｘｉ，ｙｉ］ 表示候选框的中心位置坐标；
［Δｘｉｊ，Δｙｉｊ］ 表示属于两个类别 ａｍ，ａｎ 之间的候选框

ｖｉ，ｖｊ 相对位置； ｕ 为目标对的相对位置均值； σ２ 为

目标对的相对位置方差； ｆ 为标准正态分布函数。
根据捕获的目标类别关系，微调候选目标框的

类别得分。 通过语境约束 ｃｓｅｍａｎｔｉｃ 以及 ｃｌｏｃａｔｉｏｎ 判断后，
对于每张图片的每个目标，考虑所有与之相关的候

选框类别，得到最终类别置信度 ｃ。
２．２　 网络模型

语境信息约束下的多目标检测网络与 Ｆａｓｔｅｒ Ｒ
－ＣＮＮ 中的区域提议网络非常相似，也使用了一组

固定的边界框进行预测，类似于 ＲＰＮ 中的锚边界

８ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 ９ 卷　



框。 但并不是使用这些来池化特征并评估另一个分

类器，而是为每个目标类别在每个边界框中同时生

成一个分数。 因此，本文的方法避免了将区域提议

网络与 Ｆａｓｔ Ｒ－ＣＮＮ 合并的复杂性，并且更容易训

练，更快且更直接地集成到其它任务中。 语境信息

约束下的多目标检测网络使用默认边界框，方法比

现有方法更灵活，可以在不同尺度的多个特征映射

的每个特征位置上使用不同长宽比的默认边界框。
如果只从最顶层的特征映射的每个位置使用一个默

认框，语境信息约束下的多目标检测网络将具有与

ＯｖｅｒＦｅａｔ 相似的架构，若使用整个最顶层的特征映

射，并添加一个全连接层进行预测来代替卷积预测

器，并且没有明确地考虑多个长宽比，将近似地再现

ＹＯＬＯ。
利用在 ＩＬＳＶＲＣ ＣＬＳ－ＬＯＣ 数据集上已经预先

训练好的 ＶＧＧ１６ 网络，作为基础卷积神经网络架

构。 通过多层卷积分层提取特征，直接检测图像中

的目标，最终获得固定尺度的边界框以及对象的类

别。 将多个卷积层添加到 ＶＧＧ１６ 第五个卷积层之

后，ＶＧＧ 第六、七层原本为全连接层，将其替换为卷

积层，从其中重采样参数。 然后继续增加 ４ 个卷积

层，所以总共含有 ６ 种尺度的卷积层，尺寸逐渐减

小，每种尺度的卷积层都能学习到一个特征图，将 ６
种尺度卷积层学习的多个特征图预测组合在一起，
以便于针对不同尺度的目标检测问题。 ＳＳＤ 模型训

练一开始，需要将真实信息分配给固定的检测器，输
出集合中的特定输出，一旦确定了这个分配，损失函

数和反向传播就可以应用端到端了。 通过计算交叠

面积，保证唯一的默认框与真实标签一一对应，之后

只要交叠面积大于设定的阈值就将默认框与真实标

签进行随机匹配，使网络可以预测同个位置的多个

框。 测试时，根据训练好的模型得到每个候选框中

的目标类别的预测分数，同时对候选框进行调整以

便于更好地匹配目标形状。 使用随机梯度下降，对
得到的语境信息约束下的实时多目标检测网络模型

进行微调，初始学习率为 １０ －３， 动量为 ０．９，权重衰

减为 ０．０００５，批处理数据大小为 ３２。 针对每个数据

集的学习速率衰减策略略有不同，本文使用 Ｃａｆｆｅ 框

架［２０］，实验环境硬件平台配置为 ＣｏｒｅＸ ｉ７－６８００ｋ ６
核、３．４ ＧＨｚ ＣＰＵ、２ 块 ＮＩＶＤＩＡ ＧＴＸ１０８０ ８ ＧＢ 显卡。
整个语境信息约束下的实时多目标检测网络训练过

程的损失函数为：

Ｌ（ｘ，ｃ，ｌ，ｇ） ＝ １
Ｎ

Ｌｃｏｎｆ ｘ，ｃ( ) ＋ αＬｌｏｃ ｘ，ｌ，ｇ( )( ) ．

（４）

　 　 其中， ｘ 为网络输入； ｃ 为类别置信度； ｌ 和 ｇ 分

别为预测框和真实标签； Ｌｃｏｎｆ 代表置信损失，置信度

损失是在多类别置信度上的 ｓｏｆｔｍａｘ 损失； Ｌｌｏｃ 代表

定位损失，定位损失是预测框与真实框参数之间的

Ｓｍｏｏｔｈ Ｌ１ 损失。

３　 实验结果与分析

３．１　 数据集与评价标准

由于 ＰＡＳＣＡＬ ＶＯＣ ２００７ 数据集是一个有着明

显层级结构的多类别、多目标类型的数据集，类别、
目标之间具有明显的共生关系。 所以本文选择在

ＰＡＳＣＡＬ ＶＯＣ ２００７ 数据集上评估 ＤＣＮ 方法。 该数

据集包括 ２０ 个对象类别，９ ９６３ 张高质量图片。 其

中 ５ ０１１ 张训练和验证集图像，４ ９５２ 张测试图像，
包含 ２４ ６４０ 个已标注的目标，该数据集为图像分

割、目标识别和目标检测提供标准。 为了证明 ＤＣＮ
方法的检测精度，本文采用类别平均精准度（ＡＰ，
Ａｖｅｒａｇｅ Ｐｒｅｃｉｓｉｏｎ）值和平均 ＡＰ（ｍｅａｎ ＡＰ）值进行评

测。

Ｐｒｅｃｉｓｉｏｎｃｉ
＝
Ｎ （ＴｒｕｅＰｏｓｉｔｉｖｅｓ） ｃｉ

Ｎ ＴｏｔａｌＯｂｊｅｃｔｓ( ) ｃｉ

，

ＡＰｃｉ
＝

∑Ｐｒｅｃｉｓｉｏｎｃｉ

Ｎ ＴｏｔａｌＩｍａｇｅｓ( ) ｃｉ

，

ｍＡＰ ＝
∑ＡＰｃｉ

Ｎ（Ｃｌａｓｓｅｓ）
．

ì

î

í

ï
ï
ï
ï
ï

ï
ï
ï
ïï

（５）

其中， Ｎ （ＴｒｕｅＰｏｓｉｔｉｖｅｓ） ｃｉ 为正确预测的数量； Ｎ
ＴｏｔａｌＯｂｊｅｃｔｓ( ) ｃｉ 该图像中给定类别 ｃｉ 的实际目标的

数量； Ｐｒｅｃｉｓｉｏｎｃｉ 为类 ｃｉ 的精度。 平均 ＡＰ 值即为所

有类别的平均精度求和除以所有类别。
实验方法中，如果预测窗口与数据集标定的

ｇｒｏｕｎｄ－ｔｒｕｔｈ 窗口面积 ＩｏＵ 重叠大于 ５０％（ｍＡＰ＠
ＩｏＵ＝ ０．５），则认为此提议窗口的检测是正确的，否
则是错误的。
３．２　 实验结果分析

本文在 ＰＡＳＣＡＬ ＶＯＣ ２００７ 数据集上进行实验验

证，并与当前先进检测方法 Ｒ －ＣＮＮ［７］、 Ｆａｓｔ Ｒ －
ＣＮＮ［９］、Ｆａｓｔｅｒ Ｒ － ＣＮＮ［１１］、 Ｇ － ＣＮＮ［２１］、 ＯＨＥＭ［２２］、
ＳＳＤ［２３］进行对比，以验证语境信息约束下的多目标检

测网络方法的目标检测效果。
　 　 表 １ 给出了不同线索下语境信息约束下，多目

标检测网络在 ＰＡＳＣＡＬ ＶＯＣ ２００７ 数据集上得到平

均准确率值，以证明不同线索对检测结果的影响。
其中 ｓｅｍａｎｔｉｃ 代表语义约束， ｌｏｃａｔｉｏｎ 代表位置约
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束。 由表 １ 可得，语境信息约束分别作用以及共同

作用下的多目标检测网络对于检测精度的提升效

果。
表 １　 不同线索在 ＰＡＳＣＡＬ ＶＯＣ ２００７ 数据集下的平均检测精度

ｍＡＰ（％）
Ｔａｂ． １　 Ｄｅｔｅｃｔｉｏｎ Ｒｅｓｕｌｔｓ ｏｎ ＶＯＣ ２００７ ｔｅｓｔ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｃｌｕｅｓ

ｃｌｕｅ ｍＡＰ

ＳＳＤ［２３］ ６８．０

ＳＳＤ＋ｓｅｍａｎｔｉｃ ７０．２

ＳＳＤ＋ｌｏｃａｔｉｏｎ ６９．９

ｏｕｒｓ ７２．１

　 　 表 ２ 给出了语境信息约束下的多目标检测网络

与对比方法，分别在 ＰＡＳＣＡＬ ＶＯＣ ２００７ 数据集上的

平均 ＡＰ 值以及 ２０ 个类别条件下得到平均准确率

值。 由表 ２ 可得，在 ＰＡＳＣＡＬ ＶＯＣ ２００７ 数据集下以

及 ２０ 个类别条件下得到的平均准确率，总体优于当

前先进方法。
　 　 语境信息约束下的多目标检测网络能够在一定

程度上处理漏检（ ｃｈａｉｒ、ｂｉｒｄ）、误检（ ｐｏｔｔｅｄ ｐｌａｎｔ、
ｓｏｆａ）等问题，针对检测错误以及不准确等问题进行

修正，提升检测的精准度，具有更好的检测效果，如
图 ２ 所示。

表 ２　 不同方法在 ＰＡＳＣＡＬ ＶＯＣ ２００７ 数据集下的平均检测精度 ｍＡＰ（％）
Ｔａｂ． ２　 Ｄｅｔｅｃｔｉｏｎ Ｒｅｓｕｌｔｓ ｏｎ ＶＯＣ ２００７ ｔｅｓｔ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｍｅｔｈｏｄｓ

ｍｅｔｈｏｄ Ｒ－ＣＮＮ［７］ Ｆａｓｔ Ｒ－ＣＮＮ［９］ Ｆａｓｔｅｒ Ｒ－ＣＮＮ［１１］ Ｇ－ＣＮＮ［２１］ ＯＨＥＭ［２２］ ＳＳＤ３００［２３］ ｏｕｒｓ

ａｅｒｏ ６８．１ ７４．５ ７０．０ ６８．３ ７１．２ ７３．４ ７３．６

ｂｉｃｙｃｌｅ ７２．８ ７８．３ ８０．６ ７７．３ ７８．３ ７７．５ ８２．７

ｂｉｒｄ ５６．８ ６９．２ ７０．１ ６８．５ ６９．２ ６４．１ ６８．９

ｂｏａｔ ４３．０ ５３．２ ５７．３ ５２．４ ５７．９ ５９．０ ５９．１

ｂｏｔｔｌｅ ３６．８ ３６．６ ４９．９ ３８．６ ４６．５ ３８．９ ５１．９

ｂｕｓ ６６．３ ７７．３ ７８．２ ７８．５ ８１．８ ７５．２ ８３．１

ｃａｒ ７４．２ ７８．２ ７９．４ ７９．５ ７９．１ ８０．８ ８０．４

ｃａｔ ６７．６ ８２．０ ８３．０ ８１．０ ８３．２ ７８．５ ９２．６

ｃｈａｉｒ ３４．４ ４０．７ ５２．２ ４７．１ ４７．９ ４６．０ ５３．０

ｃｏｗ ６３．５ ７２．７ ７５．３ ７３．６ ７６．２ ６７．８ ７５．８

ｔａｂｌｅ ５４．５ ６７．９ ６７．２ ６４．５ ６８．９ ６９．２ ６８．７

ｄｏｇ ６１．２ ７９．６ ８０．３ ７７．２ ８３．２ ７６．６ ８２．７

ｈｏｒｓｅ ６９．１ ７９．２ ７９．８ ８０．５ ８０．８ ８２．１ ８７．１

ｍｂｉｋｅ ６８．６ ７３．０ ７５．０ ７５．８ ７５．８ ７７．０ ７０．９

ｐｅｒｓｏｎ ５８．７ ６９．０ ７６．３ ６６．６ ７２．７ ７２．５ ８１．０

ｐｌａｎｔ ３３．４ ３０．１ ３９．１ ３４．３ ３９．９ ４１．２ ３６．７

ｓｈｅｅｐ ６２．９ ６５．４ ６８．３ ６５．２ ６７．５ ６４．２ ６９．２

ｓｏｆａ ５１．１ ７０．２ ６７．３ ６４．４ ６６．２ ６９．１ ６６．９

ｔｒａｉｎ ６２．５ ７５．８ ８１．１ ７５．６ ７５．６ ７８．０ ７７．１

ｔｖ ６４．８ ６５．８ ６７．６ ６６．４ ７５．９ ６８．５ ８０．０

ｍＡＰ ５８．５ ６６．９ ６９．９ ６６．８ ６９．９ ６８．０ ７２．１

　 　 图 ３ 给出了 ＰＡＳＣＡＬ ＶＯＣ ２００７ 数据集上 ６ 个

示例类别的平均精准度柱状图结果，验证了利用语

境信息约束能够提升多目标检测网络的检测效果，
语义约束和位置约束对于目标检测有着重要的作
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用。
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图 ２　 ＰＡＳＣＡＬ ＶＯＣ ２００７ 数据集目标检测实例
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图 ３　 ＰＡＳＣＡＬ ＶＯＣ ２００７ 数据集类别平均精准度

Ｆｉｇ． ３　 ＰＡＳＣＡＬ ＶＯＣ ２００７ ｄａｔａｓｅｔ ｃａｔｅｇｏｒｙ ａｖｅｒａｇｅ ｐｒｅｃｉｓｉｏｎ

４　 结束语

本文介绍了语境信息约束下的多目标检测网

络，是一种快速的单次多类别目标检测器，模型的关

键特性是使用网络顶部多个特征映射的多尺度卷积

边界框输出。 这种表示能够高效地建模可能的边界

框形状空间。 语境信息约束下的多目标检测网络在

准确性和速度方面与其对应的最先进的目标检测器

相比毫不逊色。 在 ＰＡＳＣＡＬ ＶＯＣ ２００７ 数据集上的

实验结果证明了本文方法在公开数据集测试中具有

显著的目标检测性能，提高了检测精度，优于当前先

进的方法。 在此基础上仍然存在许多可以深入研究

的方向，其中有前景的未来方向是探索其作为系统

的一部分，使该模型作为目标检测组件的大型系统

有用的构建模块，同时检测和跟踪视频中的目标。
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