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基于关注度网络的行为识别

周　 义， 范楼苗， 张　 舟

（合肥工业大学 计算机与信息学院， 合肥 ２３０６０１）

摘　 要： 行为识别是计算机视觉领域的一个重要研究课题，具有广泛的应用前景。 针对现实中对视频整体序列结构建模会增

加大量的冗余信息，提出了一种基于时空关注度长短期记忆网络（Ｓｐａｔｉａｌ－Ｔｅｍｐｏｒａｌ Ａｔｔｅｎｔｉｏｎ Ｌｏｎｇ－Ｓｈｏｒｔ Ｔｅｒｍ Ｍｅｍｏｒｙ，ＳＴＡ－
ＬＳＴＭ）的行为识别框架，提高了行为识别效率。 利用 ＧｏｏｇＬｅＮｅｔ 逐层卷积视频帧，自动聚合蕴含边、角和线等底层特征以生

成具有显著结构性的高层语义特征。 在 ＬＳＴＭ 中引入关注度网络来学习关注度权重，利用光流掩膜分割有效的运动前景区

域，从而优化关注度权重，将其与卷积特征相结合作为 ＳＴＡ－ＬＳＴＭ 模型的输入特征，从而进行行为识别。 在 ＵＣＦ１０１ 数据集

上的实验结果表明，本文方法优于当前的一些先进方法。
关键词： 行为识别； 长短期记忆网络； 关注度； 光流掩膜

Ａｃｔｉｖｉｔｙ ｒｅｃｏｇｎｉｔｉｏｎ ｂａｓｅｄ ｏｎ ａｔｔｅｎｔｉｏｎ ｎｅｔｗｏｒｋ
ＺＨＯＵ Ｙｉ， ＦＡＮ Ｌｏｕｍｉａｏ， ＺＨＡＮＧ Ｚｈｏｕ

（Ｓｃｈｏｏｌ ｏｆ Ｃｏｍｐｕｔｅｒ Ｓｃｉｅｎｃｅ ａｎｄ Ｉｎｆｏｒｍａｔｉｏｎ Ｅｎｇｉｎｅｅｒｉｎｇ， Ｈｅｆｅｉ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ， Ｈｅｆｅｉ ２３０６０１， Ｃｈｉｎａ）

【Ａｂｓｔｒａｃｔ】 Ａｃｔｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ ｉｓ ａｎ ｉｍｐｏｒｔａｎｔ ｒｅｓｅａｒｃｈ ｔｏｐｉｃ ｉｎ ｔｈｅ ｆｉｅｌｄ ｏｆ ｃｏｍｐｕｔｅｒ ｖｉｓｉｏｎ ａｎｄ ｈａｓ ｐｒｏｍｉｓｉｎｇ ｐｏｔｅｎｔｉａｌ
ａｐｐｌｉｃａｔｉｏｎｓ． Ｏｎ ｔｈｅ ｂａｓｉｓ ｏｆ ｔｈｅ ｆａｃｔ ｔｈａｔ ｍｏｄｅｌｉｎｇ ｔｈｅ ｗｈｏｌｅ ｓｅｑｕｅｎｃｅ ｏｆ ｖｉｄｅｏｓ ｉｎ ｒｅａｌｉｔｙ ｗｉｌｌ ｉｎｃｒｅａｓｅ ａ ｌａｒｇｅ ａｍｏｕｎｔ ｏｆ ｎｏｉｓｅ， ａ
ｆｒａｍｅｗｏｒｋ ｏｆ ａｃｔｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ ｂａｓｅｄ ｏｎ ｓｐａｔｉａｌ－ ｔｅｍｐｏｒａｌ ａｔｔｅｎｔｉｏｎ Ｌｏｎｇ－Ｓｈｏｒｔ Ｔｅｒｍ Ｍｅｍｏｒｙ （ ＳＴＡ－ＬＳＴＭ） ｉｓ ｐｒｏｐｏｓｅｄ ｔｏ
ｉｍｐｒｏｖｅ ｔｈｅ ｅｆｆｉｃｉｅｎｃｙ ｏｆ ａｃｔｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ． Ｗｅ ｕｓｅ ＧｏｏｇＬｅＮｅｔ ｔｏ ｃｏｎｖｏｌｕｔｅ ｔｈｅ ｆｒａｍｅｓ ｏｆ ｖｉｄｅｏｓ ｌａｙｅｒ － ｂｙ － ｌａｙｅｒ， ｓｏ ｉｔ ｃａｎ
ａｇｇｒｅｇａｔｅ ｔｈｅ ｌｏｗ ｆｅａｔｕｒｅ ｏｆ ｓｉｄｅｓ， ａｎｇｌｅｓ ａｎｄ ｌｉｎｅｓ ａｕｔｏｍａｔｉｃａｌｌｙ ｔｏ ｇｅｎｅｒａｔｅ ｈｉｇｈ ｓｅｍａｎｔｉｃ ｆｅａｔｕｒｅ ｗｈｉｃｈ ｐｏｓｓｅｓｓｅｓ ｓａｌｉｅｎｔ ｓｔｒｕｃｔｕｒｅ．
Ｗｅ ｉｎｔｒｏｄｕｃｅ ａｎ ａｔｔｅｎｔｉｏｎ ｎｅｔｗｏｒｋ ｉｎ ＬＳＴＭ ｔｏ ｌｅａｒｎ ａｔｔｅｎｔｉｏｎ ｗｅｉｇｈｔ ａｎｄ ｕｓｅ ｏｐｔｉｃａｌ ｆｌｏｗ ｍａｓｋ ｔｏ ｓｅｇｍｅｎｔｅ ｔｈｅ ｆｏｒｅｇｒｏｕｎｄ ｏｆ
ｅｆｆｅｃｔｉｖｅ ｍｏｔｉｏｎ ｆｏｒ ｔｈｅ ｏｐｔｉｍｉｚａｔｉｏｎ ｏｆ ａｔｔｅｎｔｉｏｎ ｗｅｉｇｈｔ． Ｗｅ ｃｏｍｂｉｎｅ ａｔｔｅｎｔｉｏｎ ｗｅｉｇｈｔ ｍａｔｒｉｘ ｗｉｔｈ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｆｅａｔｕｒｅｓ ａｓ ｔｈｅ ｉｎｐｕｔ
ｏｆ ＳＴＡ－ＬＳＴＭ ｆｏｒ ａｃｔｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ． Ｗｅ ｅｖａｌｕａｔｅ ｏｕｒ ｍｅｔｈｏｄ ｏｎ ＵＣＦ１０１ ａｎｄ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｄｅｍｏｎｓｔｒａｔｅ ｔｈａｔ ｏｕｒ ａｐｐｒｏａｃｈ
ｓｉｇｎｉｆｉｃａｎｔｌｙ ｏｕｔｐｅｒｆｏｒｍｓ ｓｔａｔｅ－ｏｆ－ｔｈｅ－ａｒｔ ｔｅｃｈｎｉｑｕｅｓ．
【Ｋｅｙ ｗｏｒｄｓ】 ａｃｔｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ； Ｌｏｎｇ－Ｓｈｏｒｔ Ｔｅｒｍ Ｍｅｍｏｒｙ； ａｔｔｅｎｔｉｏｎ； ｏｐｔｉｃａｌ ｆｌｏｗ ｍａｓｋ

�哈尔滨工业大学主办 学术研究与应用

作者简介： 周　 义（１９９４－），男，硕士研究生，主要研究方向；计算机视觉；范楼苗（１９９４－），男，硕士研究生，主要研究方向：计算机视觉； 张　 舟

（１９９５－），男，硕士研究生，主要研究方向：计算机视觉。

通信作者： 周　 义　 　 Ｅｍａｉｌ：１８２９７９２７８８９＠ １６３．ｃｏｍ

收稿日期： ２０１９－０４－２７

０　 引　 言

识别视频中的行为动作是计算机视觉重要任务

之一，其目的是从视频中提取、分析和表达行为动作

信息。 该技术正被广泛应用于视频监控、人机交互、
医疗看护等领域［１］。 随着深度学习技术在计算机

视觉中越来越多的应用，也为研究行为识别开拓了

新的方向。 然而深度学习本身由于需要大数据量和

网络参数数目过多等局限性，使得模型在计算方面

付出了较大的代价。 对此，本文重点研究如何挖掘

视频中的有效信息，设计泛华能力强的深度神经网

络，识别视频中的行为动作。
早期的一些研究主要是利用卷积神经网络来学

习视频中行为的深度表达。 Ｋａｒｐａｔｈｙ 等人［２］ 介绍了

一种多规模 Ｓｐｏｒｔｓ－１Ｍ 视频数据集，来训练深度卷

积神经网络。 Ｓｉｍｏｎｙａｎ 等人［３］ 提出一种双流卷积

神经网络，通过分别处理 ＲＧＢ 图像和光流图中的外

观和运动信息达到了比较好的行为识别效果。 然

而，使用卷积神经网络仅能捕捉极少的时序信息。
对此，循环神经网络能够较好地解决这个问题，尤其

是 ＬＳＴＭ［４］，在视频序列建模方面效果显著。 然而

现实场景中，由于视频时长以及视频中动作所发生

的区域不同，对视频整体序列结构建模会增加大量

的冗余信息。 对此，本文在循环神经网络中引入关

注度机制，其能够模拟人类视觉注意力转移机制，将
有限的认知资源聚集于场景中重要的刺激，而抑制

那些不重要的信息。 具体来说，利用 ＧｏｏｇＬｅＮｅｔ［１１］

逐层卷积视频帧，自动聚合蕴含边、角和线等底层特

征，以生成具有显著结构性的高层语义特征。 在

ＬＳＴＭ 模型中引入关注度机制，来学习关注度权重



系数矩阵。 由于视频中的背景噪声和相机移动等因

素的影响，利用卷积神经网络作用于 ＲＧＢ 图像得到

的特征不能准确地捕捉视频中的行为动作信息。 针

对这个问题，本文利用光流掩膜对视频中的运动前

景区域进行分割，以此来校正网络所学习到的关注

度权重。 将关注度系数和卷积特征相结合，生成新

的特征激活图序列。 其中高值表示显著性区域，即
得到 ＳＴＡ－ＬＳＴＭ 网络的显著性输入特征，然后对特

征进行学习，从而识别视频中的行为。 本文主要贡

献是：
（１）提出了一种新颖的深度学习框架———ＳＴＡ－

ＬＳＴＭ 用于视频中的行为识别，在端到端的处理过

程中，本文方法可以准确地捕捉行为的外观信息和

动作信息。
（２）提出的 ＳＴＡ－ＬＳＴＭ 模型能够有效地去除冗

余信息，提取行为发生的有效区域，提高模型识别效

率。
（３）将本文方法应用于 ＵＣＦ１０１ 数据集取得了

良好的识别效果，与当前一些优秀的研究工作相比，
在识别性能方面得到了显著地提升。

１　 相关工作

行为识别的目的是从未知视频或图像序列中自

动识别其中进行的行为动作，行为本身是相关联的

一系列二维空间图像在时间方向上的连接。 因此，
行为本身具有空间和时间上的结构关联特性。 行为

特有的空间和时间结构特性，为许多研究者指明了

行为识别的正确方向。
早期 行 为 识 别 主 要 使 用 一 些 传 统 算 法，

Ｖｅｍｕｌａｐａｌｌｉ 等人［５］在 Ｌｉｅ 群组中用曲线表示每个动

作并且使用 ＳＶＭ 分类器来识别行为。 Ｚａｎｆｉｒ 等

人［６］提出了一种移动姿态框架，结合修改后的 ｋＮＮ
分类器进行低延迟行为识别。 Ｃａｒｌｓｓｏｎ 等人［７］ 通过

从动作视频中提取到的关键帧以及保存的动作原型

之间做模板来完成行为，其中，形状信息是用 Ｃａｎｎｙ
边缘检测器得到的边缘数据来表示的。 这种方法能

够容忍图像和样本之间一定程度的形变，且能够准

确识别不同人体姿态形成的相似的形状。 Ｔａｎｇ 等

人［８］采用隐马尔科夫（ＨＭＭ）模型建模行为的隐状

态变化过程。 Ｐｅｉ 等人［９］ 将行为分解为具有语义原

子动作集合并定义原子为行为体与目标交互关系的

集合，通过与或图学习原子动作的时序关系，能够有

效剔除时序错误的与或图行为解释，提升了识别及

预测行为的性能。

后来深度学习技术在计算机视觉中得到广泛应

用，Ｈｅｉｌｂｒｏｎ 等人［１０］使用序列编码器（即 ＬＳＴＭ），可
以模拟随着时间推移的 Ｃ３Ｄ 特征的演变，使用定位

模块生成整个输入视频中不同时间长度的候选提议

的开始和结束时间，以进行行为提议。 Ｓｉｍｏｎｙａｎ 等

人［１２］通过在光流上训练一个神经网络来整合运动

信息。 利用外观和光流特性，动作识别的准确性显

著提高。 Ｌｉｎ 等人［１３］尝试使用序列过程提取时空特

征，即提取一维时间信息到二维空间信息。 该端到

端系统考虑长短运动模式，并实现良好的性能。 Ｎｇ
等人［２１］运用深度神经网络模型，结合帧序列分析视

频的长期依赖信息用于行为识别 。 Ｓｒｉｖａｓｔａｖａ 等

人［１４］提出了一种基于兴趣点 ＬＳＴＭ 的无监督训练

方法，使用编码器 ＬＳＴＭ 将输入序列映射成固定长

度表示；然后使用单个或多个解码器 ＬＳＴＭ，对其进

行解码以执行输入序列的重构或预测未来序列；最
后对这个无监督的预训练 ＬＳＴＭ 进行微调，以适应

人类行为识别任务。
融入注意力机制的循环网络模型可以提取行为

发生的时空有效区域，有效剔除视频中的冗余信息。
Ｙａｏ 等人［１５］ 介绍了一种时序注意力机制用于视频

标题生成。 Ｂａｚｚａｎｉ 等人［１９］ 提出一种关注度模型学

习视频中的重要区域，对每一帧使用高斯混合进行

视觉关注度建模。 Ｓｈａｒｍａ 等人［１８］ 使用三层 ＬＳＴＭ
网络，引入注意力机制，在网络中加入关注区域的移

动、缩放机制，连续部分信息的序列化输入，学习视

频的关键运动部位。 受这些研究工作的启发，本文

使用光流掩膜对视频中的运动前景区域进行分割，
在不增加模型复杂度的情况下，还能利用重要的运

动信息，能够有效提取场景中显著性区域，实验结果

表明本文方法取得了良好的识别正确率。

２　 模型框架

本文 的 模 型 架 构 如 图 １ 所 示。 首 先 利 用

ＧｏｏｇＬｅＮｅｔ 对视频帧序列进行卷积，提取最后一层

卷积层特征；在 ＬＳＴＭ 中引入关注度机制［１７］，作用

于卷积层特征的每一个区域；利用光流掩膜提取每

一帧的运动前景区域作用于关注度网络，得到新的

关注度权重矩阵，将之与卷积层特征相结合。 作为

ＳＴＡ－ＬＳＴＭ 模型的输入特征，通过对特征的学习，进
而对视频中的行为进行识别。
２．１　 特征提取

本文使用在 ＩｍａｇｅＮｅｔ 数据集上预训练好的

ＧｏｏｇＬｅＮｅｔ 模型，逐层卷积已重新调节大小为 ２２４×
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２２４ 的视频帧序列，提取最后一层卷积层特征。 此

卷积层包含 １ ０２４ 个特征图，包含了输入视频帧的

空间外观信息，其形状为 ７×７×１ ０２４ 大小的特征立

方体。 因此，在每一个时间步长 ｔ， 提取的向量维度

是 ４９×１ ０２４。 将这些特征立方体分解为特征片段：
Ｇ ｔ ＝ ［Ｇ ｔ，１，Ｇ ｔ，２，．．．，Ｇ ｔ，４９］， 这 ４９ 个特征片段对应于

输入视频帧的不同区域，本文的关注度模型就是选

择性地关注这 ４９ 个区域。
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图 １　 ＳＴＡ－ＬＳＴＭ 结构

Ｆｉｇ． １　 Ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｏｆ ＳＴＡ－ＬＳＴＭ

２．２　 时空关注度的表达

使用 ＧｏｏｇＬｅＮｅｔ 得到最后一层卷积层特征之

后，在 ＬＳＴＭ 中引入关注度机制，作用于卷积层特征

的每一个区域。 同时，利用光流掩膜分割有效的运

动前景，从而修正行为发生的有效区域，即本文提出

的 ＳＴＡ－ＬＳＴＭ 模型，如图 ２ 所示。 图中左侧蓝色框

内为初始化记忆单元和隐单元。 为了达到快速收敛

的效果，使用两个三层感知器来初始化 ＳＴＡ－ＬＳＴＭ
模型的记忆单元和隐单元［２０］，以此来计算初始的关

注度得分公式如下：

ｃ０ ＝ １
４９∑

４９

ｉ ＝ １
Ｗｃ，ｉＧ１，ｉ， ｈ０ ＝ １

４９∑
４９

ｉ ＝ １
Ｗｈ，ｉＧ１，ｉ， （１）

其中， Ｗｃ，ｉ 和 Ｗｈ，ｉ 是产生初始记忆单元和隐单

元的三层感知器的权重。

c0

h0

l1
softmax lt xt

Gtst
mt

ht-1

ft it gt ot
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ct
lt+1softmax

ct-1
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图 ２　 单个 ＳＴＡ－ＬＳＴＭ 单元

Ｆｉｇ． ２　 Ｓｉｎｇｌｅ ｕｎｉｔ ｏｆ ＳＴＡ－ＬＳＴＭ

　 　 行为识别中，视频帧中仅有一部分区域和行为

发生相关。 显然，为视频帧中不同的区域分配不同

的关注度权重，只需要关注这些行为发生的区域。
如图 １ 所示，针对打网球这一行为而言，主要关注点

为手臂、球拍和网球本身。 由于视频帧本身是连续

的，相邻帧之间存在强烈的时序依赖关系，所以可以

利用 ｔ － １ 时刻的编码特征来预测 ｔ时刻的关注度权

重，然后用此权重来精炼模型的输入特征， ｔ 时刻单

个 ＳＴＡ－ＬＳＴＭ 单元结构如图 ２ 所示。 使用关注度

模型作用于视频帧中的 ７×７ 个区域来预测 ４９ 个区

域的关注度权重，其得分 ｌｔ，ｉ 可以表示为：

ｌｔ，ｉ ＝
ｅｘｐ（ＷＴ

ｌ， ｉｈｔ －１）

∑
４９

ｊ ＝ １
ｅｘｐ（ＷＴ

ｌ， ｊｈｔ －１）
， （２）

　 　 其中， Ｗｌ，ｉ 表示 ｓｏｆｔｍａｘ 函数对应于第 ｉ 个位置

的权重， ｉ ＝ １，２，．．．，４９，ｔ ＝ １，２，．．．，Ｔ；Ｔ 为序列化帧

数的长度；ｌｔ，ｉ 表示第 ｔ 帧的第 ｉ 个区域的关注度权

重。
　 　 由于场景中存在背景噪声的干扰，而且同

种行为可以发生在不同的场景中，因此，人们利用光

流掩膜对运动前景和后景进行分割，对行为的发生

区域进行初始划分，表示为 ｍｔ，ｉ， 当分割后的第 ｉ 个
区域为运动前景时， ｍｔ，ｉ 为 １；当分割后的第 ｉ 个区

域为背景噪声时， ｍｔ，ｉ 为 ０。 对视频帧的前景和后景

进行分割可以对关注度模型扫描区域加以有效地限

制。 提取出前景区域后，对前景区域中的关注度得

分进行统计求和。 此处，设置和的阈值为 Ｔｈ ，定义

新的时空关注度得分 ｓｔ，ｉ， 如下所示：
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ｓｔ，ｉ ＝

ｍｔ，ｉ ｌｔ，ｉ
∑

ｊ
ｍｔ，ｊ ｌｔ，ｊ

， ∑
ｊ
ｍｔ，ｊ ｌｔ，ｊ ⩾ Ｔｈ

ｌｔ，ｉ ， ｏｔｈｅｒ ．

ì

î

í

ï
ï

ï
ï

（３）

　 　 其中， ｊ ＝ １，２，．．．，４９。
２．３　 ＳＴＡ－ＬＳＴＭ 模型

使用光流掩膜对行为前景和后景进行分割，有
效地限制了关注度模型的关注范围，而不是利用光

流特征和外观特征分别计算关注度得分。 在利用外

观和动作特征的同时还降低了网络复杂度，减少了

计算量。 得到上述关注度得分后，如图 ２ 所示，ＳＴＡ
－ＬＳＴＭ 模型的输入可以表示为：

ｘｔ ＝ ∑
４９

ｉ ＝ １
ｓｔ，ｉＧ ｔ，ｉ， （４）

　 　 ＳＴＡ－ＬＳＴＭ 公式如下：
ｆｔ ＝ σ（Ｗｘ

ｆ ｘｔ ＋ Ｗｈ
ｆ ｈｔ －１ ＋ ｂｆ）， （５）

ｉｔ ＝ σ（Ｗｘ
ｉ ｘｔ ＋ Ｗｈ

ｉ ｈｔ －１ ＋ ｂｉ）， （６）
ｇｔ ＝ ｔａｎｈ（Ｗｘ

ｇｘｔ ＋ Ｗｈ
ｇｈｔ －１ ＋ ｂｇ）， （７）

ｏｔ ＝ σ（Ｗｘ
ｏｘｔ ＋ Ｗｈ

ｏｈｔ －１ ＋ ｂｏ）， （８）
ｃｔ ＝ ｆｔ☉ｃｔ －１ ＋ ｉｔ☉ｇｔ， （９）
ｈｔ ＝ ｏｔ☉ｔａｎｈ（ｃｔ）， （１０）

　 　 其中， Ｗ 和 ｂ 表示 ＬＳＴＭ 参数。 公式（５）、（６）
和（８）中的 ｆｔ 是忘记门， ｉｔ 是输入门， ｏｔ 是输出门。 ｇｔ

如公式（７）计算所得，表示 ｔ 时刻候选记忆单元状

态。 公式（９）和（１０）中的 ｃｔ 和 ｈｔ 表示 ｔ 时刻记忆单

元状态和隐单元状态， ｘｔ 代表 ｔ 时刻的输入特征。
σ（·） 和 ｔａｎｈ（·） 表示 ｓｉｇｍｏｉｄ 和 ｔａｎｈ 激活函数， ☉
表示哈达马积。
　 　 ＳＴＡ－ＬＳＴＭ 模型的核心就是忘记门和输入门，
忘记门根据当前的输入 ｘｔ、 上一时刻状态 ｃｔ －１ 和上

一时刻输出 ｈｔ －１， 共同决定哪一部分记忆需要被遗

忘。 输入门根据 ｘｔ，ｃｔ －１ 和 ｈｔ －１ 决定哪些部分将进入

当前时刻的状态 ｃｔ。 ＳＴＡ－ＬＳＴＭ 结构在计算得到新

的状态 ｃｔ 后，通过输出门根据最新的状态 ｃｔ、 上一

时刻的输出 ｈｔ －１ 和当前的输入 ｘｔ 来决定该时刻的输

出 ｈｔ。
最后，使用 ｓｏｆｔｍａｘ 函数作用于最后一个隐单元

得到最终结果：
ｙｄ ＝ ｓｏｆｔｍａｘ（ＷｓｈＴ ＋ ｂｓ） ． （１１）

　 　 其中， ｙｄ 代表模型预测值； ｄ 表示子序列的样

本编号； Ｗｓ 和 ｂｓ 为 ｓｏｆｔｍａｘ 函数的参数。
２．４　 损失函数

本文的样本损失函数如下：

Ｌ ＝ － ∑
ｆｒａｍｅ－Ｔ＋１

ｄ ＝ １
∑

Ｃ

ｎ ＝ １
ｙ^ｄ，ｎ ｌｏｇｙｄ，ｎ ＋ λ‖θ‖２ （１２）

　 　 其中，第一项表示交叉熵损失函数［２０］，第二项

表示模型其它参数的正则化约束。
式中， ｆｒａｍｅ 为视频的帧数；Ｔ 为序列化帧数的

长度； ｙ^ｄ，ｎ 为类别的真实标签； ｙｄ，ｎ 为模型预测值； Ｃ
为类别种类数； ｎ 为类别编号； λ 为权值衰减系数；
θ 表示模型所有参数的集合。

３　 实　 验

３．１　 数据集

本文方法所用的数据集为 ＵＣＦ１０１［１６］，其中包

含 １３ ３２０ 个视频，分为 １０１ 种行为类别，选取每个

类别视频总数的三分之二作为训练集，剩下的作为

测试集。 所有视频均采集于现实场景，在相机移动、
物体外观、人物姿态等方面变化多样，因此广泛应用

于各种行为分析的研究。
３．２　 实验细节及评价标准

将所有视频分解为视频帧序列，并将分辨率重

新调整为 ２２４ × ２２４ 大小，将视频帧序列输入在

ＩｍａｇｅＮｅｔ 数据集预训练好的 ＧｏｏｇＬｅＮｅｔ 模型中。 本

实验取其最后一层卷积层特征作为 ＳＴＡ－ＬＳＴＭ 模

型的输入，ＳＴＡ－ＬＳＴＭ 结构隐单元的数量为 １ ０２４，
权值 衰 减 系 数 λ 设 为 １０－５， 优 化 算 法 使 用

Ａｄａｄｅｌｔａ［２３］，深度学习框架为 Ｔｈｅａｎｏ［２２］。 模型在训

练和测试时序列化输入帧的数量均为 Ｔ（Ｔ ＝ １６）
帧，将视频帧按照步长为 １ 分成多个 Ｔ 帧的子序列。
在测试阶段，针对每个视频预测其所有子序列的所

属类别，并和标签值相比较统计正确的类别数，作为

该视频的识别正确率，最后对所有视频的正确率求

均值作为最终的识别正确率。
３．３　 实验结果及分析

首先，通过表 １ 来验证本文的时空关注度对识

别效果产生的影响。 其次，通过设置前景区域中时

空关注度得分和不同阈值 （Ｔｈ），观察模型在ＵＣＦ１０１
数据集上的识别效果，见表 ２。 最后将本文方法和当

前一些优秀方法进行比较，比较结果见表 ３。
表 １　 时空关注度因素对实验结果的影响

Ｔａｂ． １ 　 Ｔｈｅ ｉｎｆｌｕｅｎｃｅ ｏｆ ｅｘｐｅｒｉｍｅｎｔ ｒｅｓｕｌｔ ｂｙ ｓｐａｔｉａｌ － ｔｅｍｐｏｒａｌ
ａｔｔｅｎｔｉｏｎ ｆａｃｔｏｒ ％

方法 ＵＣＦ１０１

ＧｏｏｇＬｅＮｅｔ＋ＬＳＴＭ ８１．５

ＧｏｏｇＬｅＮｅｔ＋ＳＴＡ－ＬＳＴＭ ８８．７

　 　 由表 １ 可明显看出，在引入时空关注度后，本文
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所提出的新模型所取得的效果显著，从而证实了本

文方法可以应用于行为识别。
表 ２　 不同 Ｔｈ 值对实验结果的影响

Ｔａｂ． ２　 Ｔｈｅ ｉｎｆｌｕｅｎｃｅ ｏｆ ｅｘｐｅｒｉｍｅｎｔ ｒｅｓｕｌｔ ｂｙ ｄｉｆｆｅｒｅｎｔ Ｔｈ ｖａｌｕｅ ％

Ｔｈ ０．５ ０．６ ０．７ ０．８ ０．９

ＵＣＦ１０１ ８５．８ ８７．３ ８８．７ ８５．２ ８３．０

　 　 由表 ２ 可知，不同的 Ｔｈ 值对实验结果有很大的

影响。 当 Ｔｈ 较小时，不能提供有效的参考区域，当
Ｔｈ 较大时，由于背景噪声、相机移动、光照条件等影

响，造成前景分割的不准确，容易对关注度模型矫正

过度。 经实验验证，当 Ｔｈ 值为 ０．７ 时，识别效果最

佳。
表 ３　 不同方法识别性能对比

Ｔａｂ． ３ 　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒｅｃｏｇｎｉｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ｄｉｆｆｅｒｅｎｔ
ｍｅｔｈｏｄｓ ％

方法 ＵＣＦ１０１

Ｓｏｆｔ Ａｔｔｅｎｔｉｏｎ Ｍｏｄｅｌ［１８］ ８４．９６
Ｃｏｍｐｏｓｉｔｅ ＬＳＴＭ Ｍｏｄｅｌ［１４］ ８４．３

Ｂｅｙｏｎｄ Ｓｈｏｒｔ Ｓｎｉｐｐｅｔｓ Ｍｏｄｅｌｓ［２１］ ８８．６
ＲＭＤＮ［１９］ ８２．８
本文方法 ８８．７

　 　 表 ３ 表明，与当前一些优秀方法相比，本文方法

所达到的识别正确率更高。 而且，相比于其它关注

度方法而言，本文通过光流掩膜分割运动前景区域

后，模型能够更有效地关注视频中显著区域，提高识

别效率的同时并没有增加模型复杂度。 如图 ３ 所

示，图中（ａ）、（ｂ）、（ｃ）分别表示原始视频帧、本文方

法所学习到的显著性区域、Ｓｏｆｔ Ａｔｔｅｎｔｉｏｎ Ｍｏｄｅｌ 学习

到的显著性区域，可以看出本文方法能够更准确地

学习显著性区域。 为了进一步论证本文关注度网络

的效果，如图 ４ 所示，在“颠球”这一行为中，本文方

法可以准确地捕捉足球、膝盖和脚等显著性区域。

　 （ａ） 原始视频帧 　 　 （ｂ） 本文关注度 　 　 （ｃ） 软关注度

　 （ａ） ｒａｗ ｆｒａｍｅ　 　 　 （ｂ） ｏｕｒ ａｔｔｅｎｔｉｏｎ　 　 　 （ｃ） ｓｏｆｔ ａｔｔｅｎｔｉｏｎ
图 ３　 本文方法与 Ｓｏｆｔ Ａｔｔｅｎｔｉｏｎ Ｍｏｄｅｌ 的关注度可视化比较

Ｆｉｇ． ３ 　 Ｖｉｓｕａｌ ａｔｔｅｎｔｉｏｎ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ｓｏｆｔ ａｔｔｅｎｔｉｏｎ ｍｏｄｅｌ
ａｎｄ ｏｕｒ ｍｅｔｈｏｄ

图 ４　 关注度的效果

Ｆｉｇ． ４　 Ｔｈｅ ｅｆｆｅｃｔ ｏｆ ａｔｔｅｎｔｉｏｎ

　 　 为了更详细地观察本文方法的细节效果，逐帧

定位单个视频的具体识别情况。 这里以该帧为首的

子序列的识别正确率作为该帧的识别正确率。 抽取

一个行为类别为“扣篮（Ｂａｓｋｅｔｂａｌｌ Ｄｕｎｋ）”的视频，
如图 ５ 所示，观察该视频全部帧的识别情况。 为了

便于观察，本图只选取识别正确率排名前三的类别，
如图 ６ 所示， 分别为 “扣篮”、 “投篮 （ Ｂａｓｋｅｔｂａｌｌ

Ｓｈｏｏｔｉｎｇ）”和“扣球（Ｖｏｌｌｅｙｂａｌｌ Ｓｐｉｋｉｎｇ）”。 显然，本
文方法将该视频正确地识别为“扣篮”，因为“投篮”
和“扣篮”的相同点就是这两种行为都需要篮球，
“扣球”和“扣篮”相似之处在于“扣”这一动作特

性，在不影响判别准确性的前提下，本文方法也将

“扣篮”这一行为以微小的概率预测成“投篮”或者

“扣球”这两种行为。

图 ５　 表示扣篮行为的五帧

Ｆｉｇ． ５　 Ｆｉｖｅ ｆｒａｍｅｓ ｒｅｐｒｅｓｅｎｔｉｎｇ ｔｈｅ ａｃｔｉｖｉｔｙ ｏｆ ｂａｓｋｅｔｂａｌｌ ｄｕｎｋ
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图 ６　 每一帧属于所有类别的概率

Ｆｉｇ． ６　 Ｔｈｅ ｐｒｏｂａｂｉｌｉｔｙ ｏｆ ｅａｃｈ ｆｒａｍｅ ｂｅｌｏｎｇｉｎｇ ｔｏ ａｌｌ ｃｌａｓｓｅｓ

４　 结束语

本文提出一种循环时空关注度网络，用于视频

中的行为识别。 通过外观等特征学习视频中的显著

性区域，同时利用光流掩膜分割运动前景区域对关

注度网络学习到的显著性区域进行校准划分，使得

模型能够更准确地关注视频中的显著性区域从而捕

捉更重要的信息，提高行为识别效率。 实验结果表

明，与当前一些优秀方法相比，本文方法所达到的识

别正确率更高。 相对于 ＵＣＦ１０１ 的行为类别较为简

单易理解。 未来，希望本文的方法可以应用于更加

复杂的视频场景中，如大型监控场景下的视频理解、
异常检测等，将有助于维护公共安全等领域。
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