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基于改进 Ｙｏｌｏｖ３ 的目标检测的研究

晏世武， 罗金良， 严　 庆

（南华大学 机械工程学院， 湖南 衡阳 ４２１００１）

摘　 要： 目标检测在视频监控、无人驾驶系统、机械自动化等领域起着重要作用。 在如今大数据的背景下，为进一步提高

Ｙｏｌｏｖ３ 在不同数据集下的性能，本文以 ＫＩＴＴＩ 数据集为基础，利用重新调整 ａｎｃｈｏｒ 数值和增加尺度融合的方法改进 Ｙｏｌｏｖ３，
并通过增加数据的方法平衡类别，进一步提高 Ｙｏｌｏｖ３ 性能。 实验结果表明，改进的 Ｙｏｌｏｖ３ 较原始的框架，其 ｍＡＰ 提高了近

５．３１％，从侧面说明改进的 Ｙｏｌｏｖ３ 具有较高的实用价值。
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０　 引　 言

目标检测能够对图像或视频中的物体进行准确

分类和定位，在监控、无人驾驶、机械自动化等领域

中起着至关重要的作用。 早前的目标检测是通过人

工提取特征的方法，使用 ＤＰＭ 模型，并在图像上进

行窗口滑动的方法进行目标的定位，这种方法十分

耗时且精度不高。 随着信息时代的快速发展，如今

的数据量成几何式地增长，再使用人工提取特征的

方式是十分不明智的。 自 ２０１２ 年 Ａｌｅｘｎｅｔ［１］ 在

ＩＬＳＶＲＣ（Ｌａｒｇｅ Ｖｉｓｕａｌ Ｒｅｃｏｇｎｉｔｉｏｎ Ｃｈａｌｌｅｎｇｅ）比赛中

大放光彩以来，学者们不断地使用卷积神经网

络［２－４］（Ｃｏｎｖｏｌｕｔｉｏｎ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，ＣＮＮ ）设计新的

目标检测框架，并出现了 Ｆａｓｔｅｒ ＲＣＮＮ［５－７］、ＳＳＤ［８］、
Ｙｏｌｏｖ３［９－１１］ 等高性能的目标检测框架，并且在实践

中展现出强大性能。
在如今较为主流目标检测框架中，Ｙｏｌｏｖ３ 在检测

速度和精度的平衡性方面表现较好，人们不断在各种

领域使用 Ｙｏｌｏｖ３ 实现目标检测功能。 然而原始的

Ｙｏｌｏｖ３ 架构并不能在各种数据集下均表现出色，对于

小目标物体会出现定位不准确的和漏检的情况。 本

文针对 Ｙｏｌｏｖ３ 的问题，设计以下改进方法：
（１）针对目标定位不准确的问题，对于不同的

数据集，重新调整 ａｎｃｈｏｒ 的数值；
（２）针对小目标难检和漏检的情况，增加一个

尺度融合；
（３）通过增加较少类别的物体数的方式平衡类

别来优化 Ｙｏｌｏｖ３。

１　 Ｙｏｌｏｖ３ 及其改进方式

１．１　 Ｙｏｌｏｖ３ 框架

Ｙｏｌｏｖ３ 是目标检测算法之一，是基于回归的方

式进行特征提取，通过端到端的过程训练网络，最终

在多尺度融合的特征层中回归出目标的类别与位

置。 端到端的训练方式使得分类与定位过程为一

体。 其两者共同的损失函数参与反向传播计算，在
节约特征提取时间的同时又提升了精度，满足了目

标检测的实时性需求。 Ｙｏｌｏｖ３ 目标检测框架如图 １



所示。

图 １　 Ｙｏｌｏｖ３ 框架［９］

Ｆｉｇ． １　 Ｔｈｅ ｆｒａｍｅｗｏｒｋ ｏｆ Ｙｏｌｏｖ３［９］

　 　 图 １ 中提取曾为 Ｄａｒｋｎｅｔ－５３ 的网络结构，该结

构以 ２５６×２５６ 图片作为输入，大量使用 １×１ 和 ３×３
的卷积层进行堆砌，并使用残差网络［１２］（如图 ２ 所

示）将浅层信息传递到深层，可在增加网络深度的

同时不引起梯度爆炸等问题，图 １ 中最左边的数字

即代表所重复的残差网络模块的个数；Ｙｏｌｏｖ３ 结构

在检测方面采用的是多尺度检测策略，使用 ３２×３２、
１６×１６、８×８ 三个不同尺寸的特征图进行检测输出。
原图进行尺寸映射到检测特征层的每个点上，且每

个点有 ３ 个预测框，因此在三个特征层检测上共有

４ ０３２ 个预测框，该预测数极大满足了检测多类物体

的需要。 最终使用 ｌｏｇｉｓｔｉｃ 回归，对每个预测框进行

目标性评分，根据目标性评分来选择满足需求的目

标框，并对这些目标框进行预测。

3?3conv

1?1conv

3?3conv

图 ２　 残差网络

Ｆｉｇ． ２　 Ｒｅｓｉｄｕａｌ ｎｅｔｗｏｒｋ

１．２　 ａｎｃｈｏｒｓ 的设置

在 Ｙｏｌｏｖ３ 目标检测框架中 ａｎｃｈｏｒ 十分重要，它
是由当前数据集通过 ｋｍｅａｎｓ 聚类算法［１３］ 统计出来

的，合适的 ａｎｃｈｏｒ 值能够降低网络架构的损失值，
加快收敛。 在原始的 Ｙｏｌｏｖ３ 网络层中，用于检测物

体的特征层为 ３２ｘ３２、１６ｘ１６、８ｘ８ 大小的特征提取

层，这些特征层可以映射到原始图像，即原始图像被

切分为对应特征层的网格大小（ｇｒｉｄ ｃｅｌｌ）。 如果真

实框（ｇｒｏｕｎｄ ｔｒｕｔｈ）中某个物体的中心坐标落在 ｇｒｉｄ
ｃｅｌｌ 里，就由该 ｇｒｉｄ ｃｅｌｌ 预测该物体，并且每个 ｇｒｉｄ
ｃｅｌｌ 预测 ３ 个边界框，其边界框的大小由 ａｎｃｈｏｒ 值

决定，然后对预测的边界框与真实框的交互比

（ＩＯＵ）来选出超过 ＩＯＵ 值的边界框去进行检测，为
进一步减少不必要的检测次数，使用设置目标置信

度的方法，当预测框的置信度小于该设定值就不再

去检测该框。
本文训练使用的 ＫＩＴＴＩ 数据集，而原始 Ｙｏｌｏｖ３

中的 ａｎｃｈｏｒ 值是使用 ＣＯＣＯ［１４］ 数据集得到的。 因

此，为提升本文物体的定位精度，重新使用 ｋｍｅａｎｓ
算法去统计是十分必要的，且由于 ＫＩＴＴＩ［１５］ 数据集

的图片较大，本文将 Ｙｏｌｏｖ３ 的初始图片大小设为

６０８×６０８，其对应特征层的大小也相应的会改变。
ＣＯＣＯ 数据集和 ＫＩＴＴＩ 的 ａｎｃｈｏｒ 值分别见表 １、表 ２。

表 １　 ＣＯＣＯ 数据集的 ａｎｃｈｏｒ 值
Ｔａｂ． １　 Ｔｈｅ ｖａｌｕｅ ｏｆ ａｎｃｈｏｒ ｉｎ ＣＯＣＯ ｄａｔａｓｅｔ

特征层 特征图大小 ａｎｃｈｏｒ 值

特征层 １ ８×８ （１１６，９０）、（１５６，１９８）、（３７３，３２６）

特征层 ２ １６×１６ （３０，６１）、（６２，４５）、（５６，１１９）

特征层 ３ ３２×３２ （１０，１３）、（１６，３０）、（３３，２３）

表 ２　 ＫＩＴＴＩ数据集的 ａｎｃｈｏｒ 值
Ｔａｂ． ２　 Ｔｈｅ ｖａｌｕｅ ｏｆ ａｎｃｈｏｒ ｉｎ ＫＩＴＴＩ ｄａｔａｓｅｔ

特征层 特征图大小 ａｎｃｈｏｒ 值

特征层 １ １９×１９ （８９，１５７）、（１２１，２６７）、（１８１，３４６）

特征层 ２ ３８×３８ （２３，１６８）、（５５，１００）、（４４，２８０）

特征层 ３ ７６×７６ （１６，４１）、（１１，９８）、（３１，６６）

１．３　 多尺度检测

Ｙｏｌｏｖ３ 目标检测框架中使用了多尺度检测，即
上文所提到的 １９×１９、３８×３８、７６×７６ 三个特征层同

时检测图像或视频中的物体，且根据 ａｎｃｈｏｒ 中的值

预先画出预测边界框。 这种方式对中大型物体具有

很好的检测效果，但是对于小物体存在难检或漏检

的情况。 本文针对 ＫＩＴＴＩ 数据集，增加一个特征尺

度以提升检测精度。 三尺度与四尺度检测模型如图

３、４ 所示，由于增加了一个特征尺度，则 ａｎｃｈｏｒ 值也
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需要重新调整，见表 ３。

76?76 38?38 19?19

Yolov3检测

图 ３　 三尺度检测

Ｆｉｇ． ３　 Ｔｈｅ ｔｈｒｅｅ ｓｃａｌｅ ｆｕｓｉｏｎ ｏｆ ｄｅｔｅｃｔｉｏｎ

Yolov3检测

152?152 76?76 38?38 19?19

图 ４　 四尺度检测

Ｆｉｇ． ４　 Ｔｈｅ ｆｏｕｒ ｓｃａｌｅ ｆｕｓｉｏｎ ｏｆ ｄｅｔｅｃｔｉｏｎ
表 ３　 ＫＩＴＴＩ数据集的 ａｎｃｈｏｒ 值

Ｔａｂ． ３　 Ｔｈｅ ｖａｌｕｅ ｏｆ ａｎｃｈｏｒ ｉｎ ＫＩＴＴＩ ｄａｔａｓｅｔ

特征层 特征图大小 ａｎｃｈｏｒ 值

特征层 １ １９×１９ （１１５，２０７）、（１３６，３０７）、（１９３，３５４）

特征层 ２ ３８×３８ （５５，１２６）、（８７，１３９）、（５９，２９５）

特征层 ３ ７６×７６ （３４，８９）、（５５，７４）、（２９，２２２）

特征层 ４ １５２×１５２ （１４，４１）、（２６，５５）、（１３，１１８）

１．４　 平衡数据类别

本文训练的数据集为 ＫＩＴＴＩ，它是由德国卡尔

斯鲁厄理工学院和丰田美国技术研究院联合创办，
是目前国际上最大的自动驾驶场景下的计算机视觉

算法评测数据集。 标注了九个类别的物体，分别为

Ｃａｒ、Ｖａｎ、 Ｔｒｕｃｋ、 Ｐｅｄｅｓｔｒｉａｎ、 Ｐｅｒｓｏｎ ＿ ｓｉｔｔｉｎｇ、 ＣｙＣｌｉｓｔ、
Ｔｒａｍ、Ｍｉｓｃ、ＤｏｎｔＣａｒｅ。 由于车辆的数据集较多而其

它的数据较小，有结合 ＣＮＮ 需要大量数据集的特

点。 本文对 ＫＩＴＴＩ 数据集中类别进行合并，合并策

略如下：
（１ ） Ｃａｒ、 Ｖａｎ、 Ｔｒｕｃｋ、 Ｔｒａｍ 合 为 一 类， 记 为

Ｖｅｈｉｃｌｅ；
（２） Ｐｅｄｅｓｔｒｉａｎ、Ｐｅｒｓｏｎ ＿ ｓｉｔｔｉｎｇ 合为一类，记为

Ｐｅｒｓｏｎ；
（３）Ｃｙｃｌｉｓｔ 自成一类；
（４）忽略 Ｍｉｓｃ 和 ＤｏｎｔＣａｒｅ。
三个类别的数量见表 ４。

表 ４　 每个类别图像数量

Ｔａｂ． ４　 Ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｉｍａｇｅｓ ｉｎ ｅｖｅｒｙ ｌａｂｅｌ

类别 数量 ／ 张

Ｖｅｈｉｃｌｅ ３３ ２６１

Ｐｅｒｓｏｎ ４ ７０９

Ｃｙｃｌｉｓｔ １ ６２７

　 　 从表 ４ 可看出 Ｖｅｈｉｃｌｅ 图像数量充足，而 Ｐｅｒｓｏｎ
和 Ｃｙｃｌｉｓｔ 类别的数量过少，不利于 ＣＮＮ 提取特征。
因此本文增加 ＩＮＲＩＡＰｅｒｓｏｎ 数据集以扩充 Ｐｅｒｓｏｎ 数

据集，从百度图片中下载 Ｃｙｃｌｉｓｔ 图片并标注以扩充

Ｃｙｃｌｉｓｔ 数据集，扩充后的数据集情况见表 ５。
表 ５　 扩充后每个类别图像数量

Ｔａｂ． ５ 　 Ｔｈｅ ｖａｌｕｅ ｏｆ ａｎｃｈｏｒ ｉｎ ＫＩＴＴＩ ｄａｔａｓｅｔ ａｆｔｅｒ ｄａｔａ

ａｕｇｕｍｅｎｔａｔｉｏｎ

类别 数量 ／ 张 增加数量 ／ 张

Ｖｅｈｉｃｌｅ ３３ ２６１ ８１
Ｐｅｒｓｏｎ ４ ７０９ １ ３４９
Ｃｙｃｌｉｓｔ １ ６２７ １ ７１７

２　 实　 验

２．１　 实验设备

本文使用的基础 Ｙｏｌｏｖ３ 网络架构是 Ｄａｒｋｎｅｔ５３，
并使用 ＧＰＵ 对训练网络进行加速计算，其使用的计

算机参数见表 ６。
表 ６　 实验用计算机配置参数

Ｔａｂ． ６　 Ｔｈｅ ｐａｒａｍｅｔｅｒｓ ｏｆ ｔｈｅ ｅｘｐｅｒｉｍｅｎｔ ｃｏｍｐｕｔｅｒ

硬件 型号

处理器 ＡＭＤ Ｒｙｚｅｎ ５ ２６００Ｘ 六核

内存（１６ Ｇ） 威刚 ＤＤＲ４ ２ ６６７ ＭＨｚ
主硬盘 ＮＶＭｅ ＳＳＤＰＥＫＫＷ２５

显卡 Ｎｖｉｄｉａ ＧｅＦｏｒｃｅ ＧＴＸ １０６０ ６ ＧＢ

２．２　 实验结果与分析

本文实验通用参数见表 ７。 首先使用 Ｙｏｌｏｖ３ 原

始结构训练并测试未扩充前 ＫＩＴＴＩ 数据；重新计算

ａｎｃｈｏｒ 值后，重新训练并测试数据；增加一个检测尺

度后；训练测试 ＫＩＴＴＩ 数据集；扩充 ＫＩＴＴＩ 数据集，
重新训练后测试数据。 测试结果见表 ８。

表 ７　 通用实验参数

Ｔａｂ． ７　 Ｔｈｅ ｐａｒａｍｅｔｅｒｓ ｏｆ ｔｈｅ ｂａｓｉｃ ｅｘｐｅｒｉｍｅｎｔ

参数名称 参数值

ｂａｔｃｈ ３２
ｓｕｂｄｉｖｉｓｉｏｎｓ ３２
ｍｏｍｅｎｔｕｍ ０．９

ｄｅｃａｙ ０．０００ ５
ｌｅａｒｎｉｎｇ＿ｒａｔｅ ０．００１

表 ８　 实验结果

Ｔａｂ． ８　 Ｅｘｐｅｒｉｍｅｎｔ ｒｅｓｕｌｔ

实验 ｍＡＰ

原始 Ｙｏｌｏｖ３ 架构＋未扩充前数据 ０．７３８ １

原始 Ｙｏｌｏｖ３ 架构＋重新计算 ａｎｃｈｏｒ 值 ０．７７１ ７

增加一个检测尺度＋重新计算 ａｎｃｈｏｒ 值 ０．７８１ ９

四尺度 Ｙｏｌｏｖ３ 架构＋数据扩充 ０．７９１ ２

４１３ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 ９ 卷　



　 　 实验分析：原始 Ｙｏｌｏｖ３ 架构的 ａｎｃｈｏｒ 值是由

ＣＯＣＯ 数据集得到的，当为新的数据集时，使用

ｋｍｅａｎｓ 算法重新计算 ａｎｃｈｏｒ 值，能够提升数据集的

ｍＡＰ 值；对于 ＫＩＴＴＩ 数据集中的小目标物体，增加

一个检测尺度并重新计算 ａｎｃｈｏｒ 值，能够提升网络

架构的性能；当数据集中类别中图像过少可以进行

数据扩充来提升数据集的 ｍＡＰ 值。 其中四尺度

Ｙｏｌｏｖ３ 的检测效果如图 ５ 所示。

图 ５　 检测效果

Ｆｉｇ． ５　 Ｔｈｅ ｅｆｆｅｃｔ ｏｆ ｄｅｔｅｃｔｉｏｎ

３　 结束语

（１）Ｙｏｌｏｖ３ 是目标检测框架中较为优秀的架

构，仅使用原始的 Ｙｏｌｏｖ３ 架构去训练和测试未扩充

前的 ＫＩＴＴＩ 数据，其 ｍＡＰ 值约为 ０．７３８１；
（２）重新计算 ａｎｃｈｏｒ 值，对于 ＫＩＴＴＩ 数据集的

精度有近 ０．０３３６ 的提升。 因此，当使用 Ｙｏｌｏｖ３ 架构

训练不同的数据集时，需要重新计算 ａｎｃｈｏｒ 值，它
对 Ｙｏｌｏｖ３ 性能有较大的提升作用；

（３）增加 Ｙｏｌｏｖ３ 网络结构的检测尺度，对于小

目标有较为不错的检测效果，其 ｍＡＰ 值达到 ０．
７８１９，提升近 ０．０１０２ 的效果；

（４）ＣＮＮ 训练需要大量的数据，当图像数据较

少时，可适当地增加数据，最终其 ｍＡＰ 值为 ０．７９１２，
对于最初的实验结果来说有近 ０．０５３１ 的提升，具有

较为理想的检测效果。
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