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基于异步深度强化学习的城市智能交通控制方法

徐恩炷， 朱海龙， 刘靖宇， 石晔琼， 尹启天

（哈尔滨师范大学 计算机科学与信息工程学院， 哈尔滨 １５００２５）

摘　 要： 本文针对城市智能交通信号控制领域存在的控制效果差，算法收敛速度慢等问题，提出了一种基于异步优势行动

者—评论者算法的深度强化学习的城市智能交通控制算法。 首先抽象出交通路口的特征，输入到由神经网络构成的智能体，
通过多个智能体异步学习，解决了传统方法控制效果不理想、训练耗时过长的问题。 通过在开源交通模拟软件 ｓｕｍｏ 上进行

仿真，对比固定时间和传统方法控制的交通路口信号灯，不同的交通流量情况下的交通路口通行效率都有所提高。 实验证明

本文提出的方法可以有效解决城市交通路口信号灯控制问题。
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０　 引　 言

随着经济的发展及科技的进步，城市中的机动

车越来越多，交通拥堵问题逐渐开始显现。 导致城

市交通拥堵的一个重要原因是城市道路交叉口的交

通信号灯调度不合理，因此需要合理的交通信号灯

调度来地缓解城市交通路口的拥堵。 城市交通控制

系统目的在于更好地控制城市交通路口交通信号

灯，利用现有交通网络道路的基础设施，在没有增加

大量成本的情况下有效缓解城市交通路口的交通拥

堵。 但是，设计适合的城市交通控制系统仍然是当

前智能交通领域的热点和难点。
本文提出的方法主要优点在于：
（１）使用异步多线程技术，有效利用计算机资

源。
（２）所有实验都在国际主流的开源交通模拟软

件 ｓｕｍｏ 上进行了仿真实验，方法的可信性和可靠性

得到了充分验证。
（３）通过多次实验选择了合适的超参数，使得

控制的稳定性得到了提高，程序执行的时间减少。

１　 研究现状和存在的问题

城市交通控制系统的研究大致经历了以下几个

阶段，早期的城市交通控制系统主要建立在一些简

化的交通流模型上，并假设短期内交通路口的流量

不变［１］。 这种人工设置固定时间的时序方法存在

一些不足：这种方法严重依赖于交通路口调度人员

的经验；固定时序的交通信号灯在面对交通突发状

况时无法做出有效地应对。 随着人工智能理论和智

能控制技术的快速发展，出现了基于强化学习的城

市交通控制方法。 已成功用于除交通控制以外的许

多应用［２］。 对于交通控制问题，基于强化学习的方



法通常将交通路口周围的交通流状态视为可观察状

态，将信号时序计划的变化视为动作，并将交通控制

的效果视为反馈。 在经过特征提取之后，交通控制

问题可以被视为传统强化学习问题并通过使用一些

传统强化学习算法来解决。 基于基本强化学习的方

法考虑了孤立交通路口的信号时序。 其中大多数都

是使用 Ｑ－Ｌｅａｒｎｉｎｇ［３］和 ＳＡＲＳＡ［４］ 等经典算法，用于

控制单个交通路口的交通信号灯。 但是传统的基于

强化学习的方法使用表格来记录和描述状态和动作

之间的关系。 因此，很难将其用于具有多个交通路

口的城市交通控制问题，因为状态—动作空间的维

度太大而无法学习。
深度学习作为人工智能研究的最新和成功的突

破之一，已被引入并与强化学习方法相结合。 深度

强化学习的好处在于其能够通过使用比表格更有效

的数据结构（深度神经网络）来快速学习和捕获状

态和动作之间的关系。 深度学习和强化学习的整

合，就是广为人知的深度强化学习，已经成功解决如

视频游戏［５］、围棋游戏［６］ 以及许多其它问题。 Ｌｉ 等
人最早提出了使用深度强化学习方法解决交通控制

问题。 在文章中，研究人员将这种方法应用于不同

的情景，通过新的流量状态编码方法或使用不同的

模型（如深度确定性策略梯度），这些方法也得到了

改进。 但是，现有的基于深度强化学习的城市交通

控制方法在具有多个交通路口的场景中并不具有很

好的控制效果。 第一，一些深度神经网络（例如深

度 Ｑ 网络）用于模型状态和动作之间的关系不适合

包含多个交通路口的交通控制问题。 第二，当交通

路口之间的相关性变高时，一些简单的奖励函数就

无法很好地描述交通系统的状态。 第三，一些用于

训练基于深度强化学习的城市交通控制模型的算

法，无法在解决方案空间探索和最优解决方案之间

保持适当的平衡，这些算法收敛太慢而无法成为大

规模城市交通信号控制问题的成功方案。

２　 强化学习算法

２．１　 异步多智能体强化学习算法

为了解决上述问题，本文提出一种利用异步优

势行动者—评论者深度强化学习算法的城市智能交

通控制系统。 使用新的强化学习的奖励函数，对城

市交通路口的信号灯进行自适应控制。 本文提出的

城市交通控制方法，不仅解决了多个交通路口之间

的协作问题及强化学习状态空间的表达，并且有效

控制方案的时间得到了降低，有效地提高了城市交

通路网的路口通行效率。
２．２　 异步优势行动者—评论者算法

本文提出的基于异步优势行动者—评论者

（ａｓｙｎｃｈｒｏｎｏｕｓ ａｄｖａｎｔａｇｅ ａｃｔｏｒ－ｃｒｉｔｉｃ， Ａ３Ｃ）方法的深

度强化学习，较好地解决了系统的深度强化学习的

收敛速度慢、学习效果差等问题。 在异步深度强化

学习方法中，Ａ３Ｃ 在各类动作空间的任务控制上表

现最 佳［７－１０］。 其 合 并 了 以 值 函 数 为 基 础 （ Ｑ
ｌｅａｒｎｉｎｇ）和以动作概率为基础 （Ｐｏｌｉｃｙ Ｇｒａｄｉｅｎｔｓ）两
类强化学习算法［１１］。 Ａ３Ｃ 具有基于奖励值的优化

模式和对高维数据的快速优化决策能力。 算法原理

如图 １ 所示。

策略∏(s)评论者V(s)

神经网络

输入(s)

环境n
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评论者V(s)策略∏(s)
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图 １　 异步优势行动者－评论者算法原理
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２．３　 场景介绍

交通路网的示意如图 ２ 所示。 交通网络由 ２ 条

南北方向的道路和 ２ 条东西方向的道路组成，每条

道路长 ５００ ｍ，这 ４ 条道路构成了 ４ 个交通路口。
每条道路都是双向四车道。 将交通路网的 ４ 个路口

的等待车辆数量作为一个一维数组，输入神经网络。

图 ２　 交通路网

Ｆｉｇ． ２　 Ｔｒａｆｆｉｃ ｎｅｔｗｏｒｋ

　 　 动作集合：每个交通路口的车辆有 ４ 种状态，南
北直行、东西直行、南北左转、东西左转。 右转总是

被允许。 场景如图 ３、图 ４ 所示。

图 ３　 交通路口信号灯示意图

Ｆｉｇ． ３　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｔｒａｆｆｉｃ ｉｎｔｅｒｓｅｃｔｉｏｎ ｌｉｇｈｔｓ

南北直行 南北左转

东西左转 东西直转

图 ４　 交通路口车辆转弯的方向

Ｆｉｇ． ４　 Ｄｉｒｅｃｔｉｏｎ ｏｆ ｔｕｒｎｉｎｇ ｉｎ ｔｒａｆｆｉｃ ｉｎｔｅｒｓｅｃｔｉｏｎｓ

２．４　 算法设计

控制交通信号的智能体是由一个深度神经网络

构成。 这个神经网络是一个全连接神经网络，结构

为 ４∗１０∗２０∗１０∗４，。 输出层有 ４ 个神经元，每
一个神经元对应着一个交通路口，每个神经元有 ４
种状态，对应着交通路口的 ４ 种状态。

学习算法：使用异步优势行动者—评论者算法

将异步方法引入到深度强化学习中，代替经验重放

机制；利用多线程技术使多个模型同时训练打破数

据间的相关性，提升算法的学习效果、学习速度和学

习稳定性。
算法过程如下：
设公共部分的 Ａ３Ｃ 神经网络结构，对应参数 θ，ｗ，

本线程的 Ａ３Ｃ 神经网络结构，对应参数 θ′，ｗ′， 全局共

享的迭代轮数 Ｔ，全局最大迭代次数 Ｔｍａｘ，线程内单次

迭代时间序列最大长度 Ｔｌｏｃａｌ，状态特征维度 ｎ，动作集

Ａ，步长 α，β，熵系数 ｃ， 衰减因子 γ，探索率 ε。
输入：公共部分的 Ａ３Ｃ 神经网络参数 θ，ｗ
（１） 更新时间序列 ｔ ＝ １；
（２）重置 Ａｃｔｏｒ 和 Ｃｒｉｔｉｃ 的梯度更新量： ｄθ←０，

ｄｗ ← ０；
（３）从公共部分的 Ａ３Ｃ 神经网络同步参数到本

线程的神经网络： θ′ ＝ θ， ｗ′ ＝ ｗ；
（４） ｔｓｔａｒｔ ＝ ｔ， 初始化状态 ｓｔ；
（５）基于策略 π（ａｔ ｜ ｓｔ；θ） 选择出动作 ａｔ；
（６）执行动作 ａｔ 得到奖励 ｒｔ 和新状态 ｓｔ ＋１；
（７） ｔ ← ｔ ＋ １， Ｔ ← Ｔ ＋ １，
（８）如果 ｓｔ 是终止状态，或 ｔ － ｔｓｔａｒｔ ＝＝ ｔｌｏｃａｌ，则进

入步骤（９），否则回到步骤（５）；
（９）计算最后一个时间序列位置 ｓｔ 的 Ｑ（ ｓ，ｔ）：

　 　 Ｑ（ ｓ，ｔ） ＝

　 　
０ ｔｅｒｍｉｎａｌ ｓｔａｔｅ
Ｖ（ ｓｔ，ｗ′） ｎｏｎｅ ｔｅｒｍｉｎａｌ ｓｔａｔｅ，ｂｏｏｔｓｔｒａｐｐｉｎｇ，{

（１０）ｆｏｒ ｉ ∈ （ ｔ － １，ｔ － ２，．．．，ｔｓｔａｒｔ）：
①计算每个时刻的 Ｑ（ ｓ，ｉ）：

Ｑ（ ｓ，ｉ） ＝ ｒｉ ＋ γＱ（ ｓ，ｉ ＋ １），
　 　 ②累计 Ａｃｔｏｒ 的本地梯度更新：

ｄθ ← ｄθ ＋ Ñθ
′ｌｏｇπθ

′（ ｓｉ，ａｉ）（Ｑ（ ｓ，ｉ）
－ Ｖ（Ｓｉ，ｗ′）） ＋ ｃ Ñθ

′Ｈ（π（ ｓｉ，θ′）），
　 　 ③累计 Ｃｒｉｔｉｃ 的本地梯度更新：

ｄｗ ← ｄｗ ＋
∂（Ｑ（ ｓ，ｉ） － Ｖ （Ｓｉ，ｗ′） ２）

∂ｗ′ ，

　 　 （１１）更新全局神经网络的模型参数：

６６１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 ９ 卷　



θ ＝ θ － αｄθ， ｗ ＝ ｗ － βｄｗ．
　 　 （１２）如果 Ｔ ＞ Ｔｍａｘ，则算法结束，输出公共部分

的 Ａ３Ｃ 神经网络参数 θ，ｗ， 否则进入步骤（３）。

３　 实验结果与总结

实验结果见表 １，使用异步优势行动者—评论

者学习算法的城市智能交通信号灯，比传统的强化

学习和固定时间的交通信号灯的控制效果有了明显

的提升。 而且本文提出的算法具有很好的适应能

力，在不同的通行量的情况下，算法的执行效果都很

好。 表明算法具有很好的鲁棒性。
表 １　 算法对比结果

Ｔａｂ． １　 Ｃｏｍｐａｒｉｓｏｎ ｔｅｓｔ ｒｅｓｕｌｔｓ

通行数量 ／ 小时 对比算法 效率提升 ／ ％
３ ０００ ｑ－ｌｅａｒｎｉｎｇ １２．１４

固定时间 ２５．３５
３ ５００ ｑ－ｌｅａｒｎｉｎｇ １１．９６

固定时间 ２４．１５

４ ０００ ｑ－ｌｅａｒｎｉｎｇ １１．２４

固定时间 ２４．５２

４　 结束语

本文通过分析传统方法，提出了一种基于异步深

度强化学习算法的城市智能交通控制方法，该方法在

具有多个交通路口的城市交通路网控制方面不仅控

制效果得到了提高，同时充分利用了计算机资源，使得

算法在控制效果提升的同时算法收敛所用的时间相比

于传统的方法也有了减少。 但是该方法还存在一些可

以改进的空间，比如在更为复杂的大规模城市交通路

网、具有行人的交通场景等，是下一步的研究目标。
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（上接第 １６３ 页）
标识别与跟踪等热门领域的需求，为进一步实现核

环境下自主式导航机器人提供了基础。
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