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基于迁移学习与模型融合的犬种识别方法
李思瑶， 刘宇红， 张荣芬

（贵州大学 大数据与信息工程学院， 贵阳 ５５０００２）

摘　 要： 犬种识别研究属于细粒度图像分类的典型代表，使用传统图像分类方法与普通卷积神经网络进行犬种识别，会出现

准确率普遍很低等问题。 本文提出了一种将迁移学习与模型融合相结合的方法。 通过运用四种常用的卷积神经网络模型分

别进行部分图像的特征提取，选取表现最佳的两种模型 Ｉｎｃｅｐｔｉｏｎ＿ｖ３ 以及 Ｒｅｓｎｅｔ１５２＿ｖ１ 进行双模型融合，将得到的融合网络

用于犬种图像进行迁移学习训练。 针对 １２０ 类犬种图片，训练得到了验证集精度可达 ９３．０２％的网络模型。 同时考虑将测试

集图片经过 ＹＯＬＯ 目标检测算法识别，定位目标区域后再送入网络，实验结果表明该方法在融合模型中能进一步提高犬种识

别检测精度。
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０　 引　 言

深度学习（Ｄｅｅｐ Ｌｅａｒｎｉｎｇ）的概念源于人工神经

网络的研究，深度学习实际上是深度神经网络

ＤＮＮ。 而神经网络技术的开展可以追溯到 １９４３
年［１］。 近年来，深度学习在目标检测、表情识别、目
标跟踪等诸多领域有了巨大的研究进展，特别是在

图像分类方面有许多突破。 目前大部分的图像分类

工作都集中在通用分类，比如对手写体数字的分类

等多种不相关类别。 因此，子类别的图像的区分也

就是细粒度图像分类成为这几年计算机视觉领域的

研究热点。 其研究目标从不同类别转换为同一类别

不同子类之上［２－４］，是一项极具挑战的研究任务。
犬类是与人类最密切相连的动物，人们对于犬类普

遍比较熟悉，素材照片等更容易获取，一定程度方便

了深度学习的开展。
犬种识别的研究是进阶性的过程，由于犬类的

类间相似性和类内差异性以及图片的背景、拍摄光

线、目标姿态等的影响，其研究具有一定的难度。 犬

类的区分一般是通过专家鉴定或者基因检测来实

现，然而这些方法会消耗极大的人力与时间。 此外，
还出现了利用人脸识别、图片局部定位和 ＰＣＡ 技术

的由粗到细的犬种分类［５］，基于地标形状的犬种分

类方法［６］，以及使用传统的神经网络算法来进行图

像分类［７］等方法。 但由于犬类的数据集对于神经

网络的训练远远不够、对图像局部（关键）区域的细

节特征提取不充分等原因，以上这些方法在识别准

确率上普遍不高，识别种类也不是很多。
本文提出了一种基于迁移学习和双模型融合的

犬种识别算法。 使用已在大规模数据集 ＩｍａｇｅＮｅｔ



上预训练的四种常用深度神经网络 Ｖｇｇ１６ ＿ ｂｎ、
Ｄｅｎｓｅｎｅｔ１６１、Ｉｎｃｅｐｔｉｏｎ＿ｖ３ 和 Ｒｅｓｎｅｔ１５２＿ｖ１ 分别进行

部分图像的特征提取。 由于不同的卷积神经网络

（ＣＮＮ）架构在提取图像特征时表现的学习过程不

同，导致视觉分类有不同结果。 为组合多方位的信

息表示，达到更优化的性能，选取表现最佳的两个网

络 Ｉｎｃｅｐｔｉｏｎ＿ｖ３ 和 Ｒｅｓｎｅｔ１５２＿ｖ１ 进行双模型融合。
然后将该融合网络用于 １２０ 类犬种图像进行迁移训

练。 同时将测试集图片经过 ＹＯＬＯ 目标检测算法识

别目标区域后再送入融合网络进行实验，进一步减

少背景干扰。

１　 相关理论

１．１　 Ｉｎｃｅｐｔｉｏｎ＿ｖ３ 模型

卷积神经网络包含多种模型，例如 Ａｌｅｘｎｅｔ、

ＶＧＧ、Ｇｏｏｇｌｅｎｅｔ 等。 其中， Ｇｏｏｇｌｅ Ｉｎｃｅｐｔｉｏｎ Ｎｅｔ 在

２０１４ 年的 ＩＬＳＶＲＣ 比赛中取得第一名。 Ｉｎｃｅｐｔｉｏｎ ＿
ｖ３ 模型在 ｖ２ 的基础上改进了三种 Ｉｎｃｅｐｔｉｏｎ 模块：
使用两个 ３×３ 的卷积替代每个 ５×５ 的卷积， 将 ｎ ×
ｎ 的卷积分解成一维的 ｎ × １ 和 １ × ｎ 卷积的串联。
压缩特征维度数不仅促进了高尺寸图像的表示，也
减轻了过拟合现象［８－９］。 全连接层被全局平均池化

层所取代，极大地降低了参数数量。 该网络包含 ４７
层，其详细网络结构如图 １ 所示。
　 　 Ｉｎｃｅｐｔｉｏｎ ＿ｖ３ 网络输入图片大小为 ２９９×２９９，在
减少计算量的同时提升了网络性能。 除了在模型中

使用分支，也实现了在分支中使用分支。 同时增加

了一层非线性扩展模型表达能力，可以处理更多的

空间信息，增加特征多样性。

Input
[b_size,299,299,3]

conv2d(RELU,BN)
3*332stride=2

conv2d(RELU,BN)
3*332stride=1

max_pool
3*3stride=2

Black1,module1
[b_size,35,35,256]

Black2,module5
[b_size,17,17,1000]

Black2,module4
[b_size,17,17,768]

Black3,module1
[b_size,8,8,1280]

output
[b_size,1,1,1000]

conv2d(RELU,BN)
1*11000stride=1

dropout
max_pool

8*8stride=1

Black3,module1
[b_size,8,8,2048]

Black3,module1
[b_size,8,8,2048]

Black2,module3
[b_size,17,17,768]

Black2,module2
[b_size,17,17,768]

Black2,module1
[b_size,17,17,768]

Black1,module3
[b_size,35,35,288]

Black1,module2
[b_size,35,35,288]

conv2d(RELU,BN)
3*364stride=1

max-pool
3*3stride=2

conv2d(RELU,BN)
1*180stride=1

conv2d(RELU,BN)
3*3192stride=1

图 １　 Ｉｎｃｅｐｔｉｏｎ ＿ｖ３ 网络结构图

Ｆｉｇ． １　 Ｉｎｃｅｐｔｉｏｎ ＿ｖ３ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

１．２　 Ｒｅｓｎｅｔ１５２＿ｖ１ 模型

Ｒｅｓｎｅｔ 在 ２０１５ 年的 ＩＬＳＶＲＣ 比赛中取得第一

名。 该网络多达 １５２ 层，网络深度和维度的增大使

其可以进行更加复杂的特征模式提取［１０］。 同时该

网络的作者还提出了残差学习来解决深度网络的退

化问题［１１］，残差学习单元如图 ２ 所示。

weightlayer

weightlayer
relu

relu

F(x)

F(x)+x
x

identity

x

图 ２　 残差学习单元

Ｆｉｇ． ２　 Ｒｅｓｉｄｕａｌ ｌｅａｒｎｉｎｇ ｕｎｉｔ

　 　 其中，输入为 ｘ， 学习到的特征记为 Ｈ ｘ( ) ， 这

样残差就表示为 Ｆ ｘ( ) ＝ Ｈ ｘ( ) － ｘ。 残差单元可以

表示为：
ｙ ｊ ＝ ｈ ｘ ｊ( ) ＋ Ｆ ｘ ｊ，Ｗ ｊ( ) ， （１）

ｘ ｊ ＋１ ＝ ｆ ｙ ｊ( ) ， （２）
　 　 其中， ｘ ｊ 和 ｘ ｊ ＋１ 分别表示第 ｊ个残差单元的输入

与输出， ｆ 为激活函数 ｒｅｌｕ。 推导可得从浅层 ｊ 到深

层 Ｊ 的学习特征为：

ｘＪ ＝ ｘ ｊ ＋ ∑
Ｊ－１

ｉ ＝ ｊ
Ｆ ｘｉ，Ｗｉ( ) ． （３）

　 　 在实际操作中残差不等于零。 因此考虑残差函

数会使得堆积层在输入特征基础上学习到新的特

征，从而拥有更好性能。
１．３　 迁移学习

在面对图像分类领域的具体应用场景时，通常
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可能无法得到用以构建神经网络模型所需规模已标

记的数据。 迁移学习（Ｔｒａｎｓｆｅｒ ｌｅａｒｎｉｎｇ）提出，通过

从相关域中的数据中提取有用信息，并将其转移以

用于目标任务来解决此类跨域学习问题。 即除了目

标域中的数据之外，还可以包括不同域中的相关数

据，以扩展目标未来数据的先前知识的可用性。 本

文主要以常见的 １２０ 类犬种数据为基础展开研究。
然而犬类的数据集远远不够用来重新训练深层神经

网络，因此借助迁移学习的思想，在训练数据集规模

较小的情况下可以使用预训练过的模型。 通过对预

训练网络瓶颈层之后进行截断，保留可重用层的有

用神经元，以挖掘出更多的犬种分类特征［１２－１４］。 另

外，迁移学习可以使训练数据保持在相同特征空间

中或具有与未来数据相同的分布，避免了过度拟合

问题，因此可以学习到更出色的底层规则。
１．４　 ＹＯＬＯ 目标检测网络

ＹＯＬＯ 网络将物体检测任务当做一个回归问题

来处理，使用一个神经网络，直接从一整张图像来预

测出边界框的坐标、框中包含物体的置信度和物体

的可能性。 ＹＯＬＯ 将目标区域检测和类别预测整合

于一个神经网络中，端到端的训练过程优化了物体

检测性能［１５－１６］。 如图 ３ 所示，ＹＯＬＯ 将输入图像划

分为 Ｓ∗Ｓ 的栅格，每个格子负责检测中心落在这个

格子中的物体。

图 ３　 ＹＯＬＯ 对图像的划分

Ｆｉｇ． ３　 ＹＯＬＯ ｄｉｖｉｓｉｏｎ ｏｆ ｉｍａｇｅｓ

　 　 其中，每个栅格对其预测的边界框判断条件为：
ｓｃｏｒｅ ＝ Ｐｒ Ｏｂｊｅｃｔ( ) ∗ＩＯＵｔｒｕｔｈ

ｐｒｅｄ ． （４）
　 　 通过得到的结果来判断该边界框中是否含有目

标。
在本文的研究中，借助 ＹＯＬＯ 网络能够快速检

测数据集，并能较为准确地将狗与图片背景分开，在
一定程度上减少了背景对品种分类的影响。

２　 犬种识别

２．１　 基本思想

犬种分类时，由于不同种类的狗外观具有一定

的相似性，同一种类的狗也有毛发颜色、姿势不同等

原因，因此需要充分包含目标纹理中的细节信息。
为了能在得到全局视觉特征信息的同时，还能够得

到图像局部（关键）区域的细节特征共同进行对比

分析，本文提出了如图 ４ 的实验过程以找到表现更

好的网络结构，从而进一步提高识别准确率。 具体

实验步骤如下：
（１）将 ４ 种基础网络在大规模数据集 ＩｍａｇｅＮｅｔ

上进行训练得到相关预训练的神经网络。
（２）将部分数据集分为训练集与验证集，并分

别导入 ４ 个网络。
（３）选取表现最佳即在验证集上损失函数最小

的 ２ 个网络进行模型融合。
（４）改进网络结构，使其适用于犬种图像的数

据集。
（５）再次将全部数据中的训练集与验证集导入

融合后的网络，进行迁移学习。
（６）对网络进行微调使其表现出更好的性能，

最终得到的网络用于犬种图像的分类预测。
（７）将测试集图像输入网络，查看预测结果。
（８）将测试集图像经过 ＹＯＬＯ 检测算法，分割

目标区域后送入网络，比较两次操作的预测结果。

YOLO目标检测

改进网络结构进行迁移训练

测试集训练集验证集

部分数据

训练分类器

导入预训练神经网络

使用网络预测

特征融合

Densenet161
特征

Inception_v3
特征

Resnet152_v
特征

Vgg16_bn
特征

图 ４　 实验过程

Ｆｉｇ． ４　 Ｅｘｐｅｒｉｍｅｎｔ ｐｒｏｃｅｄｕｒｅ

　 　 其中，在网络迁移学习过程中，冻结融合网络的

相关权重，训练最后添加的分类头浅层网络。 由于

训练参数比较少，选择能对梯度的一阶矩估计和二

阶矩估计进行综合考虑，计算出更新步长的 Ａｄａｍ
优化器。 训练过程中，梯度下降时，每个批次包含

１２８ 个样本，迭代轮数设为 １００ 轮。
２．２　 模型融合

由于搜集到的人工标记犬类图片数量远不及训

练高广义 ＣＮＮ 模型所需要的大规模标记数据集合，
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尤其是对于复杂且非常深的 ＣＮＮ 架构。 单靠本文

准备的数据集无法获得合理的分类模型。 因此，本
研究利用大规模 ＩｍａｇｅＮｅｔ 数据集，利用预训练模型

探索了犬种分类的转移学习策略。 通过在预训练模

型中用犬类数量的神经元替换最终的分类器层

（１ ０００ 个神经元），并保留相同的条件。 例如其它

层的内核大小数，使用预训练的 ＣＮＮ 模型的学习参

数作为初始值。 之后，使用加权表决融合方式将两

种网络训练所得特征进行拼接。 不同的模型具有不

同内核大小和体系结构，这可以学习不同方面的图

像表示，例如多尺度属性，并在后层中载入特征提取

后的数据以用于犬品种分类学习。 本文选择

Ｉｎｃｅｐｔｉｏｎ＿ｖ３ 与 Ｒｅｓｎｅｔ１５２＿ｖ１ 网络进行实验，具体融

合方法如图 ５ 所示。

Inception_v3特征

Resnet152_v特征 GlobalAvgPool2D层

GlobalAvgPool2D层
特征拼接 FC Dropout FC

图 ５　 模型融合过程

Ｆｉｇ． ５　 Ｍｏｄｅｌ ｆｕｓｉｏｎ ｐｒｏｃｅｓｓ

　 　 其中，添加 ＧｌｏｂａｌＡｖｇＰｏｏｌ２Ｄ 层是为了对两个网

络 的 输 出 尺 寸 进 行 调 整 从 而 可 以 合 并。
ＧｌｏｂａｌＡｖｇＰｏｏｌ２Ｄ 层没有数据参数，两个网络的特征

输出尺寸均为（２８ ４４０， ２ ０４８， １， １），是四维矩阵。
而全连接层的输入要求是二维矩阵，两个输入尺寸

分别进入 ＧｌｏｂａｌＡｖｇＰｏｏｌ２Ｄ 层后被调整为（２８ ４４０，
２ ０４８）大小，特征拼接后的输出尺寸为（２８ ４４０，４
０９６），可见进行网络融合后可以学习到更多的图像

特征。 添加的两层完全连接层的神经单元数分别为

２５６ 以及 １２０。 激活函数为 ＲＥＬＵ 函数，为了防止训

练过拟合，设置 Ｄｒｏｐｏｕｔ 为 ０．５。

３　 实验验证与分析

３．１　 犬种数据集及其预处理

本文所使用的犬种数据集包括斯坦福大学搜集

的 １２０ 种犬类数据，以及 Ｋａｇｇｌｅ 竞赛所使用的有标

签的训练数据，两个数据集包含的图片有部分重复。
同时，用到了自行在网络搜集的部分图片。 图片总

和为 ３１ ６００ 张。 实验中随机抽取每种类别图片的

８０％作为训练集，１０％为验证集，剩余 １０％为测试

集。 首先通过对数据集进行随机镜像、增加适当高

斯噪声、垂直方向图像随机旋转等处理实行图像增

强。 数据集增强在一定程度上弥补了数据集样本不

足的问题，减少网络的过拟合现象，可得到泛化能力

更强的网络，更好地适应应用场景。 之后，对图像进

行预处理：由于图片将分别进入两个网络，所有图片

应缩放为 ２２４×２２４ 以及 ２９９×２９９ 像素，满足两个网

络不同的输入要求。 图像的均值和方差按照数据集

ＩｍａｇｅＮｅｔ 来设置，根据模型预先训练时的处理方式

来处理数据，这样才能保证最好的效果。

３．２　 实验环境及评价指标

本实验采用的 ＧＰＵ 显卡为 ＧＴＸ １ ０８０ Ｔｉ，内存

为 ６４ ＧＢ。 在 Ｌｉｎｕｘ 系统下，犬种分类过程采用基于

ｍｘｎｅｔ 的 ｇｌｕｏｎ 深度学习框架对图片进行分类。
模型的性能评价指标包括训练集、验证集、测试

集的准确率以及训练集和验证集的损失率。 其中，
训练集的准确率和损失率体现了模型训练时的性

能，验证集的损失率用于判断模型在迭代过程中是

否出现过拟合等情况，测试集的准确率直接反映了

已训练好的模型的预测能力。 这两个指标由如下公

式定义：

Ａｃｃｕｒａｃｙ ＝ １
Ｍ∑

Ｍ

ｉ ＝ １
Ｉ（ｙｉ ＝ ｆ ｘｉ( ) ）， （５）

ｌｏｓｓ ＝ － １
Ｍ∑ｘ

ｙｌｎａ ＋ １ － ｙ( ) ｌｎ １ － ａ( ) ． （６）

其中， Ｍ 是样本数量； ｙｉ 是标签； ｆ ｘｉ( ) 为模型

预测结果； Ｉ 是条件判断函数； ａ 为神经元经过激活

函数的非线性输出。
３．３　 实验验证与分析

实验 １　 将数据集中 Ｋａｇｇｌｅ 所包含的 １０ ２２２ 张

图片经过预处理后分别送入 Ｄｅｎｓｅｎｅｔ１６１、Ｉｎｃｅｐｔｉｏｎ＿
ｖ３、 ｒｅｓｎｅｔ１５２＿ｖ１ 以及 ｖｇｇ１６＿ｂｎ 的预训练网络。 预

训练模型是由其它组织使用包含许多类别的大量数

据集训练而成，其中有几千万的样本。 在这种情况

下，还需要训练模型最后的分类头。 卷积层从图片

中提取特征，完成连接层对图片进行分类，需要调整

最后的完全连接层来制作模型以适应犬种的数据。
通过比较四种网络的性能，找到在验证集上损失率

较小的前两个网络进行双网络融合。 网络的批量处

理大小为 ６４，学习速率设置为 ０．００１，用于微调。 四

个模型训练后得到的训练集与验证集的损失曲线如
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图 ６ 所示。
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图 ６　 四种训练模型损失率曲线

Ｆｉｇ． ６　 Ｆｏｕｒ ｔｒａｉｎｉｎｇ ｍｏｄｅｌｓ ｌｏｓｓ ｃｕｒｖｅｓ

　 　 四种网络训练的性能指标数据见表 １。
表 １　 四种网络训练模型的实验比较

Ｔａｂ． １　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｆｏｕｒ ｍｏｄｅｌｓ

ｍｏｄｅｌ Ｔｒａｉｎ＿ｌｏｓｓ Ｖａｌ＿ｌｏｓｓ

Ｄｅｎｓｅｎｅｔ１６１ ０．１１ ０．４３

ｖｇｇ１６＿ｂｎ ０．０４ ０．７１

ｒｅｓｎｅｔ１５２＿ｖ１ ０．０７ ０．３０

Ｉｎｃｅｐｔｉｏｎ＿ｖ３ ０．０６ ０．３２

　 　 由此可见，对于犬种数据学习性能较好的为

ｒｅｓｎｅｔ１５２＿ｖ１ 网络和 Ｉｎｃｅｐｔｉｏｎ＿ｖ３ 网络。 接下来，将
这两个网络按照本文 ２．２ 节所介绍的方法进行模型

融合。 为了两个网络进行融合，需要自定义一个网

络合并层，保证这两个神经网络在合并前的输入尺

寸一致。 之后，添加分类头，也就是输出层。 将上述

两个网络拼接起来，逐步构建完整网络结构。 然后

将总数据集中的 ９０％图片作为训练集与验证集送

入融合后的网络进行迁移学习，训练得到的准确率

与损失率结果如图 ７ 所示。
　 　 由图可见，融合网络进行迁移学习后，验证集的

损失率下降到 ０． ２４， 验证集的准确率可达 到

９３．０２％。并且，迁移学习能通过较短的训练时间进

行特征学习。 然而，通过对比数据发现损失率在经

过 ３０ 次左右的迭代后出现了下降速度缓慢、不能降

到很低等问题。 这可能是由于仅训练最后添加的分

类头使网络不能更好地匹配犬种数据集所造成的。
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（ａ） 融合模型准确率曲线　 　 　 （ｂ） 融合网络损失曲线

（ａ） Ｆｕｓｉｏｎ ｍｏｄｅｌ ａｃｃｕｒａｃｙ ｃｕｒｖｅ　 （ｂ） Ｆｕｓｉｏｎ ｍｏｄｅｌ ｌｏｓｓ ｃｕｒｖｅ
图 ７　 融合模型训练结果

Ｆｉｇ． ７　 Ｆｕｓｉｏｎ ｍｏｄｅｌ ｔｒａｉｎｉｎｇ ｒｅｓｕｌｔｓ

　 　 实验 ２　 首先将测试集图片送入训练好的网络

检测其预测能力。 通过观察发现犬种图片仅出现在

图片的部分区域，背景在一定程度上分散了网络学

习。 为验证该设想，随机选取五张图片进行 ＹＯＬＯ
目标检测网络，随后将得到的五组图片送入网络进

行犬种分类。 实验结果对比见表 ２。 分析表中结果

可知，若是图片中目标面积较大，图片分割前后均能

识别出正确的类别名称；若图片中的背景环境较为

复杂，分割出目标后再进行检测可以有效提高预测精

度；若是拍摄照片时的角度、光线等出现变化，分割前

后的结果均容易受到影响。 可见，将目标区域定位后

再送入网络能够在一定程度上减少识别误差。
表 ２　 改进定位后分类结果对比

Ｔａｂ． ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒｅｓｕｌｔｓ ａｆｔｅｒ ｉｍｐｒｏｖｉｎｇ ｐｏｓｉｔｉｏｎｉｎｇ

犬种类别 原始图片 目标定位 原始识别结果 分割后识别结果

阿富汗猎犬 阿富汗猎犬

博得猎狐犬 巴辛吉巴辛吉

阿富汗猎犬

巴吉度

猎犬

巴吉度

猎犬

巴吉度

猎犬

伯瑞犬

杜宾犬 巨型雪

纳瑞犬

比利时黑

猫牧羊犬

凯恩犬 伯瑞犬

　 　 经过将测试集分组实验，对比测试图片经过

ＹＯＬＯ 检测算法分割目标区域前、后的识别效果并

取识别率均值，结果得到目标分割前后准确率分别

为 ６７．２０％和 ６８．４５％，提高了 １．０５％。 表 ３ 是本文测

试结果与其它文献中识别方法的对比。
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表 ３　 各类方法实验结果对比

Ｔａｂ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｓｏｍｅ ｍｅｔｈｏｄｓ

方法来源 所用方法 识别准确率 ／ ％

文献［６］ Ａｌｅｘｎｅｔ 微调 ６３

文献［８］ 拓展数据＋ＤＣＮＮ ６７．３１

文献［９］ Ｇｏｏｇｌｅｎｅｔ 迁移学习 ６９．０７

本文（未分割） 迁移融合网络 ６７．２０

本文（分割后） 迁移融合分割网络 ６８．４５

　 　 可以看出，文献［６］是基于传统的深度学习网

络 Ａｌｅｘｎｅｔ 而展开的训练，其检测精度明显低于其它

方法，这是由于传统的网络参数训练对数据有极大

依赖性，图像特征的提取也与先验知识有密切关系。
特别是随着网络层数的不断增加，Ａｌｅｘｎｅｔ 包含 ８ 个

隐藏层，而本文所使用的网络的层数明显更深，单纯

利用数据对网络进行训练是不能更好地实现分类任

务的。 文献［８］使用的数据集多达 １６３Ｋ 张，使用预

训练方式对 ＤＣＮＮｓ 进行完全初始化训练。 该方法

虽然增加了数据总量，但训练学习到的特征过于单

一。 文献［９］的结果虽然比本文方法稍高一点，不
过在该实验中使用了比本文更多的图片用于训练，
并且在网络训练过程中首先训练了一个狗脸探测器

用于之后的宠物识别，这无疑会消耗更多的训练时

间，降低工作效率。
最后，值得一提的是，在本文所搜集的数据中，

Ｋａｇｇｌｅ 数据集存在少数犬类图片人工标记分类错误

等问题。 同时总数据集的每个种类包含的图片数量

并不均匀，这些都会对网络的训练造成一些影响。

４　 结束语

本文提出了一套基于迁移学习与融合基本

ＣＮＮ 模型实现犬种分类的方法。 实验证明该方法

对于属于细粒度图像分类的犬种识别有一定的性能

改进。 由于训练样本数量不足等问题，本文研究了

迁移学习策略。 另外，由于不同网络的内核大小、层
数和结构等的不同，深度 ＣＮＮ 架构可能会提取出图

像的不同表示特征，从而导致视觉分类的不同表现。
通过将 ４ 种常用 ＣＮＮ 模型在大规模 ＩｍａｇｅＮｅｔ 数据

集上进行预先训练，学习调整网络的各层参数，以增

加不同特征信息的表示。 再次将犬种数据集分别输

入 ４ 个网络，选取表现最佳的 ２ 个网络进行模型融

合以结合多方位信息来获取更加准确的分类，这是

本文创新之一。
论文在选取 Ｉｎｃｅｐｔｉｏｎ＿ｖ３ 以及 Ｒｅｓｂｅｔ１５２＿ｖ１ 网

络进行双模型融合后，将生成的新网络用于犬种图

像的迁移学习。 针对 １２０ 类犬种图片，训练得到了

验证集精度可达 ９３．０２％的网络模型。 之后将测试

集图片经过 ＹＯＬＯ 目标检测算法识别犬目标区域后

再送入融合网络，结果表明该测试集经过目标定位

分割后在模型中提高了 １．０５％的检测精度。 说明减

少背景信息的干扰可以显著提高性能，这是本文另

一个创新之处。 横向对比实验结果进一步验证了本

文方法用于犬种识别的可行性。 在之后的工作中，
将继续沿着这个方向研究并做出改进，进一步提高

犬种识别的性能，探索其应用潜能。
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