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改进卷积神经网络算法在机械零件实时识别与定位中的应用

王　 乐， 周庆华， 王　 磊， 蒋华胜， 林思宇

（长沙理工大学 物理与电子科学学院， 长沙 ４１０１１４）

摘　 要： 通用的目标识别与定位卷积神经网络算法难以兼顾精度和速度的要求。 本文在 ＹＯＬＯ ｖ２ 卷积神经网络的基础上，
采用多尺度训练、网络预训练和 ｋ－ｍｅａｎｓ 维度聚类等优化方法，提出了机械零件实时识别与定位的改进卷积神经网络算法。
本文以螺母和垫片 ２ 种物体为识别与定位的对象，以工业传送带为场景，同时考虑到了传送带上干扰物的存在，对改进算法的

准确率和速度进行了实验测试。 实验结果证明本文的算法相对其它常用目标检测卷积神经网络算法在识别准确率和速度上

达到了很好的平衡，为零件实时分拣提供了基础。
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０　 引　 言

工业生产中机械零件种类繁多、产量大，人工分

拣不仅影响工作效率，而且带来不可靠的因素，直接

影响产品质量与成本。 对于一些危险场合，人工分

拣更是无法完成的。 因此工件自动化分拣是自动化

生产系统中的重要环节，可以有效地解决工业生产

中传送带上零件集中混型输送和识别［１］，而提高分

拣精度、减少分拣耗时是提升生产效率的重要途径。
传统自动化生产线中的分拣技术主要应用各种传感

器的组合，对工件的材质、颜色、形状等进行检

测［２］，这些方法算法简单、对处理器要求不高，但对

工件的摆放位置具有严格的要求，灵活性差，检测速

度慢，有时对工件进行接触，造成一定损伤。
随着现代信息技术的发展，机器视觉技术因其

高精度、速度快、无接触、无损检的特点逐渐取代传

统自动化分类和定位技术。 机器视觉技术一般通过

摄像头采集图像信息，然后进行二值化、边缘提取、
ＳＩＦＴ、ＳＵＲＦ 等操作提取特征信息，最后通过支持向

量机、ｋ 近邻等分类器对目标物体进行分类。 但此类

方法很大程度上依赖于特定的检测条件，对于不同的

目标或者同一目标的不同形态，需要设计不同的方法

去提取特征，算法的最终识别效果也受制于设计者的

经验，普适性差，很难满足复杂场景的要求。
卷积神经网络 （ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ，

ＣＮＮ）将人工神经网络和卷积运算相结合，通过逐层

提取，获得了丰富的特征信息，并对一定程度的扭曲

和形变有良好的鲁棒性［３］。 同时，卷积神经网络采

用局部感受野、稀疏连接和权值共享，极大减少了神

经网络的训练参数，降低了网络运算的复杂度。 因



此，本文将卷积神经网络算法用于机械零件的定位

与分类中。 ２０１２ 年 Ｈｉｎｔｏｎ 等人 ［４］提出了 ＡｌｅｘＮｅｔ
卷积神经网络，在著名的 ＩｍａｇｅＮｅｔ 图像分类问题上

取得了最好成果，将 ｔｏｐ－５ 的错误率下降了 １５％。
２０１４ 年 Ｃｈｒｉｓｔｉａｎ Ｓｚｅｇｅｄｙ［５］ 等人提出的 Ｉｎｃｅｐｔｉｏｎ 结

构，进一步将 ｔｏｐ－５ 的错误率降到了 ６．６７％，获得了

大型机器视觉挑战赛 （ ＩＬＳＶＲ） 的冠军。 ２０１４ 年

Ｒｏｓｓ Ｇｉｒｓｈｉｃｋ ［６］等人提出了 Ｒ－ＣＮＮ 算法，其主要

分为产生候选区域、提取特征信息和进行图像分类

３ 个阶段。 但由于这 ３ 个阶段彼此分离，导致检测

过程复杂，花费时间较长，且难以优化。 ２０１５ 年

Ｒｏｓｓ Ｇｉｒｓｈｉｃｋ 和 Ｓｈａｏｑｉｎｇ Ｒｅｎ 又相继提出了 Ｆａｓｔ Ｒ
－ＣＮＮ［７］ 和其改进版 Ｆａｓｔｅｒ Ｒ－ＣＮＮ［８］。 Ｆａｓｔｅｒ Ｒ －
ＣＮＮ 在一定程度上降低了检测的复杂度，但检测速

度仍然较慢， 难以满足实际工业中实时性的要求。
２０１６ 年 Ｊｏｓｅｐｈ Ｒｅｄｍｏｎ［９］ 等人提出了 ＹＯＬＯ 目

标检测算法，这是一种全新的端到端（Ｅｎｄ－ｔｏ－Ｅｎｄ）
的检测算法，使用单一的卷积神经网络在检测图像

上同时完成了边界框和类别概率预测。 同年在

ＹＯＬＯ 的基础上，Ｊｏｓｅｐｈ Ｒｅｄｍｏｎ［１０］ 又提出了 ＹＯＬＯ
ｖ２ 。 虽然 ＹＯＬＯ ｖ２ 相比 Ｒ－ＣＮＮ 系列检测算法在

检测速度上有了很大的提升，但检测准确率并不是

很高，尤其是对于复杂场景和小目标物体的检测。
本文以螺母和垫片 ２ 种目标物体为检测对象，

以工业传送带为研究场景。 同时，考虑到传送带上

干扰物的存在，在 ＹＯＬＯ ｖ２ 检测算法的基础上，采
用多尺度训练、网络预训练和 ｋ－ｍｅａｎｓ 维度聚类等

优化方法，提出了用于机械零件实时识别与定位的

改进卷积神经网络算法。 改进算法能够实现运动传

送带上目标物体的识别和定位，检测准确率达到了

８５％以上，检测速度达到了实时性的要求，为零件实

时分拣提供了基础。

１　 基本理论

１．１　 卷积神经网络的特点

卷积神经网络是一种前向传播和反向传播相结

合的人工神经网络，是一种典型的深度学习算法，在
传统的神经网络的基础上增加了卷积和池化操作。
卷积神经网络采用局部感知、参数共享、下采样等技

术减少了网络参数的数量。 在保证提取足够特征信

息的同时，降低了计算的复杂度，提高了网络识别的

效率［１１］。
１．２　 ＣＮＮ 模型

ＬｅＮｅｔ－５［１２］是卷积神经网络的经典网络，最早

被用于手写数字的识别，取得了很好的效果。 其总

共有 ７ 层（不包含输入层），由 ２ 个卷积层、２ 个池化

层、２ 个完全连接层和 １ 个输出层组成。 局部感知

和参数共享理论被应用在卷积层，下采样操作用在

池化层。 这样就构成了完整的卷积神经网络系统。
　 　 图 １ 为 ＬｅＮｅｔ－５ 网络结构图，输入图片大小为

３２∗３２，采用 ５∗５ 的卷积核进行卷积操作，步长为

１，即每次滑动窗口的大小为 １ 个像素，得到 ２８∗２８
的特征图。 下采样层以 ２∗２ 的卷积核，每次滑动 ２
个像素大小进行平均池化操作，得到 １４∗１４ 特征

图。 完全连接层将所有结点汇总起来，传给输出层。
输出层具有 １０ 个结点，代表 ０ 到 ９ 数字的输出概

率。

损失函数层

完全连接层2

relu激活函数层

池化层2

卷积层2

卷积层1

池化层1

手写数字集

完全连接层1

图 １　 ＬｅＮｅｔ－５ 模型的结构

Ｆｉｇ． １　 Ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｏｆ ｔｈｅ ＬｅＮｅｔ－５ ｍｏｄｅｌ

１．３　 ＹＯＬＯ 算法

ＹＯＬＯ 算法属于 ＣＮＮ，拥有 ２４ 个卷积层和 ２ 个

完全连接层，其中大量运用了卷积的级联结构，卷积

核主要包括 ３∗３ 和 １∗１ 两种大小的卷积核。
ＹＯＬＯ 将整张图片用于训练，不需要任何的裁剪和

预处理操作。 其将整个目标的检测作为回归问题来

处理，训练出的网络模型能够接受原始的像素信息，
在输出端直接输出目标物体的边界框和类别信息，
是一个端到端的检测模型。 在检测过程中，将整个

图片分成 Ｓ∗Ｓ 的网格，如果有目标物体的中心落在

某个单元格里，这个单元格负责检测该物体。 每个

单元格需要预测 Ｂ 个边界框，对于每个边界框需要

预测其置信度。 计算公式如下：
ｐｒ（ｏｂｊｅｃｔ） × ＩＯＵｔｒｕｔｈ

ｐｒｅｄ （１）
　 　 其中， ｐｒ（ｏｂｊｅｃｔ） 表示边界框中包含目标物体

的概率， ＩＯＵｔｒｕｔｈ
ｐｒｅｄ 则为预测边界框和实际边界框的交

集除以预测边界框和实际边界框的并集。 每个检测

边界框包含 ５ 个参数： ｘ，ｙ，ｗ，ｈ 和置信度， （ｘ，ｙ） 代

表检测边界框的中心相对其母网格的位置。 （ｗ，ｈ）
为检测边界框相对于整张图片的占比，同时每个网
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格还预测 Ｃ 个类别概率，即 ｐｒ（ｃｌａｓｓｉ ／ ｏｂｊｅｃｔ）， 该概

率表示第 ｉ 类物体中心落入该网格的概率， Ｃ 为类

别数量 。 ＹＯＬＯ 采用误差平方和作为损失函数，其
具体形式如下：
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∑
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　 　 可以看到，损失函数主要包括 ５ 部分。 其中 Ｉｉ
表示是否有物体中心落入网格 ｉ 中，若有 Ｉｉ 值为 １，
反之为 ０。 Ｉｉｊ 表示判断网格 ｉ 中第 ｊ 个检测边界是否

负责该物体，若是则为 １，反之为 ０。
ＹＯＬＯ 虽然速度快，但有以下 ３ 个缺点：
（１）与目前流行的 Ｒ－ＣＮＮ 系列目标识别算法

相比，精度并不是很高。
（２）与基于候选区域的算法相比，虽然对于背

景的误判较小，但是对于目标的定位并不是很准确。
（３）由于 ＹＯＬＯ 算法规定一个网格中只能预测

一类物体，因此 ＹＯＬＯ 对于粘连物体和小目标物体

的识别精度不高。
针对以上缺点，ＹＯＬＯ ｖ２ 在 ＹＯＬＯ 的基础上进

行改进。 去掉了 ＹＯＬＯ 网络的完全连接层和最后一

个最大池化层，使用每个 ａｎｃｈｏｒ ｂｏｘ 来预测物体的

种类，并且将网络的输入调整到了 ４１６∗４１６，使得

网络在经过多次卷积和下采样操作后，得到的特征

图为 １３∗１３，有利于中心点的计算。 ＹＯＬＯ ｖ２ 在每

个卷积层的后面都加入了批量归一化操作［１３］，这样

在去掉 ｄｒｏｐｏｕｔ 层后，网络也不会过拟合，同时也提

高了网络预测的精度。 针对 ＹＯＬＯ 对于小物体预测

精度低的问题，ＹＯＬＯ ｖ２ 借鉴残差网络，引入了传递

层，即将上一层 ２６∗２６ 的特征图直接与 １３∗１３ 的特

征图相连，使得网络能够获取更加丰富的特征信息。
在 ＹＯＬＯ ｖ２ 之前，大部分的网络结构都是基于

ＶＧＧ－１６［１４］，但 ＶＧＧ－１６ 网络结构复杂、参数较多、
计算量大。 Ｄａｒｋｎｅｔ－１９ 作为 ＹＯＬＯ ｖ２ 的基本网络

结构，参考了 ＹＯＬＯ 和 ＳＳＤ ［１５］ 的网络结构，兼顾了

精度和复杂度，使得网络在具有较高精度的同时，具
有较少的参数。 Ｄａｒｋｎｅｔ－１９ 具有 １９ 个卷积层和 ５
个最大池化层，在 ＩｍａｇｅＮｅｔ 数据集上可以达到

７２．９％的 ｔｏｐ－１ 精度和 ９１．２％的 ｔｏｐ－５ 精度。 网络

中以 ３∗３ 的卷积核为主，大量使用了卷积的级联，
并借鉴了 Ｎｅｔｗｏｒｋ ｉｎ ｎｅｔｗｏｒｋ［１６］ 的思想，在 ３∗３ 的

卷积之间均采用了 １∗１ 的卷积核，在减少网络训练

参数，降级计算成本的同时增加了网络的深度。

２　 用于机械零件识别和定位的改进算法

考虑到在实际分拣中可能存在各种干扰物，采
用通用的目标识别与定位卷积神经网络算法难以兼

顾精度和速度的要求。 因此，本文以 Ｄａｒｋｎｅｔ－１９ 作

为网络训练框架，并从网络预训练、多尺度训练、ｋ－
ｍｅａｎｓ 维度聚类 ３ 个方面进行优化，以达到复杂场

景中，传送带上目标物体实时识别与定位的目的。
目标检测算法的流程如图 ２ 所示。 由于标签数据集

稀少，首先在 ＩｍａｇｅＮｅｔ 数据集上进行网络预训练，
然后在标签数据集上进行再训练。 通过前向传播获

取网络输出，依靠反向传播更新参数。 在目标检测

的过程中，加载训练好的网络模型获取特征图，使用

ｋ－ｍｅａｎｓ 维度聚类优化候选框，得到 ２ 组候选框的

尺寸，然后在特征图中产生边界框。 对于一个目标

物体可能产生多个边界框，需要通过非极大值抑制

来留下置信分数最高的边界框，实现对物体的精确

定位，对于每个边界框预测出的多个物体的类别概

率，也通过非极大值抑制留下类别分数最高的预测，
实现对物体的分类。

开始

加载网络的训练模型

输入待检测图片

使用k-means聚类
方法产生候选的
anchor-boxees

使用anchor-boxes，
在特征图中产生

边界框

每个边界框预测
出x,y,w,h的值，
和每个边界框的

置信分类

同时预测C类
物体的类别

分数

非极大值抑制 非极大值抑制

获得置信分数
最大的边界框，
实现对目标

定位

获得类别分数
最高的预测，
实现目标分类

结束

图 ２　 目标检测算法的流程

Ｆｉｇ． ２　 Ｔｈｅ ｆｌｏｗ ｃｈａｒｔ ｏｆ ｔａｒｇｅｔ ｄｅｔｅｃｔｉｏｎ ｏｆ ｔｈｉｓ ｐａｐｅｒ

２．１　 网络预训练

由于目标物体的标签数据较少，且往往分辨率

较低，直接采用制作的标签数据集进行网络的训练，
往往精度不高，定位较差。 因此，在实际的训练中采

用了预训练的方法，提高了物体识别的精度，同时降

低网络训练的时间。 本文网络的训练主要分为以下

２ 步：
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（１）ＩｍａｇｅＮｅｔ 数据集有 １ ４００ 多万幅图片，有着

１ ０００ 个目标类别，图像清晰，分辨率较高，且多数的

图片具有明确的类别标注信息。 因此，可以在

ＩｍａｇｅＮｅｔ １ ０００ 类的数据集上进行预训练。 由于手

工收集的标签数据集只有 ２ 个类别，因此，将预训练

后的网络最后一层由 １ ０００ 个类别输出调整为 ３ 个

类别输出（包括 ２ 个类别和背景），使网络获得对目

标物体的普遍认识，达到对网络权重参数的初始化

操作。
（２）经过预训练的模型已经收敛到局部最优

解，然后采用收集到的 １ ０００ 个手工标签的螺母和

垫片数据集对网络进行再训练。 在此以 Ｄａｒｋｎｅｔ－１９
作为网络训练框架，为了适应本文的检测任务去掉

了最后一个卷积层，增加了 ３ 个 ３∗３ 的卷积层，卷
积核的个数为 １ ０２４，同时，添加了一个 １∗１ 的卷积

层，使卷积层的输出数量与检测任务的输出一致。
在每轮模型训练开始之前将训练数据模型集随机打

乱，确保模型不同轮数相同批次状态下接触到不同

数据，这样的操作可以加快网络的收敛速度。 在模

型训练时，将初始的学习率设为 ０．０００ １，在训练 １０
轮后将学习率提高到 ０．００１，适当的加快模型的训练

次数，当训练次数达到 ２０ ０００ 时将学习率降低为

０．０００ １，在 ５ ０００ 时将学习率降为 ０．０００ ０１，避免因为

较大的学习率使模型跳过最优解。 在迭代训练的过

程中将批处理样本设置为 ３２，通过前向传播预测输

出，通过反向传播和随机梯度下降（ＳＧＤ）更新参数。
２．２　 多尺度训练

为了使网络对不同输入尺寸的图片具有一定的

鲁棒性，在训练的过程中采用 ５ 种单一尺度和多尺

度训练的方法。 对于单一尺度的训练，进行了 ５ 组

实验，５ 组实验的输入图片尺寸分别为：２８８∗２８８，
３５２∗３５２，４１６∗４１６，４８０∗４８０，５４４∗５４４。 对于多

尺度的训练方法，在训练的过程中每隔 １０ 轮，则随

机的改变输入图片的尺寸。 因为模型的下采样因子

为 ３２，则多尺度输入图片必须是 ３２ 的倍数，其计算

公式为：
ｓ ＝ ３２（７ ＋ ａ） （３）

　 　 其中， ｓ 为输入图片的尺寸， ａ 为在训练过程中

随机产生的 ０ 到 １２ 之间的整数。
２．３　 用 ｋ－ｍｅａｎｓ 维度聚类法优化候选框

为了提高网络的召回率，ＹＯＬＯ ｖ２ 的作者在文

中使用了 ５ 种不同尺寸的候选框，但是对于特定的

检测任务效果并不理想［１８］。 本文针对螺母和垫片

的检测任务，通过 ｋ－ｍｅａｎｓ 对数据集中手工标记的

目标框做聚类分析，找到目标框的统计规律。 首先，
通过肘部法则来估计聚类的个数。 随着 ｋ 值的增

大，平均畸变程度会降低，每个类中包含的样本数会

减少，样本离其聚类中心点会更近，但随着 ｋ 值继续

增大，平均畸变的改善效果会逐渐降低。 因此，取平

均畸变改善效果最好的位置所对应的 ｋ 值为聚类的

个数。 然后，以聚类个数 ｋ 为候选框的个数，对标签

数据集中目标物体归一化后的宽和高进行聚类分

析。 图 ３ 显示了 ｋ 值对平均畸变的影响。 可以看

出，当 ｋ ＝ ２ 时，平均畸变的改善效果下降幅度最大，
平均畸变的改善效果最好，此时标签数据集的聚类

效果达到最好，其空间聚类效果如图 ４ 所示，其中绿

色的正方形代表各聚类中心点，候选框的尺寸为 ２
个颜色区域的聚类中心点所对应的目标边界框的宽

和高。 由此得到 ２ 组候选框的尺寸为［４．５４，４．４３］，
［５．２７，５．４１］。
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图 ３　 ｋ 值对平均畸变的影响
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图 ４　 ｋ＝２ 时的聚类效果

Ｆｉｇ． ４　 Ｔｈｅ ｃｌｕｓｔｅｒｉｎｇ ｒｅｓｕｌｔ ｗｈｅｎ ｋ＝２

３　 实验与结果分析

３．１　 实验配置与训练结果

本文以螺母和垫片 ２ 种物体为识别与定位的对

象，以工业传送带为场景，同时考虑到了传送带上干

扰物的存在。 通过传送带上的摄像头，实时截取
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１ ０００张分辨率为 ６４０∗４８０ 的图片，其中 １００ 张图

片作为验证数据集，９００ 张图片作为训练数据集。
通过 ＬａｂｅｌＩｍｇ 软件，手动标记出图像中螺母和垫片

的位置，并通过旋转、缩放、饱和度和曝光度等方式

对数据进行扩充。
本文在配置有 ２．６０ Ｇｈｚ 双核 Ｉｎｔｅｌ Ｃｏｒｅ ＣＰＵ 和

Ｕｂｕｎｔｕ１６．０４ 系统下进行网络的训练和测试，显卡型

号是 ＮＶＩＤＩＡ － ＧＴＸ １０５０ Ｔｉ 独立显卡， 开发包

ＣＵＤＡ ８．０。 开发环境为 ｖｓ２０１３ 和 ｏｐｅｎｃｖ３．１．０。 开

发框架为 Ｄａｒｋｎｅｔ，训练过程中的部分网络参数的设

置见表 １。
表 １　 网络训练参数

Ｔａｂ． １　 Ｎｅｔｗｏｒｋ ｔｒａｉｎｉｎｇ ｐａｒａｍｅｔｅｒｓ

参数 数值

ｌｅａｒｎｉｎｇ＿ｒａｔｅ ０．０００ １

ｐｏｌｉｃｙ ｓｔｅｐｓ

ｓｔｅｐｓ １００， ２０ ０００， ３５ ０００

ｓｃａｌｅｓ １０，０．１，０．１

ｂａｔｃｈ ３２

ｓｕｂｄｉｖｉｓｉｏｎｓ ８

ｍａｘ＿ｂａｔｃｈｅｓ ５０ ０００

ｍｏｍｅｎｔｕｍ ０．９

ｄｅｃａｙ ０．０００ ５

　 　 图 ５ 显示了一个检测结果的例子。 其中，ｎｕｔ 代
表目标物体螺母，ｐａｄ 代表目标物体垫片，可以看到

运用训练出来的模型能够对复杂场景中的目标物体

进行正确的分类和定位。 验证集中平均准确率达到

了 ０．８５８，检测速度可以达到每秒 ２３ 帧。

图 ５　 多目标、复杂场景检测结果

Ｆｉｇ． ５　 Ｔｈｅ ｒｅｓｕｌｔｓ ｏｆ ｍｕｌｔｉ－ｔａｒｇｅｔ， ｃｏｍｐｌｅｘ ｓｃｅｎｅ ｄｅｔｅｃｔｉｏｎ

３．２　 改进算法的效果

为了测试本文算法的有效性，首先分别对网络

预训练、多尺度训练、ｋ－ｍｅａｎｓ 维度聚类优化候选框

等优化方法的效果进行测试，然后将本文算法与

Ｆａｓｔｅｒ Ｒ－ＣＮＮ 及 ＹＯＬＯ ｖ２ 算法的准确率和检测速

度进行了对比。 表 ２ 给出了网络预训练与直接采用

标签数据集训练的结果对比，参数 ＡＰ （ Ａｖｅｒａｇｅ
Ｐｒｅｃｉｓｉｏｎ）表示平均准确率。 可以看到本文的检测

精测与直接使用标签数据集的检测精度相比有了一

定的提高。 图 ６ 是采用网络预训练和直接训练时，
迭代次数与损失函数的关系。 （ ａ）为直接训练时，
损失函数与迭代次数的关系，（ｂ）为采用网络预训

练时，迭代次数与损失函数的关系。 可以看到当迭

代次数达到 ４０ ０００ 次时，采用直接训练的方法，损
失函数收敛到 ２．０，而采用网络预训练的方法，损失

函数收敛到 １．５ 左右。 因此，采用预训练的算法能

够使模型更快更好地收敛。 训练时使用的输入图片

大小为 ４１６∗４１６，批处理尺寸为 １６。
表 ２　 网络预训练与直接训练结果对比

Ｔａｂ． ２　 Ｔｈｅ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ｎｅｔｗｏｒｋ ｐｒｅ－ｔｒａｉｎｉｎｇ ａｎｄ ｄｉｒｅｃｔ
ｔｒａｉｎｉｎｇ ｒｅｓｕｌｔｓ

训练方法
验证集 ＡＰ

螺母 垫片

直接训练的方法 ０．７９６ ０．７９０

网络预训练的方法 ０．８２５ ０．８２９
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图 ６　 采用网络预训练和直接训练时，迭代次数与损失函数的关系

Ｆｉｇ． ６　 Ｔｈｅ ｒｅｌａｔｉｏｎｓｈｉｐ ｂｅｔｗｅｅｎ ｔｈｅ ｉｔｅｒａｔｉｏｎｓ ａｎｄ ｔｈｅ ｌｏｓｓ ｆｕｎｃｔｉｏｎ
ｄｕｒｉｎｇ ｐｒｅ－ｔｒａｉｎｉｎｇ ａｎｄ ｄｉｒｅｃｔ ｔｒａｉｎｉｎｇ

　 　 在对多尺度训练效果测试实验中，采用了

２８８∗２８８、３５２∗３５２、４１６∗４１６、４８０∗４８０、５４４∗５４４
这 ５ 种单一尺寸和多尺度的训练方式。 在多尺度的
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训练过程中，每隔 １０ 轮就改变输入尺寸的大小。 使

用验证集对训练好的模型进行评估，表 ３ 给出了验

证集中每类物体的检测时间和精度， 参数 ＡＰ
（Ａｖｅｒａｇｅ Ｐｒｅｃｉｓｉｏｎ）表示平均准确率。 可以看到，随
着输入图片尺寸的增加，检测时间增加，同时精度提

高。 对于使用多尺度训练的网络，采用 ４１６∗４１６ 的

输入图片进行测试，可以看到相比其它输入图片的

尺寸，多尺度训练的图片在检测时间和检测精度上

达到了较好的平衡。 因此，采用多尺度训练的网络

对不同输入尺寸的图片具有较强的鲁棒性。
表 ３　 多尺度与单一尺度训练结果对比

Ｔａｂ． ３　 Ｔｈｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｍｕｌｔｉ －ｓｃａｌｅ ａｎｄ ｓｉｎｇｌｅ－ｓｃａｌｅ ｔｒａｉｎｉｎｇ
ｒｅｓｕｌｔｓ

输入尺寸 检测时间 ／ ｓ
验证集 ＡＰ

螺母 垫片

２８８×８８ ０．０２２ ０．７９５ ０．７９８

３５２×３５２ ０．０２６ ０．８１２ ０．８１６

４１６×４１６ ０．０３７ ０．８２５ ０．８２９

４８０×４８０ ０．０４２ ０．８３６ ０．８３６

５４４×５４４ ０．０５２ ０．８３８ ０．８３９

多尺度 ０．０３５ ０．８３２ ０．８３７

　 　 在对 ｋ－ｍｅａｎｓ 维度聚类优化候选框效果的测

试实验中，使用自采集的标签数据集，对目标边界框

的宽和高进行聚类信息，得到 ２ 组候选框的尺寸为

［４．５４，４．４３］，［５．２７，５．４１］。 表 ４ 给出了 ＹＯＬＯ ｖ２
和维度聚类方法的结果对比，本文的维度聚类方法

在候选框数量较少的情况下保证了较高的平均重叠

率 （ ＩＯＵ） 和检测精度，同时也节省了计算资源。 训

练时使用的输入图片大小为 ４１６∗４１６，批处理尺寸

为 １６。
表 ４　 ｋ－ｍｅａｎｓ维度聚类与 ＹＯＬＯ ｖ２ 结果对比

Ｔａｂ． ４ 　 Ｔｈｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｋ － ｍｅａｎｓ ｄｉｍｅｎｓｉｏｎ ｃｌｕｓｔｅｒｉｎｇ ａｎｄ
ＹＯＬＯ ｖ２ ｒｅｓｕｌｔｓ

候选框产生的

方法

候选框的

数量

平均重叠 （ ＩＯＵ）

螺母 垫片

验证集 ＡＰ

螺母 垫片

ＹＯＬＯ ｖ２ ５ ０．６５７ ０．６２８ ０．８２５ ０．８２９

维度聚类 ２ ０．６６１ ０．６４３ ０．８２７ ０．８３２

　 　 最后，将本文提出的改进卷积神经网络算法与

Ｆａｓｔｅｒ Ｒ－ＣＮＮ 和 ＹＯＬＯ ｖ２ 算法进行对比，结果见表

５。 Ｆａｓｔｅｒ Ｒ－ＣＮＮ 中采用了 ＺＰ 网络框架训练的模

型检测准确率高于本文的检测算法，但在本文硬件

配置下只达到了每秒 ７ 帧的检测速度，很难满足复

杂场景中实时性要求。 同时，将本文的算法与

ＹＯＬＯ ｖ２ 算法进行对比，本文的算法在检测准确率

和速度上都有了提升，基本能够满足复杂场景中实

际分拣的需求。
表 ５　 本文算法与通用目标检测算法的对比

Ｔａｂ． ５ 　 Ｔｈｅ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ｔｈｅ ｐｒｏｐｏｓｅｄ ａｌｇｏｒｉｔｈｍ ａｎｄ
ｕｎｉｖｅｒｓａｌ ｔａｒｇｅｔ ｄｅｔｅｃｔｉｏｎ ａｌｇｏｒｉｔｈｍｓ

检测算法
验证集 ＡＰ

螺母 垫片
检测速度（ＦＰＳ）

Ｆａｓｔｅｒ Ｒ－ＣＮＮ ＺＦ ０．８８８ ０．９７４ ７

ＹＯＬＯ ｖ２ ０．８２５ ０．８２９ ２０

本文算法 ０．８５８ ０．８５８ ２３

４　 结束语

本文以 ＹＯＬＯ ｖ２ 卷积神经网络算法为基础，通
过多尺度训练、网络预训练、ｋ－ｍｅａｎｓ 维度聚类以及

批处理尺寸设置对算法进行改进。 通过多尺度训

练，增强了网络对输入图片尺寸的鲁棒性；采用网络

预训练在标签数据较少的、图像分辨率不高的情况

下提高了物体识别的准确率；ｋ－ｍｅａｎｓ 维度聚类算

法对自己的标签数据集中目标边界框的宽和高进行

聚类分析，得到候选边界框信息，提高了物体定位的

准确度；通过设置适当的批处理大小，在保证实时性

分拣的同时，提高物体识别的准确度，减少网络训练

的时间和 ＧＰＵ 计算的负担。 本文算法在 ＮＶＩＤＩＡ －
ＧＴＸ １０５０ Ｔｉ 的配置下，达到 ０．８５８ 的检测准确率和

每秒 ２３ 帧的检测速度。 在识别准确率和速度上达

到了很好的平衡，为零件实时分拣提供了基础。

参考文献

［１］ 张丛． 基于机器视觉的机械零件的识别研究［Ｄ］ ． 天津：天津职

业技术师范大学，２０１５．
［２］ 管经纬． 基于机器视觉的工件自动分拣系统研究［Ｄ］ ． 上海：东

华大学，２０１５．
［３］ 黄咨． 基于卷积神经网络的目标检测模型的研究［Ｄ］ ． 上海：上

海交通大学，２０１４．
［４］ ＫＲＩＺＨＥＶＳＫＹ Ａ， ＳＵＴＳＫＥＶＥＲ Ｉ， ＨＩＮＴＯＮ Ｇ Ｅ． Ｉｍａｇｅｎｅｔ

ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｗｉｔｈ ｄｅｅｐ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ ［ Ｃ ］ ／ ／
Ａｄｖａｎｃｅｓ ｉｎ ｎｅｕｒａｌ ｉｎｆｏｒｍａｔｉｏｎ ｐｒｏｃｅｓｓｉｎｇ ｓｙｓｔｅｍｓ． Ｌａｋｅ Ｔａｈｏｅ，
Ｎｅｖａｄａ， ＵＳＡ： ｄｂｌｐ，２０１２： １０９７－１１０５．

［５ ］ ＳＺＥＧＥＤＹ Ｃ， ＬＩＵ Ｗ， ＪＩＡ Ｙ， ｅｔ ａｌ． Ｇｏｉｎｇ ｄｅｅｐｅｒ ｗｉｔｈ
ｃｏｎｖｏｌｕｔｉｏｎｓ ［ Ｃ ］ ／ ／ Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＩＥＥＥ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ
Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ． Ｂｏｓｔｏｎ， ＭＡ， ＵＳＡ：
ＩＥＥＥ，２０１５： １－９．

［６］ ＧＩＲＳＨＩＣＫ Ｒ， ＤＯＮＡＨＵＥ Ｊ， ＤＡＲＥＬＬ Ｔ， ｅｔ ａｌ． Ｒｉｃｈ ｆｅａｔｕｒｅ
ｈｉｅｒａｒｃｈｉｅｓ ｆｏｒ ａｃｃｕｒａｔｅ ｏｂｊｅｃｔ ｄｅｔｅｃｔｉｏｎ ａｎｄ ｓｅｍａｎｔｉｃ ｓｅｇｍｅｎｔａｔｉｏｎ
［Ｃ］ ／ ／ Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＩＥＥＥ ｃｏｎｆｅｒｅｎｃｅ ｏｎ ｃｏｍｐｕｔｅｒ ｖｉｓｉｏｎ ａｎｄ
ｐａｔｔｅｒｎ ｒｅｃｏｇｎｉｔｉｏｎ．Ｃｏｌｕｍｂｕｓ， Ｏｈｉｏ：ＩＥＥＥ， ２０１４： ５８０－５８７．

［７］ ＧＩＲＳＨＩＣＫ Ｒ． Ｆａｓｔ ｒ － ｃｎｎ ［ Ｃ ］ ／ ／ Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＩＥＥＥ
Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ． Ｓａｎｔｉａｇｏ， Ｃｈｉｌｅ：

ＩＥＥＥ， ２０１５：１４４０－１４４８． （下转第 ４６ 页）

１４第 １ 期 王乐， 等： 改进卷积神经网络算法在机械零件实时识别与定位中的应用


