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摘　 要： 在时间序列研究领域，半监督分类技术越来越受到广泛关注，绝大多数现有研究都是对原始时间序列直接进行半监

督分类，一般情况下，时间序列的维数（长度）比较高，在半监督分类方法中选择合适的降维技术非常重要。 本文提出了一种

基于局部保持投影的时间序列半监督分类方法。 该方法首先使用局部保持投影对时间序列样本进行维数约减，然后对降维

后的数据进行半监督分类。 在 １５ 个时间序列数据集的实验结果表明，该方法的分类性能显著地好于已有方法。
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０　 引　 言

时间序列是指按时间次序有序排列的一组数

据，任何有次序的实值序列都可当作时间序列来处

理［１］。 已有研究发现，时间序列数据常可广泛见于

金融、医学、交通等诸多领域。 建立准确的分类器需

要大量的有类别标记的样本数据，然而在现实应用

领域，存在大量没有类别标记的样本数据，有标记的

样本数据很难获得，或用人工标记样本数据成本很

高。 半监督分类 （ Ｓｅｍｉ － ｓｕｐｅｒｖｉｓｅｄ ｃｌａｓｓｉｆｉｃａｔｉｏｎ，
ＳＳＣ）使用少量有标记的样本数据和大量未标记数

据建立分类器［２］。
目前，绝大多数已有的时间序列半监督分类

（ Ｓｅｍｉ － ｓｕｐｅｒｖｉｓｅｄ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｏｎ Ｔｉｍｅ Ｓｅｒｉｅｓ，
ＳＳＣＴＳ）方法，都是对原始时间序列直接进行半监督

分类。 由于时间序列样本的维数（即长度）随时间

而不断增加，当时间序列的维数较高时，会出现维灾

（ｃｕｒｓｅ ｏｆ ｄｉｍｅｎｓｉｏｎａｌｉｔｙ）现象。 为此，本文则采用了

流形学习算法，在对时间序列原始数据降维的同时，

还能具体考虑其在低维空间的内在结构。 目前，研
究指出，流形学习方法可以分为线性和非线性两

种［３］。 其中，非线性方法包括等距映射［４］（ Ｉｓｏｍｅｔｒｉｃ
Ｍａｐｐｉｎｇ， ＩｓｏＭａｐ）、局部线性嵌入［５］（Ｌｏｃａｌｌｙ Ｌｉｎｅａｒ
Ｅｍｂｅｄｄｉｎｇ， ＬＬＥ）以及拉普拉斯特征映射（Ｌａｐｌａｃｉａｎ
Ｅｉｇｅｎｍａｐｓ， ＬＥ） ［６］等方法，这些方法只能在给定的

数据集上运行，对新的数据缺乏泛化能力，即都没有

给出一种方法，将新的数据或对象映射到低维空间，
所以这些方法不适合于半监督分类问题；线性方法

包 括 局 部 保 持 映 射［７－８］ （ Ｌｏｃａｌｉｔｙ Ｐｒｅｓｅｒｖｉｎｇ
Ｐｒｏｊｅｃｔｉｏｎ， ＬＰＰ ）、邻域保持嵌入［９］ （ Ｎｅｉｇｈｂｏｒｈｏｏｄ
Ｐｒｅｓｅｒｖｉｎｇ Ｅｍｂｅｄｄｉｎｇ， ＮＰＥ ）、 弹 性 保 持 映 射［９］

（Ｅｌａｓｔｉｃ Ｐｒｅｓｅｒｖｉｎｇ Ｐｒｏｊｅｃｔｉｏｎｓ， ＥＰＰ）等方法。 而据

分析可知，ＬＰＰ 是一种线性的流形学习方法，在解决

上述非线性算法存在问题的同时，还能使降维后的

数据切实清晰地保持原数据的局部邻域信息。 在综

合了前述研究成果基础上，本文即有针对性地提出

了一种基于 ＬＰＰ 的时间序列半监督分类方法

（ＬＰＰ＿ＳＳＣＴＳ）。 该方法首先使用 ＬＰＰ 对时间序列



样本进行维数约减，然后对降维后的数据进行半监

督分类。
本文的论述结构安排如下：首先探讨了本文研

究的基础背景和相关工作；其次，提出了基于 ＬＰＰ
的时间序列半监督分类算法；接下来，选取本文提出

的方法与其它半监督分类方法构建仿真实验，并采

用威尔克森符号秩检验 （Ｗｉｌｃｏｘｏｎ Ｓｉｇｎｅｄ Ｒａｎｋｓ
Ｔｅｓｔ）对实验结果进行对比，验证算法的有效性；最
后，给出了本文研究结论。

１　 背景和相关工作

１．１　 基本概念

定义 １　 时间序列　 时间序列是一段时间内的

一系列观测值， 用 ｘｉ（ ｔ） ［ ｉ ＝ １， ２，．．．，ｎ； ｔ ＝ １，
２，．．．，ｍ］ 表示， 其中ｍ是观测值的个数，ｎ是变量的

个数［１０］。 当 ｎ ＝ １ 时，称为单变量时间序列；当 ｎ ≥
２ 时，称为多变量时间序列。 本文的研究只是针对

单变量时间序列。
定义 ２ 　 Ｐ 集合 　 Ｐ 为训练数据的一个集

合［１１］，包括所有正类标记的样本。 在训练开始时，Ｐ
只包含少量的正类样本， 或许只包含一个正类样

本。 随着学习的继续进行，先前 Ｕ 中一些没有标记

的样本，被标记为正类样本，并移动到了 Ｐ 集合，Ｐ
集合包含样本的数量也随之增加。 最终，集合 Ｐ 既

包含原来有标记的正类样本，也包括使用分类器从

Ｕ 中选择的样本。
定义 ３ 　 Ｕ 集合 　 Ｕ 是未标记样本的集

合［１１］。 Ｕ 中的样本可以来自正类或者负类；通常情

况下，Ｕ 中的绝大多数样本来自负类。
１．２　 局部保持投影

局部保持映射 （ Ｌｏｃａｌｉｔｙ Ｐｒｅｓｅｒｖｉｎｇ Ｐｒｏｊｅｃｔｉｏｎ，
ＬＰＰ） ［７－８］作为一种线性降维方法，是非线性拉普拉

斯（Ｌａｐｌａｃｉａｎ）特征映射的线性近似。 ＬＰＰ 在设计中

考虑了数据的局部结构，使用 ＬＰＰ 可以得到一个简

单的线性变换，这个线性变换在某种特定的意义上

可以最优地保持原数据集的局部邻域信息。 与非线

性降维方法相比，ＬＰＰ 方法适用于新的样本，因此，
可以将 ＬＰＰ 应用于半监督分类问题。 ＬＰＰ 的数学

定义可表述如下：
已知 Ｒｎ 中的集合Ｘ ＝ ｛ｘ１，ｘ２，．．．， ｘｋ｝，使用 ＬＰＰ

方法找到变换矩阵 Ａ，将高维空间数据集 Ｘ 映射到

低维空间 Ｒ ｌ 中的集合 Ｙ ＝ ｛ｙ１， ｙ２，．．．，ｙｋ｝ ，（ ｌ ＜ ＜
ｎ ），即 ｙｉ ＝ ＡＴｘｉ，使得 ｙｉ 能够“代表”ｘｉ。

可通过解决最小化问题来得到变换矩阵 Ａ中的

变换变量 ａ，对此可写作如下数学形式：

ｍｉｎ
ａ
∑
Ｎ

ｉ， ｊ ＝ １
（ａＴｘｉ － ａＴｘ ｊ） ２Ｓｉｊ （１）

　 　 其中， Ｓ为相似矩阵，如果 ｘｉ 在 ｘ ｊ 的 ｋ近邻中或

ｘ ｊ 在 ｘｉ 的 ｋ近邻中，Ｓｉｊ ＝ ｅｘｐ（ － ‖ｘｉ － ｘ ｊ‖２ ／ ｔ），其它

情况 Ｓｉｊ ＝ ０，参数 ｔ 为一个适当常数（本文设置为

１）。 可以通过求解下面的广义特征值问题来使目

标函数（１） 达到最小，其数学公式可表示为：
ＸＬＸＴａ ＝ λＸＤＸＴａ （２）

　 　 因为 Ｌａｐｌａｃｉａｎ 矩阵 Ｌ 和对角矩阵 Ｄ 都是对称

的和半正定的，故 ２ 个矩阵 ＸＬＸＴ 和 ＸＤＸＴｙ 也是对

称的和半正定的。 设 ａ０，．．．，ａｄ －１ 为式（２） 的解，并
已根据其特征值排序：０ ≤ λ ０ ≤ ．．． ≤ λ ｄ －１。 则嵌

入结果将分别如式（３） ～ （４） 所示：
ｘｉ → ｙｉ ＝ ＡＴｘｉ （３）

Ａ ＝ （ａ０，ａ１，．．．，ａｌ －１） （４）
　 　 其中， ｙｉ 为 ｌ 维向量，Ａ 为 ｎ∗ｌ 矩阵。
１．３　 相关工作

时间序列的半监督分类方法可大致分为 ３
类［２］，即：基于实例、基于聚类以及基于模型的半监

督分类方法。 对此，可做阐释解析如下。
Ｃｈｅｎ 等人［１１］ 在 ＳＳＣ 算法中，使用一种基于

ＤＴＷ 和 ＥＤ 相结合的特殊距离 ＤＴＷ－Ｄ，显著地提

高了分类的性能。 Ｗｅｉ 等人［１２］ 针对正类中只有少

量有标记的样本，使用欧氏距离建立基于最小最近

邻距离的分类器及停止准则。 Ｒａｔａｎａｍａｈａｔａｎａ 等

人［１３］使用 ＤＴＷ（Ｄｙｎａｍｉｃ Ｔｉｍｅ Ｗａｒｐｉｎｇ）距离来改

进样本的选取并提出了新的停止准则，该准则基于

未标记样本集中候选样本与正类样本的历史距离；
Ｂｅｇｕｍ 等人［１４－１５］ 提出了一种基于最小描述长度

（Ｍｉｎｉｍｕｍ Ｄｅｓｃｒｉｐｔｉｏｎ Ｌｅｎｇｔｈ，ＭＤＬ）的停止准则，该
准则利用数据的内在性质去发现停止点；然而，时间

序列在时间轴可能会存在扭曲（ｄｉｓｔｏｒｔｉｏｎ）现象，出
现不匹配点。 针对此问题，Ｖｉｎｈ 等人［１６－１７］提供了后

续改进，并增加一个后处理步骤，使分类器更加精

确。 Ｖｉｎｈ 等人［１８］还提出了一种基于约束的自训练

算法， 与正类集合最近的实例 ｔ，必须满足约束条件

ＤＬ（ ｔ ｜ Ｈ） ＜ ＤＬ（ ｔ）， 才能添加到正类集合。 另外，
Ｖｉｎｈ 等人还定义了安全距离（ｓａｆｅ ｄｉｓｔａｎｃｅ），当实例

与正类集合之间的距离小于或等于安全距离，则将

该实例放入正类集合中。
Ｎｇｕｙｅｎ 等人［１９］提出了一种 ＰＵ 学习算法 ＬＣＬＣ

（Ｌｅａｒｎｉｎｇ ｆｒｏｍ Ｃｏｍｍｏｎ Ｌｏｃａｌ Ｃｌｕｓｔｅｒｓ），可以从未标

记的集合 Ｕ 中有效地提取正类和负类样本。 ＬＣＬＣ

７第 １ 期 单中南， 等： 基于 ＬＰＰ 的时间序列半监督分类



是基于聚类的方法，采用了特征选择策略，考虑了正

类以及未标记实例的特征，从而使 ＬＣＬＣ 能够更准

确地评估簇或样本之间的相似性。 Ｎｇｕｙｅｎ 等人［２０］

对 ＬＣＬＣ 算法加以改进，提出了 Ｅｎ－ＬＣＬＣ 算法。 Ｅｎ
－ＬＣＬＣ 采用基于融合（ｅｎｓｅｍｂｌｅ）策略；通过多次执

行 ＬＣＬＣ 算法，降低了使用单个 ＬＣＬＣ 预测产生的潜

在偏差。
Ｍｅｎｇ 等人［２１］提出了一种基于协同训练的时间

序列 ＳＳＣ 方法，该方法在协同训练阶段使用 ＨＭＭ
（ｈｉｄｄｅｎ Ｍａｒｋｏｖ ｍｏｄｅｌ ） 和 １ － ＮＮ 两 种 学 习 器

（ｌｅａｒｎｅｒ）。 Ｋｉｍ［２２］将模式分类问题看作是混合生成

模型（ｇｅｎｅｒａｔｉｖｅ ｍｏｄｅｌ）的密度估计问题，将其早期

提出的有判别能力的混合模型的递归估计方法，扩
展到了时间序列的半监督分类；Ｋｉｍ［２３］ 还提出了一

种基于正则化框架（ｒｅｇｕｌａｒｉｚａｔｉｏｎ ｆｒａｍｅｗｏｒｋ）的半监

督学习算法；将熵最小化方法、半监督支持向量机

（Ｓ３ＶＭ）扩展到时间序列领域，采用 ＨＣＲＦ（Ｈｉｄｄｅｎ
Ｃｏｎｄｉｔｉｏｎａｌ Ｒａｎｄｏｍ Ｆｉｅｌｄ）模型捕获时间序列数据中

复杂的依赖结构。 Ｘｕ 等人［２４］提出了一种基于图的

半学习框架，在使用 ｈａｒｍｏｎｉｃ Ｇａｕｓｓｉａｎ ｆｉｅｌｄｓ 方法构

造的图上，使用类标签的传播，对没有类别标签的时

间序列进行分类；Ｎｏｏｒａｌｉｓｈａｈｉ 等人［２５］ 基于 ｇｒｏｗｉｎｇ
ｎｅｕｒａｌ ｇａｓ（ＧＮＧ）学习框架，提出了一种在线半监督

多通道（ｍｕｌｔｉ－ｃｈａｎｎｅｌ）时间序列分类器。 该方法能

够处理多通道时间序列，引入了一种标签预测策略

以减少误分类。
在已有的半监督分类算法中，都是直接使用时

间序列原始数据进行半监督分类，由于时间序列原

始数据的维数随时间而增高，存在“维灾”现象，从
而影响分类性能。 本文提出的基于 ＬＰＰ 的半监督

分类方法，对时间序列原始数据使用局部保持投影

来提取高维空间数据的局部流形结构信息，在达到

降维的目的同时，提高分类器的性能。

２　 基于 ＬＰＰ 的时间序列半监督分类算法

２．１　 训练分类器

本文提出半监督分类算法主要包括 ４ 个步骤，
各步骤内容可分述如下。

（１）对未标记的原始数据集使用主成分分析

（ＰＣＡ）进行预处理，目的在于去噪声处理和解决矩

阵奇异性问题。
（２）构造邻接图，并对数据进行特征映射，得到

降维后的数据。
（３）对降维后的数据随机选取若干个正类样本

作为初始标记数据集 Ｐ。 计算集合 Ｕ 中每个样本

到集合 Ｐ 的欧氏距离，并将集合 Ｕ 中与集合 Ｐ 最近

的样本，从集合 Ｕ 中删除，添加至集合 Ｐ。
（４）重复（３），直到满足停止标准为止。
至此将研发推得基于 ＬＰＰ 的时间序列半监督

分类算法的设计流程详见如下。
算法 １　 ＬＰＰ＿ＳＳＣＴＳ （Ｐ， Ｕ， ｄ， ｋ， ＰＣＡ ｒａｔｉｏ，

ｎｓｅｅｄｓ）
输入： Ｐ表示初始训练集，包含少量已标记正类

样本；Ｕ 表示未标记数据集；ｄ 表示所降维数；ｋ 表示

近邻个数；ＰＣＡ ｒａｔｉｏ 表示 ＰＣＡ 率； ｎｓｅｅｄｓ 值表示初

始标记为正类样本的个数

输出：训练好的分类器

Ｓｔｅｐ１　 使用 ＰＣＡ 将训练集 （Ｐ ＋ Ｕ） 投影到

ＰＣＡ 子空间中，以达到去除噪声的目的。
Ｓｔｅｐ２　 用 ＡＰＣＡ 表示 ＰＣＡ 的变换矩阵， ｙｉ ＝

ＡＰＣＡ
Ｔｘｉ，ｘｉ ∈ 训练集（Ｐ ＋ Ｕ）。
Ｓｔｅｐ３　 在 ＰＣＡ 子空间中， 搜索 ｙｉ 的 ｋ 最近邻，

构建邻接图 Ｇ。
Ｓｔｅｐ４　 计算相似性矩阵 Ｓ，及拉普拉斯矩阵 Ｌ，

Ｌ ＝ Ｄ – Ｓ，其中 Ｄ 为原始训练集构成的对角矩

阵。
Ｓｔｅｐ５　 令列向量 ａ０，ａ１，．．．，ａｄ －１ 为公式（２） 的

解，按其特征值进行排序，即：０ ≤ λ ０ ≤ λ １ ≤．．． ≤
λ ｄ －１。

Ｓｔｅｐ６　 由列向量组成的变换矩阵 ＡＬＰＰ 与 ＡＰＣＡ

相乘得到所要求出的变换后的矩阵 Ｍ。
Ｓｔｅｐ７　 使用 Ｍ 与原始数据 Ｐ ＋ Ｕ 相乘得到维

数约减后的数据 Ｆ。
Ｓｔｅｐ８　 从 Ｆ 中随机选取 ｎｓｅｅｄｓ 个正类样本放

入集合 Ｐ。
Ｓｔｅｐ９　 计算集合 Ｕ 中每个样本到集合 Ｐ 的欧

氏距离，将集合 Ｕ中与集合 Ｐ 最近的样本，从集合 Ｕ
中删除，添加至集合 Ｐ。

Ｓｔｅｐ１０　 重复 Ｓｔｅｐ９，直到满足停止标准为止。
在 Ｓｔｅｐ１０ 中，本文采用 Ｗｅｉ 等人［１２］ 提出的停

止标准，即在迭代过程中，当正类样本的最小最近邻

距离在趋于稳定后的第一次显著下降时，即停止。
ＬＰＰ＿ＳＳＣＴＳ 分为 ２ 个阶段，对其可做解读论述如

下。
（１）Ｓｔｅｐ１～ Ｓｔｅｐ６ 为数据降维阶段：设训练集中

有 ｍ 个长度为 ｎ 的样本。 Ｓｔｅｐ１ 中对训练集使用

ＰＣＡ 进行预处理的时间复杂度为 Ｏ（ｍ∗ｎ２）， Ｓｔｅｐ２
～ Ｓｔｅｐ６ 采用 ＬＰＰ 对训练集进行降维可分为 ２ 步：
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前者 为 ｋ 近 邻 搜 索， 时 间 复 杂 度 为 Ｏ（（ｎ ＋
ｋ）∗ｍ２） ［７－８，１０］；后者为计算特征值，若将 ｍ 维降到

ｄ 维，时间复杂度为 Ｏ（（ｎ ＋ ｄ）∗ｎ２）， 因此 ＬＰＰ 算

法的复杂度为 Ｏ（（ｎ ＋ ｋ）∗ｍ２ ＋ （ｎ ＋ ｄ）∗ｎ２））。
（２）Ｓｔｅｐ７～ Ｓｔｅｐ８ 为训练分类器阶段， 时间复杂

度为 Ｏ（ｍ２）。
故而， 算法的总时间复杂度为 Ｏ（（ｍ∗ｎ２） ＋

（ｎ ＋ ｋ）∗ｍ２ ＋ （ｎ ＋ ｄ）∗ｎ２ ＋ ｍ２）。
分类器训练好之后，在使用分类器对待测样本

进行分类时，如果待测样本与任何一个标记为正类

样本之间的距离小于阈值 ｒ，则该样本分类为正类，
否则为负类［１２］，阈值 ｒ 为正类样本与其最近邻之间

距离的平均值。
２．２　 评估分类器

算法 １ 仅包含来自 Ｕ中的正类样本，属于一类分

类器。 本文采用测试集对分类器的性能进行测试，测
试集中包含一些正类对象和其它类对象。 采用经典

的精确度 （Ｐｒｅｃｉｓｉｏｎ） 和召回率（Ｒｅｃａｌｌ） 来衡量分类

器的性能。 在本文中，精确度的值等于召回率的值，
即假的负类（Ｆａｌｓｅ ｎｅｇａｔｉｖｅｓ）数量与假的正类（Ｆａｌｓｅ
ｐｏｓｉｔｉｖｅｓ）数量相同。 精确度的数学定义可表示如下：

ｐｒｅｃｉｓｉｏｎ ＝
Ｎｐｏｓｉｔｉｖｅ

Ｋ
（５）

　 　 其中， Ｋ 表示测试集中的正类样本的个数，
Ｎｐｏｓｉｔｉｖｅ 表示在前Ｋ个最接近Ｐ集合的样本中，正类样

本的个数。

３　 实验

本节从 Ｐｒｅｃｉｓｉｏｎ 角度来评估 ＬＰＰ＿ＳＳＣＴＳ 与原

始方法的性能，研究采用的 １５ 个时间序列数据集均

来自于 ＵＣＲ［２６］档案库。
３．１　 数据集描述

表 １ 列出了 １５ 个时间序列数据集的主要特征，
包括数据集名称、类别数、训练集样本数量、测试集

样本数量以及样本长度。 选用数据集来自于工业、
医学、图像、生物等领域。
３．２　 性能比较

将本文提出的基于 ＬＰＰ 的半监督分类方法

（ＬＰＰ＿ＳＳＣＴＳ），与 Ｗｅｉ 等人［１２］提出的方法（用 Ｗｅｉ＿
ＳＳＣＴＳ 表示）的分类性能进行比较。 在实验中，将数

据集中类别标记为 １ 的样本作为正类样本，其它类

样本为负类样本。 在算法 １ 中， 初始正类样本的个

数 ｎＳｅｅｄｓ分别取不同值，实验重复２ ０００次，表２ ～ ４
中给出了 ｎＳｅｅｄｓ 分别取 １、３、５ 时 ２ 种方法的平均

Ｐｒｅｃｉｓｉｏｎ。
表 １　 数据集描述

Ｔａｂ． １　 Ｄａｔａｓｅｔ ｄｅｓｃｒｉｐｔｉｏｎ

编号
数据集

名称

类别

个数

训练集

样本数

测试集

样本数

时间序列

长度

１ Ｇｕｎ＿Ｐｏｉｎｔ ２ ５０ １５０ １５０

２ ＣＢＦ ３ ３０ ９００ １２８

３ ｌｉｇｈｔｉｎｇ２ ２ ６０ ６０ ６３７

４ Ｓｙｎｔｈｅｔｉｃ＿Ｃｏｎｔｒｏｌ ６ ３００ ３００ ６０

５ ＳｏｎｙＡＩＢＯＲｏｂｏｔ Ｓｕｒｆａｃｅ ２ ２０ ６０１ ７０

６ Ｂｅｅｆ ５ ３０ ３０ ４７０

７ ＥＣＧ２００ ２ １００ １００ ９６

８ ＥＣＧＦｉｖｅＤａｙｓ ２ ２３ ８６１ １３６

９ Ｓｙｍｂｏｌｓ ６ ２５ ９５５ ３９８

１０ ＴｗｏＬｅａｄＥＣＧ ２ ２３ １ １３９ ８２

１１ ＦａｃｅＡｌｌ １４ ５６０ １ ６９０ １３１

１２ ｙｏｇａ ２ ３００ ３ ０００ ４２６

１３ ＩｔａｌｙＰｏｗｅｒＤｅｍａｎｄ ２ ６７ １ ０２９ ２４

１４ ＭｏｔｅＳｔｒａｉｎ ２ ２０ １ ２５２ ８４

１５ Ｗａｆｅｒ ２ １ ０００ ６ １７４ １５２

　 　 表 ２ ～ ４ 中的第 ２ ～ ４ 列分别给出了使用 Ｗｅｉ＿
ＳＳＣＴＳ，ＬＰＰ＿ＳＳＣＴＳ 的 Ｐｒｅｃｉｓｉｏｎ 以及相应参数。
　 　 分析可知，ＬＰＰ＿ＳＳＣＴＳ 在 １５ 个数据集上分类

的 平 均 Ｐｒｅｃｉｓｉｏｎ 高 于 Ｗｅｉ ＿ ＳＳＣＴＳ 的 平 均

Ｐｒｅｃｉｓｉｏｎ。 ２ 种方法的平均 Ｐｒｅｃｉｓｉｏｎ 随着 ｎＳｅｅｄｓ 增
大而增大，说明增加初始正类样本个数，能够提高算

法的分类性能。 从表 ５ 中可以看到，当 ｎＳｅｅｄｓ 为 １、
３、５ 时， ＬＰＰ＿ＳＳＣＴＳ 与 Ｗｅｉ＿ＳＳＣＴＳ 的 Ｗｉｌｃｏｘｏｎ 符号

秩检验的概率 ｐ 值都小于 ０．０５，说明 ＬＰＰ＿ＳＳＣＴＳ 的

分类性能显著地好于 Ｗｅｉ＿ＳＳＣＴＳ。
３．３　 参数对半监督分类性能的影响

本文提出的 ＬＰＰ＿ＳＳＣＴＳ 算法有 ３ 个参数，即：
ＰＣＡ ｒａｔｉｏ、最近邻 ｋ 的数量、 以及嵌入维数 ｄ。 图 １
给 出 了 在 Ｓｙｎｔｈｅｔｉｃ ＿ Ｃｏｎｔｒｏｌ 数 据 集 上， 当

ＰＣＡ ｒａｔｉｏ ＝ ０．６６、且最近邻数 ｋ ＝ １０ 时， Ｐｒｅｃｉｓｉｏｎ
随嵌入维数 ｄ 的变化情况。 图 ２ 给出了在 ＦａｃｅＡｌｌ
数据集上，当 ＰＣＡ ｒａｔｉｏ ＝ ０．８６、且最近邻数 ｋ ＝ ６
时， Ｐｒｅｃｉｓｉｏｎ 随嵌入维数 ｄ 的变化情况。 从图 １ 和

图 ２ 可以看出，嵌入维数 ｄ 对算法的性能有较大影

响。 当嵌入维数 ｄ 比较小时， Ｐｒｅｃｉｓｉｏｎ 比较低。 产

生这种情况，一种可能的解释为数据集中不同的区

域经过映射以后，在嵌入空间中重叠在了一起； 随

着嵌入维数 ｄ 逐步增加，Ｐｒｅｃｉｓｉｏｎ 快速上升。
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表 ２　 ｎＳｅｅｄｓ＝１ 时各种方法的 Ｐｒｅｃｉｓｉｏｎ
Ｔａｂ． ２　 Ｐｒｅｃｉｓｉｏｎ ｏｆ ｖａｒｉｏｕｓ ｍｅｔｈｏｄｓ ｗｈｅｎ ｎＳｅｅｄｓ＝１

数据集
ｎＳｅｅｄｓ ＝ １

Ｗｅｉ＿ＳＳＣＴＳ ＬＰＰ＿ＳＳＣＴＳ 参数

Ｇｕｎ＿Ｐｏｉｎｔ ０．６１ ０．６３ ｄ ＝ ５０， ＰＣＡ ｒａｔｉｏ ＝ ０．９９， ｋ ＝ ４

ＣＢＦ ０．３４ ０．３５ ｄ ＝ ２７， ＰＣＡ ｒａｔｉｏ ＝ ０．９８， ｋ ＝ ５

ｌｉｇｈｔｉｎｇ２ ０．５２ ０．６２ ｄ ＝ ２， ＰＣＡ ｒａｔｉｏ ＝ ０．９７， ｋ ＝ ５

Ｓｙｎｔｈｅｔｉｃ＿Ｃｏｎｔｒｏｌ ０．１９ ０．７６ ｄ ＝ ３， ＰＣＡ ｒａｔｉｏ ＝ ０．６６， ｋ ＝ １０

ＳｏｎｙＡＩＢＯＲｏｂｏｔ Ｓｕｒｆａｃｅ ０．４０ ０．５６ ｄ ＝ ２， ＰＣＡ ｒａｔｉｏ ＝ ０．９６， ｋ ＝ ８

Ｂｅｅｆ ０．６３ ０．８１ ｄ ＝ １５， ＰＣＡ ｒａｔｉｏ ＝ ０．９９， ｋ ＝ ６

ＥＣＧ２００ ０．７８ ０．７８ ｄ ＝ ４８， ＰＣＡ ｒａｔｉｏ ＝ ０．７９， ｋ ＝ ６

ＥＣＧＦｉｖｅＤａｙｓ ０．５２ ０．５３ ｄ ＝ ２２， ＰＣＡ ｒａｔｉｏ ＝ ０．９５， ｋ ＝ ４

Ｓｙｍｂｏｌｓ ０．５２ ０．５３ ｄ ＝ ２４， ＰＣＡ ｒａｔｉｏ ＝ ０．７７， ｋ ＝ １１

ＴｗｏＬｅａｄＥＣＧ ０．５３ ０．５３ ｄ ＝ ２１， ＰＣＡ ｒａｔｉｏ ＝ ０．９６， ｋ ＝ １１

ＦａｃｅＡｌｌ ０．４５ ０．４６ ｄ ＝ ２３， ＰＣＡ ｒａｔｉｏ ＝ ０．８６， ｋ ＝ ６

ｙｏｇａ ０．４３ ０．４７ ｄ ＝ ２， ＰＣＡ ｒａｔｉｏ ＝ ０．８７， ｋ ＝ １１

ＩｔａｌｙＰｏｗｅｒＤｅｍａｎｄ ０．６１ ０．６４ ｄ ＝ ３， ＰＣＡ ｒａｔｉｏ ＝ ０．９９， ｋ ＝ ５

ＭｏｔｅＳｔｒａｉｎ ０．６１ ０．５９ ｄ ＝ １９， ＰＣＡ ｒａｔｉｏ ＝ ０．７０， ｋ ＝ １５

Ｗａｆｅｒ ０．８８ ０．９０ ｄ ＝ ７６， ＰＣＡ ｒａｔｉｏ ＝ ０．９８， ｋ ＝ ５

平均值 ０．５３ ０．６１

表 ３　 ｎＳｅｅｄｓ＝３ 时各种方法的 Ｐｒｅｃｉｓｉｏｎ
Ｔａｂ． ３　 Ｐｒｅｃｉｓｉｏｎ ｏｆ ｖａｒｉｏｕｓ ｍｅｔｈｏｄｓ ｗｈｅｎ ｎＳｅｅｄｓ＝３

数据集
ｎＳｅｅｄｓ ＝ ３

原始数据 ＬＰＰ＿ＳＳＣＴＳ 参数

Ｇｕｎ＿Ｐｏｉｎｔ ０．６１ ０．６５ ｄ ＝ ５０， ＰＣＡ ｒａｔｉｏ ＝ ０．９９， ｋ ＝ ４

ＣＢＦ ０．３７ ０．３９ ｄ ＝ ２７， ＰＣＡ ｒａｔｉｏ ＝ ０．９８， ｋ ＝ ５

ｌｉｇｈｔｉｎｇ２ ０．５２ ０．６４ ｄ ＝ ２， ＰＣＡ ｒａｔｉｏ ＝ ０．９７， ｋ ＝ ５

Ｓｙｎｔｈｅｔｉｃ＿Ｃｏｎｔｒｏｌ ０．２０ ０．８５ ｄ ＝ ３， ＰＣＡ ｒａｔｉｏ ＝ ０．６６， ｋ ＝ １０

ＳｏｎｙＡＩＢＯＲｏｂｏｔ Ｓｕｒｆａｃｅ ０．３０ ０．５９ ｄ ＝ ２， ＰＣＡ ｒａｔｉｏ ＝ ０．９６， ｋ ＝ ８

Ｂｅｅｆ ０．７９ ０．９２ ｄ ＝ １５， ＰＣＡ ｒａｔｉｏ ＝ ０．９９， ｋ ＝ ６

ＥＣＧ２００ ０．７８ ０．７８ ｄ ＝ ４８， ＰＣＡ ｒａｔｉｏ ＝ ０．７９， ｋ ＝ ６

ＥＣＧＦｉｖｅＤａｙｓ ０．５３ ０．５７ ｄ ＝ ２２， ＰＣＡ ｒａｔｉｏ ＝ ０．９５， ｋ ＝ ４

Ｓｙｍｂｏｌｓ ０．８０ ０．８４ ｄ ＝ ２４， ＰＣＡ ｒａｔｉｏ ＝ ０．７７， ｋ ＝ １１

ＴｗｏＬｅａｄＥＣＧ ０．５５ ０．６０ ｄ ＝ ２１， ＰＣＡ ｒａｔｉｏ ＝ ０．９６， ｋ ＝ １１

ＦａｃｅＡｌｌ ０．６４ ０．６９ ｄ ＝ ２３， ＰＣＡ ｒａｔｉｏ ＝ ０．８６， ｋ ＝ ６

ｙｏｇａ ０．４４ ０．４７ ｄ ＝ ２， ＰＣＡ ｒａｔｉｏ ＝ ０．８７， ｋ ＝ １１

ＩｔａｌｙＰｏｗｅｒＤｅｍａｎｄ ０．６１ ０．６４ ｄ ＝ ３， ＰＣＡ ｒａｔｉｏ ＝ ０．９９， ｋ ＝ ５

ＭｏｔｅＳｔｒａｉｎ ０．６１ ０．６５ ｄ ＝ １９， ＰＣＡ ｒａｔｉｏ ＝ ０．７０， ｋ ＝ １５

Ｗａｆｅｒ ０．９１ ０．９２ ｄ ＝ ７６， ＰＣＡ ｒａｔｉｏ ＝ ０．９８， ｋ ＝ ５

平均值 ０．５８ ０．６６

０１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 ９ 卷　



表 ４　 ｎＳｅｅｄｓ＝５ 时各种方法的 Ｐｒｅｃｉｓｉｏｎ
Ｔａｂ． ４　 Ｐｒｅｃｉｓｉｏｎ ｏｆ ｖａｒｉｏｕｓ ｍｅｔｈｏｄｓ ｗｈｅｎ ｎＳｅｅｄｓ＝５

数据集
ｎＳｅｅｄｓ ＝ ５

Ｗｅｉ＿ＳＳＣＴＳ ＬＰＰ＿ＳＳＣＴＳ 参数

Ｇｕｎ＿Ｐｏｉｎｔ ０．６１ ０．６５ ｄ ＝ ５０， ＰＣＡ ｒａｔｉｏ ＝ ０．９９， ｋ ＝ ４

ＣＢＦ ０．３８ ０．４２ ｄ ＝ ２７， ＰＣＡ ｒａｔｉｏ ＝ ０．９８， ｋ ＝ ５

ｌｉｇｈｔｉｎｇ２ ０．５２ ０．６５ ｄ ＝ ２， ＰＣＡ ｒａｔｉｏ ＝ ０．９７， ｋ ＝ ５

Ｓｙｎｔｈｅｔｉｃ＿Ｃｏｎｔｒｏｌ ０．２０ ０．８７ ｄ ＝ ３， ＰＣＡ ｒａｔｉｏ ＝ ０．６６， ｋ ＝ １０

ＳｏｎｙＡＩＢＯＲｏｂｏｔ Ｓｕｒｆａｃｅ ０．３０ ０．６０ ｄ ＝ ２， ＰＣＡ ｒａｔｉｏ ＝ ０．９６， ｋ ＝ ８

Ｂｅｅｆ ０．８３ １．００ ｄ ＝ １５， ＰＣＡ ｒａｔｉｏ ＝ ０．９９， ｋ ＝ ６

ＥＣＧ２００ ０．７８ ０．７８ ｄ ＝ ４８， ＰＣＡ ｒａｔｉｏ ＝ ０．７９， ｋ ＝ ６

ＥＣＧＦｉｖｅＤａｙｓ ０．５６ ０．５９ ｄ ＝ ２２， ＰＣＡ ｒａｔｉｏ ＝ ０．９５， ｋ ＝ ４

Ｓｙｍｂｏｌｓ ０．８６ ０．８８ ｄ ＝ ２４， ＰＣＡ ｒａｔｉｏ ＝ ０．７７， ｋ ＝ １１

ＴｗｏＬｅａｄＥＣＧ ０．５７ ０．６４ ｄ ＝ ２１， ＰＣＡ ｒａｔｉｏ ＝ ０．９６， ｋ ＝ １１

ＦａｃｅＡｌｌ ０．７２ ０．８３ ｄ ＝ ２３， ＰＣＡ ｒａｔｉｏ ＝ ０．８６， ｋ ＝ ６

ｙｏｇａ ０．４３ ０．４７ ｄ ＝ ２， ＰＣＡ ｒａｔｉｏ ＝ ０．８７， ｋ ＝ １１

ＩｔａｌｙＰｏｗｅｒＤｅｍａｎｄ ０．６２ ０．６５ ｄ ＝ ３， ＰＣＡ ｒａｔｉｏ ＝ ０．９９， ｋ ＝ ５

ＭｏｔｅＳｔｒａｉｎ ０．６３ ０．７０ ｄ ＝ １９， ＰＣＡ ｒａｔｉｏ ＝ ０．７０， ｋ ＝ １５

Ｗａｆｅｒ ０．９２ ０．９３ ｄ ＝ ７６， ＰＣＡ ｒａｔｉｏ ＝ ０．９８， ｋ ＝ ５

平均值 ０．６０ ０．７１

表 ５　 Ｗｉｌｃｏｘｏｎ 符号秩检验

Ｔａｂ． ５　 Ｗｉｌｃｏｘｏｎ ｓｉｇｎｅｄ ｒａｎｋ ｔｅｓｔ

ｎＳｅｅｄｓ ＝ １

ｓｉｇｎｅｄｒａｎｋ 值 概率 ｐ 值

ｎＳｅｅｄｓ ＝ ３

ｓｉｇｎｅｄｒａｎｋ 值 概率 ｐ 值

ｎＳｅｅｄｓ ＝ ５

ｓｉｇｎｅｄｒａｎｋ 值 概率 ｐ 值

Ｗｅｉ＿ＳＳＣＴＳ 与 ＬＰＰ＿ＳＳＣＴＳ ６ ０．００３ ４ ０ １．２２０ ７ｅ－０４ ０ １．２２０ ７ｅ－０４
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图 １　 Ｓｙｎｔｈｅｔｉｃ＿Ｃｏｎｔｒｏｌ 数据集 Ｐｒｅｃｉｓｉｏｎ 随嵌入维数 ｄ 的变化

Ｆｉｇ． １　 Ｔｈｅ Ｐｒｅｃｉｓｉｏｎ ｏｆ Ｓｙｎｔｈｅｔｉｃ＿Ｃｏｎｔｒｏｌ ｄａｔａｓｅｔ ｃｈａｎｇｅｓ ｗｉｔｈ ｔｈｅ
ｎｕｍｂｅｒ ｏｆ ｅｍｂｅｄｄｉｎｇ ｄｉｍｅｎｓｉｏｎ ｄ
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图 ２　 ＦａｃｅＡｌｌ 数据集 Ｐｒｅｃｉｓｉｏｎ 随嵌入维数 ｄ 的变化

Ｆｉｇ． ２　 Ｔｈｅ Ｐｒｅｃｉｓｉｏｎ ｏｆ ＦａｃｅＡｌｌ ｄａｔａｓｅｔ ｃｈａｎｇｅｓ ｗｉｔｈ ｔｈｅ ｎｕｍｂｅｒ ｏｆ
ｅｍｂｅｄｄｉｎｇ ｄｉｍｅｎｓｉｏｎ ｄ

　 　 图 ３ 给出了在 Ｂｅｅｆ 数据集上，当 ＰＣＡ ｒａｔｉｏ ＝
０．９９、嵌入维数 ｄ ＝ １５ 时， Ｐｒｅｃｉｓｉｏｎ 随 ｋ 近邻个数的

变化情况。 图 ４ 给出了在 ＥＣＧ２００ 数据集上，当
ＰＣＡ ｒａｔｉｏ ＝ ０．７９、嵌入维数 ｄ ＝ ４８ 时， Ｐｒｅｃｉｓｉｏｎ 随 ｋ
近邻个数的变化情况。 从图 ３ 和图 ４ 中可以看出，
Ｐｒｅｃｉｓｉｏｎ 在一定区域内波动， ｋ 值对算法的性能影

响相对较小。
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图 ３　 Ｂｅｅｆ 数据集 Ｐｒｅｃｉｓｉｏｎ 随 ｋ 近邻个数的变化

Ｆｉｇ． ３　 Ｔｈｅ Ｐｒｅｃｉｓｉｏｎ ｏｆ Ｂｅｅｆ ｄａｔａｓｅｔ ｃｈａｎｇｅｓ ｗｉｔｈ ｔｈｅ ｎｕｍｂｅｒ ｏｆ
ｎｅａｒｅｓｔ ｎｅｉｇｈｂｏｒ ｋ

　 　 图 ５ 给出了在 Ｓｙｍｂｏｌｓ 数据集上， 当 ｋ ＝ １１、嵌
入维数 ｄ ＝ ２４ 时， Ｐｒｅｃｉｓｉｏｎ 随 ＰＣＡ ｒａｔｉｏ 的变化情

况。 图 ６ 给出了在 Ｓｙｎｔｈｅｔｉｃ＿Ｃｏｎｔｒｏｌ 数据集上，当
ｋ ＝１０、嵌入维数 ｄ 为 ３ 时，Ｐｒｅｃｉｓｉｏｎ 随 ＰＣＡ ｒａｔｉｏ 的

变化情况。 从图 ５ 和图 ６ 可以看出， Ｐｒｅｃｉｓｉｏｎ 在一
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定区域内波动，ＰＣＡ ｒａｔｉｏ 对算法的性能影响相对较

小。
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图 ４　 ＥＣＧ２００ 数据集 Ｐｒｅｃｉｓｉｏｎ 随 ｋ 近邻个数的变化

Ｆｉｇ． ４　 Ｔｈｅ Ｐｒｅｃｉｓｉｏｎ ｏｆ ＥＣＧ２００ ｄａｔａｓｅｔ ｃｈａｎｇｅｓ ｗｉｔｈ ｔｈｅ ｎｕｍｂｅｒ
ｏｆ ｎｅａｒｅｓｔ ｎｅｉｇｈｂｏｒ ｋ
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图 ５　 Ｓｙｍｂｏｌｓ数据集 Ｐｒｅｃｉｓｉｏｎ 随 ＰＣＡ 率变化的情况

Ｆｉｇ． ５　 Ｔｈｅ Ｐｒｅｃｉｓｉｏｎ ｏｆ Ｓｙｍｂｏｌｓ ｄａｔａｓｅｔ ｃｈａｎｇｅｓ ｗｉｔｈ ＰＣＡ ｒａｔｉｏ
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图 ６　 Ｓｙｎｔｈｅｔｉｃ＿Ｃｏｎｔｒｏｌ 数据集 Ｐｒｅｃｉｓｉｏｎ 随 ＰＣＡ 率变化的情况

Ｆｉｇ． ６ 　 Ｔｈｅ Ｐｒｅｃｉｓｉｏｎ ｏｆ Ｓｙｎｔｈｅｔｉｃ ＿Ｃｏｎｔｒｏｌ ｄａｔａｓｅｔ ｃｈａｎｇｅｓ ｗｉｔｈ
ＰＣＡ ｒａｔｉｏ

４　 结束语

本文提出了一种基于局部保持投影的时间序列

半监督分类方法 ＬＰＰ＿ＳＳＣＴＳ。 针对不同的数据集，
ＬＰＰ＿ＳＳＣＴＳ 只需选择恰当的参数就可以在解决维

灾和去除噪声的同时，还能使降维后的数据可以清

晰地保持原数据的局部邻域信息。 在 １５ 个时间序

列数据集上的实验结果表明，本文提出的算法显著

地好于 Ｗｅｉ＿ＳＳＣＴＳ。 如何选择最优的参数以及如何

将 ＬＰＰ＿ＳＳＣＴＳ 应用于多变量时间序列的半监督分

类，仍将亟待下一步的深入探索与研究。
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（上接第 ５ 页）
同时，提出该索引的基本构建方法和数据的存储格

式。 之后提出的结构上的 ＰＲＰ 集合合并操作、相同

的 ｕｎｉｐａｔｈ 上的种子合并方法和 ｕｎｉｐａｔｈ 上的相同序

列合并方法，表明索引可以极大减少用于 ｅｘｔｅｎｓｉｏｎ
过程计算的候选种子的数量。

本文分别在模拟数据集和真实数据集上测试索

引结构和基于 ＢＷＴ 的索引结构的 ｓｅｅｄｉｎｇ 效果。 通

过比较分析 ｓｅｅｄｉｎｇ 过程中各步骤中的 ｓｅｅｄｓ 数量情

况，发现 ｄｅ Ｂｒｕｉｊｎ 图结构能减少更多的候选 ｓｅｅｄｓ，
同时保持更多的有效 ｓｅｅｄｓ 比率。 基于 ｄｅ Ｂｒｕｉｊｎ 图

思想构建基因组索引可以作为研究精准高效的基因

组序列映射算法的基础，同时为实现多基因组上的

序列比对提供研究思路。
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