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基于深度学习的煤矿领域实体关系抽取研究

杜　 嘉， 刘思含， 李文浩， 徐啸迪， 刘旭红

（北京信息科技大学 计算机学院， 北京 １００１０１）

摘　 要： 关系抽取是构建知识图谱的一个重要过程。 为了更好地构建煤矿领域知识图谱，本文对关系抽取的方法进行研究。
传统关系抽取方法在训练前多需要人工选取特征、大量标注数据、且需要专业领域的专家辅助、费时费力、且成本较高。 本文

采用字向量和深度学习相结合的方法对实体间的关系进行抽取，降低数据标注的难度，提高训练效率。 实验结果证明使用字

向量与深度学习相结合的方法能够较有效地完成煤矿领域实体关系抽取的任务。
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０　 引　 言

煤炭是中国的重要基础能源，在使用的能源中

占有极大比例。 近年来，煤矿领域的信息量与日俱

增，关于煤矿事故的信息也逐渐积累。 在大量的煤

矿事故中，含有煤矿事故发生的原因、解决的方案、
责任的落实等重要信息，这类信息可为预防煤矿事

故再次发生提供参数、分析、教训的有效信息。 但是

由于煤矿领域信息多为无结构文本，难以直接进行

有效利用，因此需要以一种更加有效的方式对煤矿

领域，煤矿事故的信息进行描述，并进一步分析。
知识图谱采用可视化技术来展示信息的发展、

结构关系，同时对信息之间联系进行描绘，极大方便

了对信息的分析、利用。
信息抽取是构建知识图谱的重要步骤。 目前信

息抽取是自然语言处理领域的一个重要分支，其任

务是从自然文本中抽取出结构化的信息。 关系抽取

是信息抽取研究中的重要内容，是构建知识图谱的

重要步骤，实体关系抽取的准确率将极大影响所构

建的知识图谱的质量。 因此，研究关系抽取问题对

构建知识图谱有着积极意义。

１　 关系抽取研究现状

关系抽取作为信息抽取的重要节点，一直都是

国内外研究的一个重要方向。 在关系抽取领域，方
法繁多。 早期关系抽取仅从模式匹配、词典等方向

去分析。 之后不断发展，引入了机器学习方法、深度

学习方法，是目前研究的重点。 文献［１］提出标注

传播算法，对关系进行聚类抽取，但噪声对最终的准

确率有所影响。 ２０１３年，邵堃等［７］采用模式匹配的

方法抽取结构化信息，采用动态模式库以提高抽取

的准确率，但分词的结构，专业词汇的存在都会影响

到识别的效果。
机器学习方法分为有监督方法、半监督方法、无

监督方法等。 有监督的机器学习方法一般将关系抽

取看为一个分类问题。 也就是对不同的实体对，在
不同语句中的关系分类。 一般需要提前定义关系的

类别。 例如条件随机场算法［３］ （Ｃｏｎｄｉｔｉｏｎａｌ ｒａｎｄｏｍ
Ｆｉｅｌｄ，ＣＲＦ）、支持向量机方法［４］ （ Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ
Ｍａｃｈｉｎｅ， ＳＶＭ）、ｋＮＮ算法［５］等都是有监督的方法，
目前被广泛应用于关系抽取领域，并且取得了出众

的效果。 Ｋａｍｂｈａｔｌａ 提出最大熵模型［６］ （Ｍａｘｉｍｕｍ



Ｅｎｔｒｏｐｙ Ｍｏｄｅｌ， ＭＥＭ），结合语义特征，句法分析抽

取关系。 陈宇利用 ＤＢＮ［７］ （Ｄｅｅｐｔｈ Ｂｅｌｉｅｆ Ｎｅｔｗｏｒｋ）
证明在中文关系抽取领域，使用字特征进行关系抽

取比使用词特征进行关系抽取效率更高。 基于特征

向量的方法则将文本信息转化为数字信息，用启发

式方法选取特征，准确率较高。 但新的特征越来越

难以寻找，之后的算法效率的提高将更加困难。 为

了克服基于特征向量方法的缺陷，核函数概念被引

入到机器学习中［８－９］。 核函数方法采用字符串或者

句法分析树作为算法的输入信息，通过计算输入信

息之间的相似度实现分类效果。 核函数方法解决了

部分基于特征向量的方法所遇到的问题，提高了关

系抽取的准确率。 但基于核函数的方法计算复杂度

较高，并且容易引入噪声，不适合从大规模的语料中

抽取关系。 半监督方法如自举方法减少了训练过程

中对标注语料的依赖，降低了人工标注的成本，但存

在语义漂移问题。 无监督方法则主要使用聚类算

法，能够应用于大规模开放性信息领域中，但是难以

对关系名称进行准确描述。
为了提高关系抽取的质量、效率，本文采用字向

量的方式表示文本数据，结合深度学习方法，用分类

的方式抽取实体关系。 字向量可以更好地表现出文

本数据中字与字之间的内在联系，使用深度学习的

方法，通过训练过程学习文本数据间的联系，完成分

类任务。

２　 煤矿领域实体关系抽取方法

２．１　 实体关系抽取框架

实体关系抽取建立在实体抽取的基础上。 煤矿

领域实体关系的抽取问题最终转化为对已知文本中

的实体对的情况下，根据文本内容对文本中的实体

对进行分类的问题。 本文采用字向量方法对文本以

及文本中的实体对进行描述，采用双向循环神经网

络加注意力机制［１０］对实体对进行分类，实现煤矿领

域关系抽取的方法。 方法框架如图 １所示。
　 　 具体步骤如下：

从煤矿安全网、煤矿事故网、安全管理网上爬去

煤矿事故案例报道和分析报告，通过实体抽取算法

抽取出句子中实体。
生成（实体对，文本）数据：根据抽取出的实体，

结合该实体所属的文本，选择两个实体 Ｅ１， Ｅ２， 对

应的文本 Ｓ， 从文本中生成（＜Ｅ１， Ｅ２＞， Ｓ）结构的

数据。
（１）定义实体对关系。 将实体对的关系定义为

６个类别（见表 １），按照 １到 ６进行编号。

预处理

文件语料

实体

标注语料
（e1,e2,sentence）

训练模型

关系抽取结果

BMGU-Attention网络

字向量矩阵

测试模型

实体抽取

标注实体对

图 １　 实体关系抽取框架

Ｆｉｇ． １　 Ｅｎｔｉｔｙ ｒｅｌａｔｉｏｎｓｈｉｐ ｅｘｔｒａｃｔｉｏｎ ｆｒａｍｅｗｏｒｋ
表 １　 关系定义

Ｔａｂ． １　 Ｒｅｌａｔｉｏｎｓｈｉｐ ｄｅｆｉｎｉｔｉｏｎ

序号 对应关系名称 具体定义

１ 位置
概念实体之间有如位于 ／发生在等关键词，
表明实体间的位置关系

２ 责任 一实体对另外一个实体负责，或者为领导关系

３ 分类 一个实体为另一个实体的细分分类

４ 发生 实体之间动词一般为发生

５ 占有 一个实体对另一实体具有使用、安装等关系

６ 其它 其它不再上述关系中的关系

　 　 （２）标注数据。 根据煤矿领域训练集之间的基

本关系，对要抽取的关系进行描述，对实体对－文本

结构的数据进行标注，并且去除无意义的数据条目，
优化训练数据。 标注集格式为｛＜Ｅ１，Ｅ２＞，Ｒ，Ｓ｝，＜
Ｅ１，Ｅ２＞表示实体对，Ｒ为标注的关系，Ｓ为包含实体

对＜Ｅ１，Ｅ２＞的文本，一般为一个句子的长度。
（３）训练网络模型。
用字向量表示文本数据：
一个由 Ｔ 个字组成的句子 Ｓ ＝ （ｘ１，ｘ２，．．．，ｘＴ），

句子中的字 ｘｉ（１≤ ｉ≤ Ｔ） 可以用一个向量 ｅｉ 表示。
Ｅｍｂｅｄｄｉｎｇ 矩阵 Ｗ（Ｗ ∈ Ｒｄ× Ｖ ）， 词汇表 Ｖ 大小

Ｖ 和矩阵 Ｗ 的维度相同，句子中的每一个字 ｘｉ 可

以用对应的向量 ｖ（大小为 Ｖ ） 来表示，向量 ｖ是一

个 ｏｎｅ－ｈｏｔ 向量，只有在位置 ｉ 处的值为 １，其余位

置的值为 ０。 故向量 ｅｉ 可以通过如下公式得到：
ｅｉ ＝ Ｗｖｉ（１ ≤ ｉ≤ Ｔ）

　 　 句子 Ｓ ＝ （ｘ１，ｘ２，．．．，ｘＴ） 则可以表示为 ｛ｅ１，
ｅ２，．．．，ｅＴ

｝。
例如：句子 Ｓ 为“救援工人表示，由于井下的水
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量大，这 ２台排水泵并不能满足要求，所以正在铺设

其它水泵、水管”，将每个字表示为 ｘｉ，句子 Ｓ 可以表

示为 Ｓ ＝ （ｘ１，ｘ２，．．．，ｘＴ），与 Ｅｍｂｅｄｄｉｎｇ 矩阵相乘后

句子 Ｓ 可以表示为 Ｓ ＝ ｛ｅ１，ｅ２，．．．，ｅＴ｝。
最后在神经网络层之后加入字级别的 Ａｔｔｅｎｔｉｏｎ

机制，最终得到分类结果。
２．２　 字向量＋ＢＭＧＵ－Ａｔｔ 模型结构

字向量＋ＢＭＧＵ－Ａｔｔ 模型由输入层、编码层、注
意力层、输出层组成。 注意力层由编码层得到的数

据，根据对不同位置的权重计算得到输出，输出层的

分类器得到最终的输出。 模型结构如图 ２所示。

1

2

3

n

x1

x2

x3

xn

e1

e2

e3

en

A1

A1

A2

A2

A3

A3

A0

A0

h1

h2

h3

hn

+ y

输入层 编码层 注意力层 输出层

图 ２　 字向量＋ＢＭＧＵ－Ａｔｔ 模型的结构示意图

Ｆｉｇ． ２　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｗｏｒｄ ｖｅｃｔｏｒ ＋ＢＭＧＵ－Ａｔｔ ｍｏｄｅｌ

２．２．１　 输入层

输入层采用词嵌入机制对输入的文本数据进行

降维处理，用字嵌入矩阵和对应位置的字向量相乘

得到该字的字向量，最终将经过标注的长度为 Ｔ，格
式为（实体对， 包含该实体对的文本） 数据转化为

一个由 Ｔ 个字向量描述的数据，传入编码层。
数据由实体对： ＜Ｅ１， Ｅ２＞和长度为 Ｔ 的文本

Ｓ，以及实体对＜Ｅ１，Ｅ２＞在文本中的关系 Ｒ组成，结
构为：＜Ｅ１，Ｅ２＞， Ｒ， Ｓ。 数据为中文文本数据，输入

层将每一个中文字符转化为字向量输入训练网络。
２．２．２　 编码层

编码层使用 ＢＭＧＵ网络作为训练网络，学习输

入数据，对数据降维编码。 ＢＭＧＵ 网络是一个双向

循环神经网络，其中的网络单元由 ＭＧＵ单元构成。
ＢＭＧＵ模型是基于 ＢＲＮＮ（双向循环神经网络，

Ｂｉｄｉｒｅｃｔｉｏｎａｌ ＲＮＮ，如图 ４）算法的改进算法，使用

ＭＧＵ单元替换了传统单元。 ＢＲＮＮ是基于 ＲＮＮ（循

环神经网络如图 ３）的改进算法，普通的 ＲＮＮ 结构

中，隐藏单元中的信息传递只能从“前”传到“后”，
位于后面时间步（位置）的单元可以学习到前面单

元的状态信息，但是前面的单元不能学习到后面单

元的状态信息。 改进后的 ＢＲＮＮ 模型，在隐藏单元

中增加了从后向前传递信息的单元，同一个输入不

仅输入到正向的 ＲＮＮ单元中，同时也输入到反向的

ＲＮＮ单元中，因此 ＢＲＮＮ 模型中，一个时间步（位
置）的单元同时接收到来自前后单元的状态信息。
实际应用中，对文本信息进行处理是常常需要考虑

到上下文对当前位置的词或字的影响，因此，采用双

向循环神经网络更符合实际任务的需求。

y0 y1 y2 yt

a0 A A A A

x0 x1 x2 xt

图 ３　 ＲＮＮ 模型结构

Ｆｉｇ． ３　 ＲＮＮ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ

y1 y2 y3 yt

A A' A A' A A' A A'

x1 x2 x3 xt

图 ４　 ＢＲＮＮ 模型结构

Ｆｉｇ． ４　 ＢＲＮＮ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ

　 　 ＭＧＵ 算法由周志华等［１１］ 人于 ２０１６ 年提出。
ＭＧＵ算法是在 ＬＳＴＭ（Ｌｏｎｇ－Ｓｈｏｒｔ Ｔｉｍｅ Ｍｅｍｏｒｙ）算
法和 ＧＲＵ（Ｇａｔｅ Ｒｅｌａｔｅｄ Ｕｎｉｔ）算法的基础上得出。
ＬＳＴＭ 算法中具有 ｆｏｒｇａｔｅ ｇａｔｅ（遗忘门）、ｉｎｐｕｔ ｇａｔｅ
（输入门）、ｏｕｔｐｕｔ ｇａｔｅ（输出门）三个门，是为了解决

ＲＮＮ算法在训练过程中发生梯度下降的问题而提

出的。 ＧＲＵ结构则是在 ＬＳＴＭ 的基础上进行简化，
在解决梯度下降问题的同时也减少了隐藏单元中门

的数量。 ＧＲＵ中只有 ２ 个门： ｕｐｄａｔｅ ｇａｔｅ（更新门）
和 ｒｅｓｅｔ ｇａｔｅ（重置门）。 ＭＧＵ 算法则在此基础上对

门的结构进行再简化，只有一个门：ｆｏｒｇｅｔ ｇａｔｅ（遗忘

门），其单元结构如图 ５所示。
　 　 在 ＭＧＵ结构中，以 ｔ 为当前时间步（位置），参
数 ｘｔ 代表在当前单元 ６的输入信息， ｈｔ －１ 代表上一

时间步的 ＭＧＵ单元的状态信息， ｈｔ 代表当前单元

的状态信息， ｈｔ
 代表当前单元中的中间状态， ｆｔ 表示

通过 ｆｏｒｇｅｔ ｇａｔｅ 得到的信息， ｂ 代表不同位置的
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ｂｉａｓ。 ＭＧＵ算法可描述如下：
ｆｔ ＝ σ（Ｗｆ ｈｔ －１，ｘｔ[ ] ＋ ｂｆ） （１）

􀭹ｈｔ ＝ ｔａｎｈ（Ｗｈ ｆｔ·ｈｔ －１，ｘｔ[ ] ＋ ｂｈ） （２）
ｈｔ ＝ （１ － ｆｔ）·ｈｔ －１ ＋ ｆｔ·􀭹ｈｔ （３）

ht-1

xt

ftα(Wf)

tanh(Wh)ht
~

ht1-

图 ５　 ＭＧＵ 结构

Ｆｉｇ． ５　 ＭＧＵ ｓｔｒｕｃｔｕｒｅ

２．２．３　 注意力层

注意力机制近来被广泛应用在问答系统、机器

翻译、自然语言处理等领域中。 本实验中，在双向

ＭＧＵ模型的输出后面使用注意力机制对编码结果

进行优化。
双向 ＭＧＵ 模型的输出结果为一个矩阵，设有

矩阵 ｗ 为对应权重矩阵， α 向量为各个字所应该具

有的关注度， ｒ 在对应的 α 下句子的表示， ｈ 表示隐

藏层的状态。 具体计算公式如下：
Ｍ ＝ ｔａｎｈ（Ｓ） （４）

α ＝ ｓｏｆｔ ｍａｘ（ｗＴＭ） （５）
ｒ ＝ ＳαＴ （６）

ｈ＇ ＝ ｔａｎｈ（ ｒ） （７）
　 　 最终将 ｈ＇作为输出层的输入。
２．２．４　 输出层

输出层以隐藏层的状态作为输入数据，通过

ｓｏｆｔ ｍａｘ算法对在句子 Ｓ 为条件的情况下分类的概

率进行计算。 定义 ｙ^ 为最终要计算的预测结果，为
一个维度为 ｄ 的 ｏｎｅ－ｈｏｔ向量。 计算方法如下：

ｙ
＾
＝ ａｒｇ ｍａｘ（Ｗｓｈ＇ ＋ ｂｓ） （８）

３　 实验结果分析

３．１　 实验描述

本文使用的语料为煤矿安全网、煤矿事故网、安
全管理网中有关煤矿管理和煤矿事故分析报告。 经

过预处理之后的实体对－文本数据共 ２ Ｍ（总计约

２０ ０００条数据）。 其中 １．２ Ｍ 作为训练语料，０．８ Ｍ
作为测试语料。 实验中定义了 ６ 类关系，６ 类关系

描述见表 ２、表 ３。 通过 Ａｄａｍ 方法控制学习率变

化，最小学习率设定为０．０００ ５。

３．２　 实验分析

训练过程中，使用相同的数据，设置相同的批次

大小， 相同的迭代次数，分别对以 ＬＳＴＭ、ＭＧＵ、ＧＲＵ
三种 ＲＮＮ单元为核心的模型进行训练，记录训练过

程中的最高准确率和对应的 ｌｏｓｓ 值，具体信息见表

２。 本文采用的方法和基于 ＬＳＴＭ、ＧＲＵ 的方法相

比，准确率基本一致，训练过程中的准确率相对接

近，但在训练相同数量的数据时，使用 ＭＧＵ 单元的

训练时间更少，相比使用 ＬＳＴＭ 单元和 ＧＲＵ 单元，
本文采用的方法效率较高。

表 ２　 不同模型的训练过程中的最优结果

Ｔａｂ． ２　 Ｏｐｔｉｍａｌ ｒｅｓｕｌｔｓ ｉｎ ｔｈｅ ｔｒａｉｎｉｎｇ ｐｒｏｃｅｓｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

模型 Ａｃｃｕｒａｃｙ Ｌｏｓｓ

ＢＭＧＵ－Ａｔｔ ０．９６ ２．１８４ １４

ＢＧＲＵ－Ａｔｔ ０．９６ ４．９９２ ２８

ＢＬＳＴＭ－Ａｔｔ ０．９６ ４．０６８ ７２

表 ３　 不同模型在相同数据量下训练消耗的时间对比

Ｔａｂ． ３ 　 Ｔｉｍｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｒａｉｎｉｎｇ ｃｏｎｓｕｍｐｔｉｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ
ｍｏｄｅｌｓ ｕｎｄｅｒ ｔｈｅ ｓａｍｅ ａｍｏｕｎｔ ｏｆ ｄａｔａ

模型名称 消耗时间 ／ ｍｉｎ

ＢＭＧＵ－Ａｔｔ １３．２

ＢＧＲＵ－Ａｔｔ ２０．１５

ＢＬＳＴＭ－Ａｔｔ １８．９８

　 　 训练过程中不同模型的 ａｃｃｕｒａｃｙ 和 ｌｏｓｓ 值分别

如图 ６、图 ７所示。
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图 ６　 训练过程中 Ａｃｃｕｒａｃｙ 值变化曲线

Ｆｉｇ． ６　 Ａｃｃｕｒａｃｙ ｖａｌｕｅ ｃｕｒｖｅ ｄｕｒｉｎｇ ｔｒａｉｎｉｎｇ
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图 ７　 训练过程中 Ｌｏｓｓ值变化曲线

Ｆｉｇ． ７　 Ｌｏｓｓ ｖａｌｕｅ ｃｕｒｖｅ ｄｕｒｉｎｇ ｔｒａｉｎｉｎｇ
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　 　 根据上述图表中的数据，ＢＭＧＵ－Ａｔｔ、 ＢＬＳＴＭ－
Ａｔｔ、 ＢＧＲＵ －Ａｔｔ 三种模型的准确率相差不大，但
ＢＭＧＵ模型的 Ｌｏｓｓ 值相对更小，对数据集拟合度更

好。 从不同模型占用资源的角度来看，可以明显地

看到使用 ＭＧＵ作为 ＲＮＮ单元的 ＢＭＧＵ－Ａｔｔ模型在

训练过程中所消耗的时间显著低于另外 ２个模型的

训练时间。 因此，在相同情况下，ＢＭＧＵ－Ａｔｔ 模型的

训练效率更高。 使用验证集对已经训练好的 ＢＭＧＵ
模型进行验证，结果见表 ４。

表 ４　 ＢＭＧＵ－Ａｔｔ 模型的验证结果

Ｔａｂ． ４　 Ｖｅｒｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔ ｏｆ ＢＭＧＵ－Ａｔｔ ｍｏｄｅｌ

类别 Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

１ ０．７３６ ８４２ １ ０．６６６ ６６６ ７ ０．７

２ ０．８１１ ０７４ ９ ０．７７８ １２５ ０．７９４ ２５８ ４

３ ０．８４２ ８５７ １ ０．７６９ ５６５ ２ ０．８０４ ５４５ ５

４ ０．８８２ ３５２ ９ ０．７８４ ８８３ ７ ０．８３０ ７６９ ２

５ ０．７５２ ８７３ ６ ０．８５０ ６４９ ４ ０．７９８ ７８０ ５

６ ０．７１８ ５３５ ５ ０．７７９ １５６ ３ ０．７４７ ６１９

　 　 由此可以看出，采用 ＢＭＧＵ 模型加注意力机制

来进行分类，在总分类中能够达到较好的效果。 在

各类别的分类中，识别率会有所降低。 不同类别的

Ｐｒｅｃｉｓｉｏｎ、Ｒｅｃａｌｌ、Ｆ１值差别较大，有可能是在训练数

据中不同类别的训练数据所占比例不同所导致的。

４　 结束语

本文采用 ＢＭＧＵ＋Ａｔｔｅｎｔｉｏｎ模型，以字向量方法

对文本输入进行处理，最终能够有效对实体对之间

的关系进行抽取。 通过实验，证明了该方法在煤矿

领域中进行实体关系抽取是基本可行的。 本文采用

人工标注的实体对－文本数据训练模型，在文本数

据中各个关系的数据比例不一，最终各个关系的分

类准确率有一定差距，如何解决这两个问题是下一

步研究的重点。
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